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RESUMO 

O câncer de pulmão é considerado um dos tipos de câncer mais agressivos, com maior 

taxa de mortalidade, por isso seu diagnóstico precoce é de extrema importância. 

Contudo, uma vez que os nódulos pulmonares apresentam um extenso diagnóstico 

diferencial, esse processo pode ser dificultado. Dessa forma, vários estudos foram 

realizados e uma estratégia algorítmica desenvolvida com a finalidade de realizar a 

identificação e segmentação dessas estruturas e extrair suas principais características, 

auxiliando assim, profissionais da saúde e diminuindo o tempo de diagnóstico. A 

análise de desempenho da metodologia proposta se deu em 8 exames de Tomografia 

Computadorizada, no qual cada exame possuía em média aproximadamente 135 

imagens, pelo cálculo dos valores de sensibilidade (62,79%), especificidade (99,99%) e 

acurácia (99,92%) tendo como referência segmentações manuais dos laudos 

radiológicos disponibilizados pela base de imagens utilizada (LIDC-IDRI). Com efeito 

de comparação entre os diâmetros dos nódulos obtidos automaticamente pelo algoritmo 

desenvolvido e pela segmentação manual foi realizado a diferença obtendo 18,43%. O 

algoritmo apresentou desempenho satisfatório, não detectando falsos candidatos a 

nódulo, contudo sua sensitividade pode ser melhorada com o ajuste nos limiares 

utilizados. 

 

Palavras-chave: nódulo pulmonar, segmentação pulmonar, LIDC, características 

radiológicas, processamento digital de imagens. 
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SILVA, Luisa Barbalho P. Identification and Segmentation of Pulmonary Nodules 

in Full Computed Tomography Exams. Conclusion Work Project, Biomedical 

Engineering Bachelor Degree, Federal University of Rio Grande do Norte, 72 p., 2019. 

 

ABSTRACT 

Lung cancer is considered one of the most aggressive cancers with the highest 

mortality rate, for this reason an early diagnosis is of utmost importance. However, once 

pulmonary nodules have an extensive differential diagnosis, this process may be 

hampered. In this context, several studies were performed and an algorithmic strategy 

was developed in order to identify and segment these structures and extract their main 

characteristics, thus helping healthcare professionals and reducing the time of diagnosis. 

The performance analysis of the proposed methodology was implemented in 8 

Computed Tomography exams, where each exam had an average of approximately 135 

images, by calculating the sensitivity (62.79%), specificity (99.99%) and accuracy 

(99.92%). It was used as reference manual segmentation of the radiological reports 

provided by the image data set used (LIDC-IDRI). Comparing the diameter of the 

nodules obtained automatically by the developed algorithm and by manual 

segmentation, the difference obtained was 18.43%. The algorithm presented satisfactory 

performance, not detecting false nodule candidates, although its sensitivity might be 

improved adjusting some thresholds values used. 

 

Palavras-chave: pulmonary nodule, lung segmentation, LIDC, radiological 

characteristics, digital image processing. 
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1 INTRODUÇÃO  

De acordo com o Instituo Nacional de Câncer dos Estados Unidos (NCI, 

do inglês National Cancer Institute) neoplasia é definida como uma proliferação 

anormal, autônoma e descontrolada de células de um determinado tecido do 

corpo. Ela pode ser benigna, e é denominada câncer quando maligna. A 

presença de nódulo(s) e/ou massa(s) presentes no trato respiratório com 

características radiológicas de malignidade podem indicar a presença de 

câncer de pulmão. 

Os principais tipos desse câncer, classificados histologicamente, são 

carcinoma epidermoide, carcinoma de célula pequena indiferenciada, 

adenocarcinoma e carcinoma de células grandes. Sua principal causa é 

apontada como o uso do cigarro (U.S. DEPARTMENT OF HEALTH AND 

HUMAN SERVICES, 2004), de forma que representa a causa de 85% e 75% 

dos casos de câncer pulmonar em homens e mulheres, respectivamente 

(SHARMA; JINDAL, 2011). 

O câncer de pulmão é considerado um dos tipos de câncer mais 

agressivos. De acordo com as últimas estatísticas do Globocan (2018), esse 

tipo de neoplasia maligna possui os maiores índices de incidência e 

mortalidade no mundo. Alcançou aproximadamente 2.09 milhões de novos 

casos e quase 1,8 milhão de mortes em 2018, correspondendo a 11% e 18,4%, 

respectivamente, de todos os tipos de câncer (GCO, 2018). Analogamente, em 

escala nacional também possui índices expressivos, com 31.270 novos casos 

em 2018 (INCA, 2018) e 27.931 mortes em 2017 (SIM, 2017). 

Além disso, apesar das possibilidades de tratamentos, como cirurgia, 

radioterapia e quimioterapia, os resultados ainda são extremamente restritos. A 

taxa de sobrevivência após 5 anos de diagnóstico, combinando todos os 

estágios da doença, é de apenas 20,2% nos Estados Unidos (SEER, 2015), e 

de 10,2% na Inglaterra e País de Gales (CANCER RESEARCH UK, 2010-

2011). 

Uma das principais dificuldades associadas a esse tipo de câncer está 

em seu diagnóstico. Estima-se que em 30% da população pode-se encontrar 

um nódulo pulmonar, de maneira que este apresenta um extenso diagnóstico 
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diferencial (CERRI; LEITE; ROCHA, 2017). Isso corrobora para identificação 

tardia de malignidade, possibilitando o seu desenvolvimento a um estágio 

avançado da doença, propiciando a presença de metástase e uma baixa taxa 

de sobrevivência (DE NUNZIO et al., 2011). 

Por conseguinte, é relevante ressaltar a importância da realização de 

exames de Tomografia Computadorizada (TC) para auxiliar e embasar o 

diagnóstico, tendo em vista sua maior eficiência quando comparada à 

radiografia (DE NUNZIO et al., 2011). A utilização de imagens médicas permite 

que através da avaliação radiológica e a utilização de modelos estatísticos, 

como a análise bayesiana, seja possível criar subsídios para a classificação do 

nódulo analisado (CERRI; LEITE; ROCHA, 2017). 

Essa classificação, associada à probabilidade de malignidade e 

benignidade, é vinculada ao nódulo de acordo com suas características, como 

tempo de duplicação, dimensões, presença e padrão de calcificação e gordura, 

entre outros. Na ausência de antecedente pessoal, por exemplo, nódulos com 

menos de 5 mm possuem probabilidade menor que 1% de malignidade; 2% a 

6% nódulos entre 5 e 8 mm; 18% entre 8 mm e 20 mm; e acima disso a 

probabilidade aumenta para em torno de 50% (CERRI; LEITE; ROCHA, 2017). 

Nesse contexto, faz-se necessária a utilização de recursos que otimizem 

o tempo de diagnóstico e auxiliem a equipe clínica na avaliação radiológica 

descrita anteriormente. Por esse motivo, diversas pesquisas propõem o 

desenvolvimento e implementação de técnicas de detecção assistida 

computacionalmente (CAD, do inglês Computer-Assisted Detection) através de 

diferentes abordagens de processamento digital de imagem (PDI) (MAKAJU et 

al., 2018).  

Portanto, o seguinte trabalho estabelece uma nova metodologia de 

segmentação de nódulos pulmonares e a extração de suas características em 

exames completos de Tomografia Computadorizada. Por meio de técnicas de 

processamento digital de imagens como suavização e limiarização, associados 

aos conceitos de pixel-vizinhança e extração de características presentes na 

avaliação radiológica, este trabalho teve como estratégia o desenvolvimento de 

uma máscara binária para segmentação da área de interesse, possibilitando 

não apenas a detecção do nódulo, bem como sua avaliação de maneira 

automática. 
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1.1 OBJETIVO  

O objetivo deste trabalho foi o desenvolvimento de um algoritmo de 

segmentação e extração de características automáticas de nódulos pulmonares 

em imagens de tomografia computadorizada, auxiliando na avaliação 

radiológica. 

 

1.1.1 Objetivos Específicos 

• Compreender os diferentes tipos de nódulos pulmonares; 

• Compreender conceitos de radiologia; 

• Compreender a anatomia em TC de tórax; 

• Compreender o padrão DICOM; 

• Pesquisar bases de imagens de nódulos pulmonares presentes na 

literatura;  

• Pesquisar técnicas de processamento digital de imagens utilizadas 

na detecção de nódulos pulmonares presentes na literatura; 

• Estudar a linguagem de programação a ser aplicada no trabalho 

(MATLAB); 

• Pesquisar técnicas de pré-processamento, segmentação e extração 

de características diferentes às encontradas em trabalhos de mesma 

temática; 

• Compreender o funcionamento pixel-a-pixel de uma imagem e 

desenvolver diferentes estratégias; 

• Desenvolver um protocolo de segmentação específico para nódulos 

pulmonares; 

• Extrair características dos nódulos segmentados que auxiliem na 

avaliação radiológica; 

• Realizar testes de desempenho e gerar estatísticas; 

• Comparar os resultados com os obtidos na literatura. 
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1.2 ESTADO DA ARTE 

Mansoor et al. (2015) classifica os tipos de segmentação dos CADs em 5 

principais categorias: (1) baseado em limiarização, (2) baseado em região, (3) 

baseado em formato, (4) guiado pela vizinhança da anatomia e (5) baseado em 

aprendizagem de máquina. A pesquisa bibliográfica realizada refletiu essa 

classificação, de maneira que a limiarização foi extensamente utilizada nos 

programas propostos, bem como o crescimento por região a partir de um ponto 

de semente. Nesse contexto, alguns trabalhos foram utilizados como base para 

a pesquisa desenvolvida como será apresentado a seguir. 

Anitha e Sridhar (2010) desenvolveram um sistema de segmentação de 

pulmão com o objetivo de auxiliar cirurgiões para o tratamento de certas 

doenças como câncer de pulmão, com ênfase no reconhecimento de fissuras 

dos lobos pulmonares. Foi utilizado no pré-processamento o filtro de Wiener de 

tamanho 3x3 e o filtro morfológico Hat, com o intuito de melhorar a visualização 

das árvores pulmonares. Para a segmentação de nódulos foi aplicado o 

método de limiarização adaptativo, com limiar correspondente ao valor médio 

da imagem de TC, e os componentes conectados foram rotulados. O 

refinamento foi feito por técnicas de crescimento por região. O tempo de 

processamento total foi de 3 minutos e sua acurácia variou de 60 a 92% em 8 

casos diferentes na segmentação da fissura oblíqua.  

Al-Tarawneh (2012) comparou, no pré-processamento, o filtro de Garbor, o 

auto-aprimoramento (do inglês auto-enhancement) e a Transformada Rápida 

de Fourier (FFT, do inglês Fast Fourier Trasform), os quais obtiveram acurácia 

(ACC) de 80,75%, 38,025% e 27,51%, respectivamente. No processo de 

segmentação as técnicas de limiarização (𝑨𝑪𝑪	 = 	𝟖𝟏, 𝟖𝟑𝟓%) e watershed 

(𝑨𝑪𝑪	 = 	𝟖𝟓, 𝟏𝟔𝟓%) foram utilizadas e comparadas de modo que a segunda 

apresentou melhores resultados. Após a extração das características, a 

classificação adotada analisou a discrepância entre as quantidades de pixels 

pretos (0) e brancos (1) em imagens de pulmões sem patologias. O algoritmo 

proposto determinou então um limiar a partir do valor médio da quantidade de 

pixels pretos; caso a quantidade de pixels pretos de uma imagem de TC de 

tórax fosse maior que o limiar estabelecido, indicava normalidade, caso 

contrário, anormalidade. Para essa metodologia, 17.178,48 foi o valor adotado, 
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o TAR (do inglês True Acceptance Rate) foi de 92.86% e seu FAR (do inglês 

False Acceptance Rate) de 7.14%. 

Makaju et al. (2017) avaliaram as técnicas de processamento assistidas por 

computador, analisando as melhores técnicas e identificando suas limitações 

em busca de propor um novo modelo melhorado. Em seu pré-processamento 

utilizou os filtros de mediana, para reduzir o ruído sal e pimenta, e Gaussiano, 

para o ruído "salpicado". O método de watershed foi aplicado para a realização 

da segmentação, e as características extraídas foram: área, perímetro, 

centroide, diâmetro, excentricidade e intensidade média. Por fim, a 

classificação do nódulo em maligno e benigno foi feita por meio da Máquina de 

Vetor de Suporte. As imagens utilizadas foram obtidas através do banco de 

imagens LIDC (do inglês Lung Image Database Consortium) em formato de 

Comunicação de Imagens Digitais em Medicina (DICOM, do inglês Digital 

Imaging and Communications in Medicine) e convertidas para o formato JPEG 

(do inglês Joint Photographic Experts Group). Foram utilizadas 16 imagens de 

treino e 5 de teste, havendo nestas a presença de 15 nódulos. Esse modelo 

obteve 92% de acurácia, 100% de sensitividade e 50% de especificidade para 

a detecção e acurácia de 86,6% para a classificação.  

Chaudhary e Singh (2012) desenvolveram um sistema de detecção de 

câncer pulmonar utilizando PDI e apontando anormalidade quando o nódulo 

apresentasse mais de 25 mm. Bem como Al-Tarawneh (2012), compararam as 

técnicas de pré-processamento do filtro de Gabor, auto-aprimoramento e FFT, 

prosseguindo para a segmentação com o filtro de Gabor. Nela, o método de 

watershed também obteve melhor resultado quando comparado ao processo 

de limiarização. As características extraídas foram intensidade média, área, 

perímetro e excentricidade. Para o estágio I da doença, os valores médios 

obtidos foram 226; 1024; 196,3 e 0,78, respectivamente. E para o estágio II 

foram 247,56; 2438; 294,50 e 0,86. 

Zinoveva et al. (2011) propuseram um método de segmentação 

probabilístico de nódulos pulmonares com base nos laudos de quatro 

radiologistas disponibilizados pela base de imagens LIDC. Tendo em vista a 

divergência do contorno manual realizado pelos especialistas, o trabalho em 

questão analisa a probabilidade de cada pixel, dentro de uma região de 

interesse (ROI, do inglês region of interest), de pertencer ou não ao nódulo que 
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se deseja segmentar. Para o método desenvolvido, os valores associados às 

características de intensidade e textura foram utilizados para treinar o 

classificador. Contudo, os resultados obtidos não supriram as expectativas para 

as faixas (slices) superiores, inferiores e em contato com a parede torácica. Por 

essa razão, a segmentação no processo de pré-processamento é sugerida na 

discussão do trabalho. 

Badura e Pietka (2014), por sua vez, focam seu trabalho na segmentação 

de nódulos independentemente da sua proximidade/ligação com a pleura e 

vasos. Após a limiarização de Otsu, os nódulos são classificados em 4 tipos de 

modo que quanto maior sua conexão com outras estruturas, maior o processo 

para sua segmentação. Os tipos I e II são separados por análise de 

conectividade; o tipo III após passar por essa análise ainda deve ser filtrado 

morfologicamente para separação da pleura; além das etapas citadas 

anteriormente, o nódulo de tipo IV passa pela detecção de borda por chord. Em 

seguida, são gerados pontos semente de fundo (background) e dos objetos, 

dando início ao processo de segmentação por conectividade fuzzy. Por fim, os  

vasos existentes são eliminados por comparação de diâmetro no pós-

processamento. Os autores particionaram os algoritmos de forma que os 

resultados obtidos compararam a segmentação mais grosseira acrescida do 

pós-processamento; à segmentação por conectividade fuzzy; à combinação de 

ambas. Foram analisados 23 exames da base LIDC, cada um contendo apenas 

um nódulo. Uma vez que essa base fornece o laudo de alguns radiologistas, os 

resultados de TPR (do inglês True Positive Rate), adquiridos para voxels 

laudados por todos os especialistas, foram de 90,71; 85,14 e 95,50, 

respectivamente. 

El-Baz et al. (2010) objetivaram a partir do seu trabalho classificar, por meio 

de um modelo de translação e rotação invariante, nódulos pulmonares em 

maligno e benigno de acordo com sua aparência visual. Obteve a distribuição 

espacial dos valores de Hounsfield para essas duas classificações, bem como 

a energia de Gibbs de cada voxel, de modo que a distribuição maligna foi 

consideravelmente menos suave e a energia foi mais acentuada. Foram 

analisados os resultados utilizando intervalos de confiança de 85%, 90% 

(ambos com acurácia de 100%) e 95% (com acurácia de 92% e 100% na 

classificação de nódulos malignos e benignos, respectivamente). 
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1.3 ESTRUTURA DO TRABALHO 

Para desenvolver o modelo estabelecido pelo presente trabalho, fez-se 

necessário o estudo de diversas áreas do conhecimento. Foram explorados os 

principais aspectos da patologia a ser analisada, tanto no âmbito biológico, 

quanto radiológico. Além disso, foi realizado um levantamento de técnicas de 

PDI e suas combinações, de maneira a possibilitar a segmentação de nódulos 

pulmonares por meio da varredura de exames de TC do tórax. 

Nesse sentido, este trabalho foi dividido em seis seções descritas a seguir. 

Após a Introdução, correspondente à Seção 1, os conceitos vinculados ao 

pulmão e aos seus possíveis nódulos são explorados na Seção 2. Nela, estão 

presentes aspectos biológicos e radiológicos, uma vez que o foco é no 

diagnóstico por imagem.  Na Seção 3 são explicados os conceitos e técnicas 

atrelados ao processamento digital de imagem que serão utilizados para o 

desenvolvimento do algoritmo proposto. Dessa maneira, foram abordados 

métodos de aprimoramento da imagem, segmentação e extração de suas 

características. A metodologia, englobando o banco de imagens, a ferramenta 

de desenvolvimento e a estratégia algorítmica utilizada, foi apresentado na 

Seção 4. Os resultados obtidos estão discriminados na Seção 5, bem como 

uma comparação deles ao que foi encontrado na literatura. Na 6ª, e última, 

Seção, são apresentadas as conclusões e perspectivas para os trabalhos 

futuros. 
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2 PULMÃO 

Os pulmões são um conjunto de órgãos esponjosos de formato cônico 

presentes no sistema respiratório. Eles são divididos em direito e esquerdo e 

estão separados pelo mediastino onde ficam localizados outros órgãos como o 

coração (AUNG et al., 2019).  Sua principal função é possibilitar a troca 

gasosa, de modo a oxigenar o sangue e excretar os gases residuais 

(SILVERTHORN, 2010). Por esse motivo, patologias associadas a esse órgão 

podem interferir consideravelmente na qualidade de vida do portador. Por 

conseguinte, os exames de diagnóstico por imagem são fundamentais na 

investigação e acompanhamento de doenças torácicas (ZAMBON et al., 2009). 
Nesse contexto, a presente seção é subdividida em 2 tópicos principais: 2.1. 

Aspectos Biológicos, explorando a anatomia e fisiologia pulmonar, assim como 

algumas de suas neoplasias; e 2.2. Diagnóstico por Imagem, focando no 

exame de TC, o formato DICOM e na análise radiológica de nódulos. 

 

2.1 ASPECTOS BIOLÓGICOS 

A região superior e mais afunilada do pulmão é denominada ápice e 

encontra-se em torno de 2,5 cm acima do centro da clavícula. A porção inferior, 

apoiada no diafragma, é denominada base (AUNG, 2019). O pulmão direito é 

mais robusto, composto por 3 lobos (superior, médio e inferior) e o esquerdo 

por apenas 2 (superior e inferior), devido à presença do coração nesta região e 

são revestidos pela pleura visceral, de espessura de apenas 0,2 mm. Essa 

divisão é feita pelas fissuras pulmonares, as quais correspondem a 

invaginações da pleura, e possibilita limitar a progressão de processos 

patológicos (CERRI; LEITE; ROCHA, 2017). 

Os lobos, por sua vez, são divididos em segmentos pulmonares, 

descritos na Figura 2.1. No pulmão direito, o lobo superior é segmentado em 

apical, posterior e anterior; no esquerdo, por outro lado, os segmentos 

apicoposterior I e II, anterior, linguar superior e inferior compõem essa porção. 

O lobo médio, presente apenas no pulmão direito, é composto pelos 

segmentos lateral e médio. Por fim, os segmentos superior, basilar anterior, 



 22 

basilar lateral e basilar posterior constituem tanto o lobo inferior do pulmão 

direito, quanto do esquerdo.  

 

Figura 2.1: Divisão dos pulmões em lobos e segmentos. 

 

Fonte: adaptado de Leslie e Wick (2018). 

 

Os pulmões são conectados ao meio externo por meio das vias aéreas. 

Através da passagem pela boca, o ar entra no trato respiratório, passa pela 

faringe, laringe e traqueia. Passa então pelo par de brônquios primários (um 

encaminhado para cada pulmão) e segue para os demais, cada vez menores. 

Após o 11º brônquio, essas estruturas passam a ser identificadas como 

bronquíolos, os quais continuam se ramificando até formarem uma transição 

entre as vias aéreas e o epitélio de troca do pulmão (Figura 2.2) 

(SILVERTHORN, 2010). 

Esse caminho pelo qual o ar deve passar através das vias aéreas 

permite seu aquecimento, umidificação e filtragem. Dessa maneira, evita a 

danificação dos alvéolos pelo ar frio, a secagem do epitélio e a entrada de 

vírus, bactérias e partículas inorgânicas (SILVERTHORN, 2010). 

Após percorrer as vias aéreas, o ar chega aos alvéolos responsáveis 

pela troca gasosa, principal função pulmonar. Essa troca ocorre após o sangue 

do ventrículo direito, pouco oxigenado, passar pelo tronco pulmonar e por suas 

duas artérias pulmonares, prosseguindo para cada um dos pulmões 

(SILVERTHORN, 2010). 
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O sangue, distribuído em capilares por 80 a 90% do espaço entre os 

alvéolos, permite uma troca gasosa extremamente rápida. Além disso, a baixa 

resistência da circulação pulmonar permite um elevado fluxo sanguíneo por 

essa área, de modo que corresponde a mesma quantidade de sangue que flui 

pelo resto do corpo num mesmo período de tempo. O sangue rico em oxigênio 

retorna ao coração por meio das veias pulmonares até o átrio esquerdo (Figura 

2.3) (SILVERTHORN, 2010). 

 
Figura 2.2: Esquema do caminho percorrido pelo ar das traqueias aos alvéolos. 

 

Fonte: (SILVERTHORN, 2010). 

 

Figura 2.3: Visão geral da respiração celular e respiração externa. 

 

Fonte: (SILVERTHORN, 2010). 
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Como foco do trabalho, foram analisadas patologias associadas às 

neoplasias pulmonares. Neoplasia é definida como uma proliferação de células 

que ocorre quando estas se dividem mais do que deveriam ou quando deixam 

de morrer. Ela pode ser benigna, e é denominada câncer quando maligna (NCI, 

2019). No pulmão, um dos principais fatores de risco para esse tipo de câncer 

é o tabagismo. De acordo com Zambon et al. (2009) mais de 90% dos casos de 

neoplasias pulmonares são originados no epitélio das vias aéreas e estão 

provavelmente associados ao uso do tabaco. A reação dos componentes 

químicos presentes na fumaça do cigarro com o ácido desoxirribonucleico 

(DNA, do inglês deoxyribonucleic acid) das células do epitélio respiratório 

desencadeiam uma série de acontecimentos favorecendo o crescimento 

epitelial anômalo e fora de controle. 

Alguns dos tipos de câncer de pulmão são: carcinoma epidermoide, 

adenocarcinoma, carcinoma de pequenas células e carcinoma de grandes 

células, sendo o adenocarcinoma o de pior prognóstico. As manifestações 

clínicas são limitadas, de tal forma que geralmente apenas pacientes que 

possuem forma avançada da doença se queixam de algo, como tosse. Ainda 

assim, o quadro clínico pode variar bastante, dependendo de sua localização, 

da presença de metástase e síndromes paraneoplásicas (ZAMBON et al., 
2009). 
 

2.2 DIAGNÓSTICO POR IMAGEM 

 

De acordo com Cerqueira (2009): “os exames de imagem são 

fundamentais na investigação diagnóstica e acompanhamento de doenças 

torácicas”. De maneira geral, essa investigação se inicia pela radiografia 

simples de tórax, a qual tem menor custo e pode significativamente auxiliar a 

linha de conduta diagnóstica (CERQUEIRA, 2009).  

Por outro lado, o exame de TC apesar de possuir um custo mais 

elevado, é o mais importante no estadiamento não invasivo do câncer de 

pulmão (CERQUEIRA, 2009). A Sociedade Americana de Câncer (ACS, do 

inglês American Cancer Society) define estadiamento como o processo que 

determina a extensão do câncer no corpo. Esse método elimina a sobreposição 
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presente na radiografia, de forma que corresponde a secções transversais do 

corpo. 

Outras técnicas também são utilizadas para avaliação de neoplasias 

pulmonares, como Ressonância Nuclear Magnética (RNM), superior à TC na 

detecção de metástase do Sistema Nervoso Central (SNC) e a Tomografia por 

Emissão de Pósitron, a qual possui índices de especificidade e sensibilidade 

acima dos da TC. Contudo essas abordagens são mais restritas 

financeiramente (CERQUEIRA, 2009). 

 

2.2.1 Padrão DICOM 

Até a década de 80, os Sistemas de Arquivamento e Comunicação de 

Imagens (PACS, do inglês Picture Archiving and Communications Systems) 

eram desenvolvidos de acordo com os padrões e protocolos de imagens 

estabelecidos por cada fornecedor/fabricante. De tal forma, não existia uma 

forma de conexão/comunicação de informações de imagens digitais entre 

aparelhos de diferentes origens (DELLANI, 2001).  

Nesse contexto, a Faculdade Americana de Radiologia (ACR, do inglês 

American College of Radiology) e a Associação de Fabricantes de 

Equipamentos Elétricos Nacional dos Estados Unidos (NEMA, do inglês 

National Electrical Manufactures Association) reconheceram essa necessidade. 

Criaram um comitê e passaram a desenvolver o que hoje é conhecido como o 

padrão de Comunicação de Imagens Digitais em Medicina (DICOM, 2019).  

Este, inclui uma definição de formato de arquivo (.dcm) e um protocolo 

de comunicação, estabelecendo um padrão de transmissão, arquivamento, 

impressão, processo e exibição de imagens digitais (DICOM, 2019). Com isso, 

além de facilitar a comunicação de informações independentemente do 

aparelho e seu fabricante, corrobora para a expansão do PACS e facilita a 

criação de bases de dados de diagnóstico por imagem, possibilitando a 

distribuição dessas informações em larga escala, para diferentes localidades 

(DELLANI, 2001). 

Sua estrutura é composta por 21 tópicos, os quais se interligam e 

complementam. Os Objetos de Informações (IOD, do inglês Information 

Objects Definitions) são definidos como entidades reais, como Tomografia 

Computadorizada (TC), que podem receber Comandos DICOM. Essa 
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associação entre os IOD e os comandos estão, por sua vez, definidos pelas 

Especificações de Classe de Serviço (do inglês Service Class Specifications) 

(DICOM PS3.1, 2019) 

Para o trabalho em questão, foram analisadas e utilizadas informações 

extraídas do Dicionário de Dados (do inglês Data Dictionary) do protocolo 

DICOM de imagens de exames de TC. A partir do IOD estabelecido, é 

convencionado uma coleção de Elementos de Dados DICOM, com tag única, 

nome e valor, como descrito na Tabela 2.1. Essas informações foram 

essenciais para um melhor entendimento a respeito das circunstâncias do 

exame como posição do paciente, espessura das fatias e espaçamento do 

pixel correspondente em mm, e estão localizadas no metadata do arquivo. 

 
Tabela 2.1: Alguns elementos presentes no metadata de um arquivo DICOM de TC de tórax. 

 

Fonte: produzido pela autora. 

 

2.2.2 Tomografia Computadorizada de Tórax 

 

A aquisição de imagens por TC ocorre através de feixes de raios-x que 

são emitidos e detectados. Essa técnica sofreu diversas modificações ao longo 

dos anos, porém desde 1992, a introdução dos tomógrafos helicoidais de 

multidetectores possibilitou aquisições mais rápidas, de cortes mais finos, 

aumentando significativamente a resolução das imagens adquiridas no 

processo (CERQUEIRA, 2009, apud RYDBERG, 2000, p. 1787-1806). As 
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imagens adquiridas nesse processo possuem valores de intensidade de pixel 

de acordo com as Unidades de Hounsfield (UH). Essas unidades são 

universalmente utilizadas e se baseiam nas densidades do ar e da água (BELL, 

2019).  

Para avaliação do tórax especificamente, o exame de TC pode ser 

executado de algumas maneiras a depender da patologia a ser investigada. 

Por meio da técnica de avaliação de nódulo pulmonar é verificada a existência, 

quantidade e localização dessas estruturas. A espessura entre as fatias pode 

ser espessa, principalmente no ápice e na base do pulmão, contudo para a 

análise das características do nódulo espessuras mais finas de 1 ou 2 mm são 

necessárias (CERQUEIRA, 2009).  

Tendo em vista que esse exame compõe o volume do tórax por meio de 

fatias, fez-se necessário o estudo anatômico das estruturas apresentadas no 

seu plano axial em diferentes imediações do exame. Para tanto, a Figura 2.4 

descreve a anatomia do pulmão, de maneira que as imagens à direita 

esquematizam as alturas dos cortes apresentados nas imagens à esquerda.   

Nelas, é possível observar lobos, fissuras e segmentos, descritos pela Seção 1, 

de maneira específica nos exames de TC, foco do trabalho desenvolvido. 

 
Figura 2.4: Divisão dos pulmões em lobos e segmentos em TC de tórax. 

 
Fonte: adaptado de Jenvey (2019). 

 

Uma vez entendida a anatomia, foi importante se aprofundar no estudo 

de como as neoplasias pulmonares se manifestam nesses exames e suas 
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principais características. O diagnóstico por imagem analisa o tamanho, 

volume, margem e outros aspectos para associar o nódulo ou massa às 

probabilidades de benignidade e malignidade, contribuindo significativamente 

com o plano médico (CERRI, LEITE e ROCHA 2017). 

 
O termo nódulo pulmonar é definido como uma opacidade 
arredondada, bem ou mal definida, variando entre 1 e 30mm. Podem 
ser subdivididos em micronódulos (medem até 3 mm), pequenos 
nódulos (medem entre 3 e 10 mm) e nódulos (medem entre 10 e 30 
mm). Uma lesão que mede mais que 30 mm é denominada massa 
(CERRI, LEITE E ROCHA, 2017, p. 69). 
 
 

Além de seu tamanho (maior extensão de uma extremidade a outra do 

nódulo), essas estruturas também são classificadas de acordo com sua 

atenuação. O aumento da atenuação focal caracteriza um nódulo não sólido ou 

em “vidro fosco”; a atenuação se dá por sólido quando sua apresentação é de 

partes moles e semissólido quando apresenta ambos, sólido e não sólido 

(Figura 2.5). A prevalência de malignidade ocorre em nódulos semissólidos e 

não sólidos (63% e 18%, respectivamente) (CERRI; LEITE; ROCHA, 2017). 

 
Figura 2.5: Exemplos de atenuação de nódulos pulmonares em TC. (a) Atenuação sólida, (b) em 

vidro fosco e (c) semissólida. 

 
Fonte: (CERRI; LEITE; ROCHA, 2017). 

 

No caso de nódulos sólidos (probabilidade de 7% de malignidade), as 

características radiológicas de calcificação, tempo de duplicação, presença de 

gordura, artéria nutridora e veia eferente, podem indicar padrões benignos de 

apresentação. As calcificações em formato difuso, central, lamelar ou “em 

pipoca” sugerem benignidade para nódulos menores que 20 mm (Figura 2.6). 

Focos de gordura, os quais possuem entre -40 a -120 HU em exames de TC, 

também representam um indicador de benignidade. Um tempo de duplicação, 
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sendo este referente ao tempo necessário para que o nódulo dobre de 

tamanho, inferior a 20 dias ou superior a 400 dias também caracteriza um 

comportamento benigno (CERRI; LEITE; ROCHA, 2017). 

Outras características, por sua vez, estabelecem padrões 

indeterminados de apresentação. O tamanho de um nódulo, apesar de não ser 

determinante, indica uma probabilidade maior de malignidade para nódulos 

maiores. Na ausência de antecedente pessoal, por exemplo, nódulos com 

menos de 5 mm possuem probabilidade menor que 1% de malignidade; 2% a 

6% nódulos entre 5 e 8 mm; 18% entre 8 mm e 20 mm; e acima disso a 

probabilidade aumenta para em torno de 50% (CERRI; LEITE; ROCHA, 2017). 

Além disso, o aumento da probabilidade de neoplasia maligna também 

ocorre pela presença de nódulos localizados nos campos médios e superiores 

dos pulmões, exceto pacientes com fibrose pulmonar. Bem como pela 

apresentação de contornos lobulados, espiculados ou irregulares (Figura 2.6). 

Margens bem definidas e regulares possuem maior probabilidade de 

benignidade (CERRI; LEITE; ROCHA, 2017). 

 
Figura 2.6: Exemplos de contornos de nódulos pulmonares em TC. (a) Contorno regular, (b) 

lobulados e (c) espiculados. 

 
Fonte: (CERRI; LEITE; ROCHA, 2017). 
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3 PROCESSAMENTO DIGITAL DE IMAGENS 

O campo denominado processamento digital de imagens (PDI) é definido 

por Gonzalez e Woods (2010) como o “processamento de imagens digitais a 

partir de um computador digital”. O conceito de imagem, por sua vez, se refere 

a uma função f(x,y), a qual relaciona a posição (x e y) de elementos da imagem 

com suas respectivas intensidades (f). Quando esses elementos, suas 

coordenadas e sua intensidade são quantidades finitas e discretas, 

representam uma imagem digital.  

Dessa maneira, uma imagem digital 2-D de dimensão M x N possui M linhas 

e N colunas. A representação de um elemento, dado por I(m,n), está 

posicionado na m-ésima linha e n-ésima coluna, de forma que podem 

apresentar-se com os seguintes valores: m = 1, 2, …, M e n = 1, 2, …, N 

(Figura 3.1) (SOLOMON; BRECKON, 2011). 

 
Figura 3.1: Plano cartesiano 2-D de uma imagem digital M x N. 

 

Fonte: (SOLOMON; BRECKON, 2011). 

 

Os menores elementos que compõem uma imagem digital são os 

elementos pictóricos (pixels, do inglês picture element). O(s) valor(es) 

associado(s) a um pixel, define sua intensidade ou cor. Considerando imagens 

em tons de cinza, foco deste estudo, um único valor é definido e corresponde a 

sua intensidade, partindo do preto (menor valor) até o branco (maior valor) de 

acordo com o nível do sinal da imagem (Figura 3.2) (SOLOMON; BRECKON, 
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2011). O processamento e manipulação de imagens a partir desses valores 

será o eixo principal abordado nesta seção.  

 
Figura 3.2: Escala de cinza. 

 

Fonte: MATLAB, 2019 

 

3.1 CONCEITOS BÁSICOS 

Para um pixel 𝒑 central, de coordenadas 𝒙 e 𝒚, tem-se como vizinhança-

4 (𝑵𝟒(𝒑)) aqueles pixels que estiverem nas posições horizontais – (𝒙, 𝒚 − 𝟏) e 

(𝒙, 𝒚 + 𝟏) – e verticais – (𝒙 − 𝟏, 𝒚) e (𝒙 + 𝟏, 𝒚) – em relação a ele (Fig. 3.3(a)). 

A vizinhança-8 ((𝑵𝟖(𝒑)), por outro lado, combina os vizinhos diagonais (𝑵𝑫(𝒑)) 

– (𝒙 − 𝟏, 𝒚 − 𝟏), (𝒙 − 𝟏, 𝒚 + 𝟏), (𝒙 + 𝟏, 𝒚 − 𝟏) e (𝒙 + 𝟏, 𝒚 + 𝟏) –, expressos em 

vermelho na Figura 3.3(b), com 𝑵𝟒(𝒑), como demonstrado na Figura 3.3(c) 

(GONZALEZ; WOODS, 2010). 

 

Figura 3.3: Representação de vizinhança. (a) Vizinhança-4 𝑵𝟒(𝒑). Pixel central em azul e pixels 
vizinhos em amarelo, (b) Vizinhos diagonais (𝑵𝑫(𝒑)). Pixel central em azul e pixels vizinhos em 

vermelho, (c) Vizinhança-8 (𝑵𝟖(𝒑)). 

 
Fonte: produzido pela autora 

 

 Atrelado ao conceito de vizinhança temos também as definições de 

adjacência, caminho e conectividade, os quais passam a analisar e comparar a 

relação entre pixels. Tendo em vista um conjunto de valores de intensidade 𝑽 

de interesse, a adjacência entre os pixels 𝒑 e 𝒒 existe quando ambos 
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pertencem a 𝑽 e 𝒒 é encontrado na vizinhança estabelecida de 𝒑. Nesse 

sentido, para que 𝒑 e 𝒒 sejam adjacentes-4, 𝒒 deve estar no conjunto 𝑵𝟒(𝒑) e 

para serem adjacentes-8, 𝒒 deve estar no conjunto 𝑵𝟖(𝒑) (GONZALEZ; 

WOODS, 2010).  

Utilizando uma imagem binária de modo que 𝑽 = {𝟏}, por exemplo, é 

possível observar na Figura 3.4(a) a relação de adjacência-4 entre 𝑰(𝟏, 𝟐) e 

𝑰(𝟐, 𝟐); e na Figura 3.4(b) a adjacência-8 entre 𝑰(𝟐, 𝟐) e 𝑰(𝟑, 𝟑). A Figura 3.4(c), 

por outro lado, mostra quando não existe adjacência, tendo em vista que 𝑰(𝟐, 𝟑) 

não pertence a 𝑽. 

 
Figura 3.4: Representação de adjacência. (a) Adjacência-4 em amarelo, (b) Adjacência-8 em 

vermelho e (c) Pixels não adjacentes em cinza. 

 
Fonte: produzido pela autora 

 

 Uma vez estabelecida a adjacência, é possível traçar caminhos -4, -8 ou 

-m entre pixels. Na Figura 3.5(a) é possível observar o caminho-4 entre 𝑰(𝟑, 𝟑) 

e 𝑰(𝟏, 𝟑), o qual pode ser descrito por uma sequência de pixels distintos de 

coordenadas: 𝑰(𝟑, 𝟑), 𝑰(𝟑, 𝟐), 𝑰(𝟐, 𝟐), 𝑰(𝟏, 𝟐) e 𝑰(𝟏, 𝟑); em contrapartida, a 

Figura 3.5(b) apresenta o caminho-8 entre os mesmos pixels, inicial e final, da 

Figura 3.5(a); tendo em vista a ambiguidade causada pelo caminho-8 na Figura 

3.5(c), a adjacência mista (adjacência-m) e por conseguinte o caminho-m 

prioriza a vizinhança-4, mas permite vizinhos diagonais, como demonstrado na 

Figura  3.5(d).  

Consequentemente, é possível afirmar que dois pixels 𝒑 e 𝒒 são 

conexos quando existe um caminho possível entre eles, de maneira que cada 

pixel do caminho seja adjacente do seguinte (GONZALEZ; WOODS, 2010). 

Portanto, pode-se afirmar que 𝑰(𝟑, 𝟑) e 𝑰(𝟏, 𝟑), por exemplo, estão 4-

conectados ou possuem conectividade-4 na Figura 3.5(a) e conectividade-8 na 
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Figura 3.5(b). Por outro lado, nas Figuras 3.5(b) e 3.5(c) não é possível realizar 

um caminho-4 entre eles, e, portanto, não se pode afirmar que esses pixels 

possuem conectividade-4. 

 
Figura 3.5: Representação de caminho e conectividade. (a) Caminho-4 em amarelo, (b) Caminho-8 

em vermelho, (c) Ambiguidade causada por adjacência-8 e (d) Adjacência-m e caminho-m em 
verde 

 
Fonte: produzido pela autora 

 

3.2 APRIMORAMENTO DA IMAGEM  

 Com o objetivo de facilitar o processo de segmentação da imagem, 

abordado futuramente no tópico 3.3 deste trabalho, o estudo de técnicas de 

pré-processamento fez-se necessário para o aprimoramento das imagens. 

Serão, portanto, abordados métodos de transformação de intensidade e filtros 

espaciais como alargamento de contraste e filtros de suavização, 

respectivamente. 

O processamento digital de imagens pode ocorrer tanto no domínio 

espacial, no qual a manipulação é diretamente nos pixels da imagem, quanto 

no domínio da transformada, em que a manipulação se dá após a imagem 

passar para esse domínio e então sua inversa ser obtida (GONZALEZ; 

WOODS, 2010). Este trabalho foi fundamentado em técnicas no domínio 

espacial uma vez que são computacionalmente mais eficientes (GONZALEZ; 

WOODS, 2010) e os resultados adquiridos na literatura com a FFT para 



 34 

processamento de imagens de TC do tórax para a segmentação de nódulos 

pulmonares apresenta resultados inferiores às demais (AL-TARAWNEH, 2012), 

(CHAUDHARY; SINGH, 2012).  
 
3.2.1 Histograma e Alargamento por Contraste 

Uma das ferramentas mais utilizadas para analisar o contraste de uma 

imagem é o seu histograma. Nele, são apresentadas graficamente as 

intensidades presentes na imagem, pelas quantidades de pixels de cada 

intensidade. Nesse sentido, é estabelecida a relação ℎ(𝑟() = 	𝑛(, onde 𝑟( (eixo 

horizontal) é o k-ésimo valor de intensidade e 𝑛( (eixo vertical) é o número de 

pixels de intensidade 𝑟( (GONZALEZ; WOODS, 2010).   

Por meio da análise e manipulação do histograma é possível identificar e 

transformar as intensidades da imagem e consequentemente o seu nível de 

contraste, explanado mais a frente. Como é possível observar na Figura 3.6, 

em imagens escuras os componentes do histograma se concentram no lado 

esquerdo, próximo ao valor mínimo (preto) e em imagens claras no lado direito, 

próximo ao valor máximo (branco). 

 
Figura 3.6: Exemplo de imagem escura e clara e seus respectivos histogramas. 

 
Fonte: (GONZALEZ; WOODS, 2010) 

 

Em decorrência das imagens utilizadas no trabalho serem obtidas a 

partir de exames de TC e estarem em formato DICOM, são compostas por uma 

grande quantidade de intensidades de cinza e de baixo contraste. Contraste é 
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definido por Gonzalez e Woods (2010, p. 37) como "a diferença entre os níveis 

superior e inferior de intensidades presentes em uma imagem" e, por 

conseguinte, imagens de baixo contraste possuem uma diferença pequena 

entre a intensidade máxima e mínima. Seu histograma é estreito e localizado 

centralmente na escala, o que reflete em uma imagem cinza, desbotada e sem 

brilho como é possível observar na Figura 3.7. 

 
Figura 3.7: Exemplo de imagem de baixo e alto contraste e seus respectivos histogramas. 

 
Fonte: (GONZALEZ; WOODS, 2010) 

 
 O alargamento por contraste (ou normalização) permite expandir a faixa 

de intensidades abarcadas ao longo da escala apresentada no histograma. 

Para tanto, são determinados os limites mínimo e máximo de intensidade que 

se deseja para a imagem de saída (𝑎 e 𝑏) e os limites de interesse da imagem 

de entrada (𝑐 e 𝑑). A imagem de saída é obtida a partir da equação (3.1) 

descrita abaixo (SOLOMON; BRECKON, 2011): 

 

											𝐼)*+,*+(𝑖, 𝑗) = F𝐼-.,*+(𝑖, 𝑗) − 𝑐G H
𝑎 − 𝑏
𝑐 − 𝑑I + 𝑎 ( 3.1 ) 

 
 

Essa técnica pode ser utilizada de diversas formas, tendo em vista as 

possibilidades vinculadas a determinação dos valores de 𝑐 e 𝑑. Solomon e 

Breckon (2011) descrevem duas: 
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1. Determinar 𝑐 e 𝑑 como o 5º e o 95º pontos percentuais da distribuição 

acumulada determinada pelo histograma.  

2. A partir do valor de intensidade que ocorre com mais frequência (pico no 

histograma), determina-se uma faixa que se deseja cortar. 

É possível observar os resultados da utilização dessa técnica na Figura 

3.8 abaixo. 
 
Figura 3.8: Alargamento por contraste aplicado a uma imagem e como seu histograma é alterado. 

 
 

Fonte: adaptado de SOLOMON e BRECKON (2011) 
 

 
3.2.2  Suavização 

 
 Filtro é definido por Gonzalez e Woods (2010) a partir do processamento 

no domínio da frequência, uma vez que o termo "filtragem" estabelece uma 

relação de aceitar ou rejeitar certos componentes de frequência. No domínio 

espacial, os filtros, também chamados de máscaras, percorrem a imagem 

diretamente. Ele é caracterizado por uma vizinhança (dimensão do filtro) e por 

uma operação pré-definida. Um novo pixel com as mesmas coordenadas do 

pixel central da vizinhança é criado a partir do resultado obtido pela operação. 
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A imagem processada é então gerada quando o pixel central da vizinhança 

passa por todos os pixels da imagem de entrada (GONZALEZ; WOODS, 2010). 

 Os filtros de suavização possibilitam a redução de ruído e o borramento 

de pequenos detalhes, eliminando ou reduzindo descontinuidades e elementos 

indesejados. Tendo em vista a presença de algumas estruturas como vasos 

sanguíneos e brônquios, que podem vir a assemelhar-se ou atrapalhar a 

segmentação dos nódulos pulmonares, técnicas de suavização para o ruído sal 

e pimenta foram analisadas, como o filtro mediana (Figura 3.9). 
 

Figura 3.9: Exemplo do funcionamento do filtro de mediana. 

 
Fonte: produzido pela autora. 

 

 O filtro de mediana é classificado como um filtro de ordem (não linear), e 

seu funcionamento é dado pela alteração do valor do pixel central de acordo 

com o cálculo da mediana dos pixels de uma dada vizinhança, dada pelo 

tamanho do filtro. Nesse sentido um filtro de vizinhança 3x3, por exemplo, 

passando pela área descrita na Figura 3.9(a) apresenta valor de mediana 245. 

Portanto, o pixel central de valor 12, passa a ter o valor da mediana, 

como mostrado na Figura 3.9(b). O filtro segue para o próximo pixel como 

apresentado na Figura 3.9(c) e repete o procedimento descrito anteriormente, 

tendo como resultado da Figura 3.9(d). 
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3.3  SEGMENTAÇÃO 

 A segmentação é definida por Gonzalez e Woods (2010) como um 

processo que subdivide uma imagem, de região espacial 𝑅, em sub-regiões. 

De modo que (a) cada pixel deve pertencer a uma sub-região; (b) todos os 

pixels de uma mesma sub-região devem estar conectados; (c) as sub-regiões 

devem ser distintas, de modo que não existam pixels em comum entre elas; (d) 

pixels de uma mesma sub-região devem conter as mesmas propriedades 

predefinidas; (e) essas propriedades devem possuir resultados diferentes para 

sub-regiões adjacentes. 

 
3.3.1 Limiarização 

 Dada a dificuldade de segmentar imagens não triviais, uma vez que essa 

tarefa determina o sucesso ou fracasso final dos procedimentos de análise, 

esse processo pode ser realizado de diversas formas. Uma das técnicas mais 

utilizadas é a segmentação de uma imagem por limiarização. Ela estabelece o 

particionamento da imagem em regiões a partir dos seus valores de 

intensidade, proporcionando uma simples implementação de alta velocidade 

computacional (GONZALEZ; WOODS, 2010), características cruciais para a 

implementação do presente projeto, uma vez que a quantidade de imagens por 

exame é elevada. 
 Na limiarização simples ou binarização é estabelecido um limiar, a partir 

dele, a imagem é então dividida em regiões binárias. Convencionalmente, o 

pixel da imagem de saída assume valor 1 (branco) quando seu valor de 

entrada for acima do limiar, e 0 quando abaixo, como demonstrado pela Figura 

3.10. Em outras palavras, uma imagem 𝑓(𝑥, 𝑦), a ser segmentada por um limiar 

𝑇, gera uma imagem dada por 𝑔(𝑥, 𝑦): 

 

 𝑔(𝑥, 𝑦) = P1, 𝑠𝑒	𝑓(𝑥, 𝑦) > 𝑇
0, 𝑠𝑒	𝑓(𝑥, 𝑦) ≤ 𝑇 ( 3.2 ) 
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Figura 3.10: Processo de aprimoramento e segmentação de imagem. (a) Imagem de baixo contraste, 
(b) Resultado do alargamento de contraste, (c) Resultado da limiarização. 

 
Fonte: adaptado de GONZALEZ e WOODS (2010) 

 
 
3.3.2 Crescimento de Região 

A segmentação por crescimento de região agrega pixels ou sub-regiões 

em regiões maiores. Para tal abordagem é necessário definir um ou mais 

pontos “semente”, critérios de similaridade e a condição de parada. O processo 

se inicia a partir dos pontos definidos e outras regiões são agregadas caso 

venham a condizer com os critérios de similaridade. A condição de parada, por 

sua vez, delimita quais regiões satisfazem esses critérios (GONZALEZ; 

WOODS, 2010).  

Esses parâmetros são definidos de acordo com a natureza do problema, 

sendo o maior desafio a determinação dos pontos semente de maneira 

automática. Por outro lado, condições de parada de aspecto local como 

intensidade, textura e cor são de natureza local. Condições que levam em 

consideração o “histórico” da região crescida aumentam o poder de um 

algoritmo (GONZALEZ; WOODS, 2010).  

Dessa maneira, foi o utilizado no presente trabalho o critério de 

similaridade de comparação entre a intensidade do pixel que se deseja agregar 

à intensidade média da região crescida, de forma que esse valor muda de 

acordo com o processo de crescimento.  

 

3.4  EXTRAÇÃO DE CARACTERÍSTICAS 

 Após a imagem passar pelo processo de segmentação ela deve ser 

representada de tal maneira que seja possível extrair informações a respeito 

das regiões geradas (GONZALEZ; WOODS, 2010). Foi relevante para a 
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extração das características, rotular cada região encontrada e separá-las em 

diferentes imagens para facilitar esse processo.  
Os descritores correspondem a essas características que se deseja 

extrair. Descritores de fronteira, como comprimento e diâmetro, e descritores 

regionais, como área, perímetro, compacidade, intensidade máxima e mínima, 

estão intimamente ligados e possibilitam adquirir informações úteis a respeito 

da imagem (GONZALEZ; WOODS, 2010). Tendo as características 

radiológicas descritas na Seção 2.2. como referência, alguns desses 

descritores regionais foram foco para o desenvolvimento do trabalho e 

aprimoramento do processo de segmentação, como será visto na Seção 4.3.4.  
O diâmetro de uma dada região é estabelecido a partir da distância do 

segmento de linha que conecta pontos extremos da fronteira, determinado 

como eixo maior da fronteira. A equação (3.3) abaixo expressa isso de maneira 

que 𝐷	é uma medida de distância e 𝑝- e 𝑝/ são pontos da borda de uma região 

𝐵 (GONZALEZ; WOODS, 2010). 

 

 𝐷𝑖â𝑚(𝐵) = max
-,/
_𝐷F𝑝- , 𝑝/G` ( 3.3 ) 

   
 A área de uma região, por sua vez, pode ser definida como a quantidade 

de pixels presentes nela e o perímetro como o tamanho (comprimento) de sua 

fronteira. Apesar da relevância dessas características, o cálculo da razão de 

circularidade, dado pela equação (3.4) abaixo, é onde esses descritores foram 

melhor utilizados. Para este trabalho, essa relação possibilitou analisar a 

proximidade da região analisada com um círculo, que possui 𝑅1 	= 	1. Além 

disso, por ser adimensional, não foi necessária a realização de conversões.  
 

 𝑅1 	= 	
4𝜋𝐴
𝑃2  ( 3.4 ) 
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4 METODOLOGIA  

Com o intuito de elaborar o referido trabalho, foram selecionados exames 

de Tomografia Computadorizada (TC) do tórax do banco de imagens Lung 

Imaging Data Consortium and Image Database Resource Initiative (TCIA, 

2019). Para implementação algorítmica foi seguido o método apresentado pela 

Figura 4.1, utilizando-se a ferramenta de desenvolvimento MATLAB.  

 

4.1 BANCO DE IMAGENS 

O banco de imagens LIDC-IDR (2019) fornece exames de TC do tórax 

com nódulos pulmonares de até 30 mm. Trata-se de um banco acessível 

internacionalmente, desenvolvido com o objetivo de auxiliar no 

desenvolvimento, treinamento e avaliação de CADs voltados para a detecção e 

diagnóstico de câncer de pulmão. Criado nos Estados Unidos a partir de uma 

iniciativa do Instituto Nacional de Câncer (NCI, do inglês National Cancer 

Institute), é atualmente uma parceria público-privada com a Fundação para os 

Institutos de Saúde (FNIH, do inglês Foundation for the National Institutes of 

Health) e com a Administração de Alimentos e Medicamentos (FDA, do inglês 

Food and Drug Administration) (TCIA, 2019).  

Mediante a colaboração de 7 centros acadêmicos e 8 companhias de 

imagens médicas, o LIDC-IDR totaliza 1018 casos, contendo assim 124 GB de 

dados, com 244.527 imagens, de dimensão 512 x 512. Para a realização do 

download dos casos desejados é necessária a utilização da plataforma NBIA 

Data Retriever. Uma vez adquirida uma série, é possível observar a presença 

de um arquivo de formato XML em meio às imagens em formato DICOM, o 

qual contém o laudo de 4 radiologistas torácicos (TCIA, 2019). 

Cada radiologista passou por duas fases de anotações, uma às cegas 

e outra tendo acesso aos resultados adotados pelos demais. Os nódulos 

encontrados foram classificados em: não-nódulos, quando caracterizavam 

outras lesões pulmonares; nódulos de 3 a 30 mm; e nódulos com menos de 3 

mm.  
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Figura 4.1: Fluxograma do método proposto. 

 
Fonte: produzido pela autora. 
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No arquivo XML, a sessão de cada radiologista começa com a tag 

<readingSession> e seu identificador é dado por <servicingRadiologistID>. A 

partir de então, os nódulos são identificados por <noduleID> e em seguida são 

apresentadas suas coordenadas (Figura 4.2(a)). Cada posição z, 

<imageZposition>, apresenta as coordenadas 𝑥 e 𝑦, descrevendo, assim, a 

fronteira do nódulo (Figuara 4.2(b)). Contudo, os nódulos com menos de 3 mm 

e os não-nódulos são definidos por apenas uma posição z e seu centroide, 

dado por 𝑥 e 𝑦, e este último apresentar a tag <nonNodule> (Figura 4.2(c)). Os 

nódulos de 3 a 30 mm, por sua vez, além das coordenadas, apresentam um 

conjunto de características.  
 
Figura 4.2: Aspectos principais do arquivo XML. (a) Identificadores iniciais de sessão, radiologista 

e nódulo, (b) Coordenadas de fronteira do nódulo, (c) Identificação de lesões que não são 
consideradas nódulos e (d) Características analisadas em nódulos de 3 a 30 mm. 

 
Fonte: produzido pela autora. 

 

As características descritas em nódulos de 3 a 30 mm são nove: 

sutileza, estrutura interna, calcificação, esfericidade, margem, padrão lobular, 

padrão espicular, textura e malignidade (Figura 4.2d). São atribuídos então 

valores de acordo com as condições descritas no Quadro 4.1, uma adaptação 

do estudo realizado por FEDOROV et al. (2018). Uma vez que o LIDC 

originalmente não disponibiliza os padrões das faixas de classificação 

utilizados, FEDOROV et al. (2018) realiza uma revisão dos códigos previstos 

em NCI Thesaurus, RadLex™, Systematized Nomenclature of Medicine 

(SNOMED ®) e Imaging Biomarker Standardization Initiative (IBSI). 
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Esse arquivo, apesar de difícil entendimento a princípio, facilitou a 

compreensão sobre os nódulos que se desejava segmentar. Além disso, 

propiciou uma comparação dos resultados obtidos neste trabalho com a 

laudagem manual feita pelos radiologistas, como será visto na Seção 5. 

 
Quadro 4.1: Discriminação dos valores atribuídos às características analisadas no arquivo XML. 

 
Fonte: produzido pela autora. 

ID Característica Valor Conceito LIDC-IDRI

1 Extremamente sutil

2 Moderadamente sutil

3 Razoavelmente sutil

4 Moderadamente Óbvio

5 Óbvio

1 Tecido mole

2 Fluido

3 Tecido adiposo

4 Ar

1 Aparência de pipoca

2 Aparência laminada

3 Aparência sólida

4 Aparência não centralizada

5 Calcificação central

6 Ausência de calcificação

1 Aparência linear

2

3 Aparência ovóide

4

5 Aparência redonda

1 Mal definida

|

5 Bem definida

1 Sem padrão lobular

|

5 Com padrão lobular

1 Sem padrão espicular

|

5 Com padrão espicular

1 Não sólido/ vidro

2

3 Semissólido

4

5 Sólido

1 Altamente improvável

2 Moderadamente improvável

3 Indeterminação de possibilidade

4 Moderadamente suspeito

5 Altamente suspeito

1 Sutileza

2 Estrutura Interna

3 Calcificação

4 Esfericidade

5 Margem

6 Padrão Lobular

7 Padrão Espicular

8 Textura

9 Malignidade
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4.2 FERRAMENTA DE DESENVOLVIMENTO 

Como dito anteriormente, a ferramenta de desenvolvimento utilizada no 

trabalho foi o MATLAB®. Desenvolvido pelo MathWorks, é definido como um 

ambiente computacional (MATHWORKS, 2019) que possui uma linguagem de 

alto nível própria de programação (SOLOMON, 2011). Trata-se de uma 

ferramenta mundialmente utilizada (SOLOMON, 2011) capaz de possibilitar aos 

cientistas e engenheiros calcular, visualizar e realizar simulações (QIDWAI e 

CHEN, 2009). 

O principal atrativo dessa ferramenta encontra-se no conjunto de 

funções, denominadas toolboxes, que foram e são desenvolvidas por 

especialistas de uma determinada área (QIDWAI e CHEN, 2009). Essas 

funções especializadas propiciam o acesso do usuário a um conjunto 

abrangente de algoritmos de referência e aplicativos em diversas áreas 

(MATHWORKS, 2019). 

No contexto de Processamento Digital de Imagens, sendo uma imagem 

digital essencialmente uma matriz, o MATLAB se torna particularmente útil, 

sendo conhecido por apresentar ótimas condições de desenvolvimento com 

estas (QIDWAI e CHEN, 2009). Além disso, sua toolbox de Processamento de 

Imagem (do inglês Image Processing Toolbox) possibilita a análise, 

visualização e desenvolvimento algorítmico, contribuindo significativamente 

para aspectos como segmentação, aprimoramento, redução de ruído e 

transformações geométricas de imagens digitais (MATHWORKS, 2019). 

Entretanto, caso haja a presença de muitos loops, a ferramenta não 

possui um processamento de velocidade muito alta. Nesse sentido, apesar do 

MATLAB ser mundialmente utilizado por cientistas, possibilitando a 

comparação de algoritmos e resultados em uma mesma linguagem, seu papel 

é majoritariamente vinculado a projetos de teste.  Uma vez que o algoritmo é 

finalizado, este deve ser traduzido para uma linguagem que permita seu 

compilamento em um arquivo de execução em tempo real ou o mais próximo 

disso (QIDWAI; CHEN, 2009). 

Nesse cenário, o desenvolvimento do presente trabalho se deu nesse 

ambiente computacional, tendo em vista a facilidade provida por sua linguagem 

de alto nível, suas toolboxes, com ênfase para a de Processamento de 
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Imagem, amplamente utilizada no trabalho, e sua popularidade no meio 

acadêmico, provendo uma grande quantidade de informações relevantes na 

literatura. Contudo, é importante ressaltar que essa ferramenta poderá ser 

substituída por outros ambientes que forneçam maior velocidade de 

processamento. 

 

4.3 ESTRATÉGIA ALGORÍTMICA 

Para a obtenção da estratégia algorítmica final, foram testadas 

algumas das técnicas propostas pela literatura em diferentes etapas do 

processo, de maneira que ajustes foram feitos para obtenção da melhor 

estratégia possível dentro do objetivo estabelecido. A Figura 4.1 apresenta as 

etapas de divisão do processamento, corroborando para o particionamento 

desta seção. 

 

4.3.1 Seleção e Carregamento do Exame 

Em virtude do extenso diagnóstico diferencial relacionado aos nódulos 

pulmonares, descritos na Seção 2, fez-se necessário restringir o tipo de nódulo 

analisado pelo sistema proposto. O algoritmo proposto abrange apenas 

nódulos sólidos ou semissólidos que apresentem suas regiões com diâmetro 

acima de 8 mm em pelo menos dois slices consecutivos desconexos de outras 

estruturas.  

Isso foi determinado tendo em vista que nódulos conectados a pleura 

necessitariam de uma serie de técnicas de PDI específicas para realizar sua 

segmentação como demonstrado por Badura e Pietka (2014). Além disso, a 

probabilidade de malignidade em nódulos abaixo de 8 mm é extremamente 

baixa como apresentado na Seção 2.2.2 e como os exames escolhidos 

possuem espessura de 2,5 mm entre dois slices consecutivos, é esperado que 

as secções de maior diâmetro estejam presentes em mais de uma faixa. Por 

fim, uma vez que o método estabelece limiares pré-definidos, nódulos não 

sólidos ou em “vidro fosco” não são contemplados pelos parâmetros utilizados. 

Essa seleção foi realizada após visualização do exame, utilizando o 

programa Horos v3.3.5 (2018), juntamente com análise dos laudos radiológicos 

fornecidos pelo arquivo XML. A comparação visual manual com as 
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coordenadas fornecidas pela laudagem possibilitou a identificação dos nódulos 

e um melhor entendimento a respeito deles (Figura 4.3). 

É importante ressaltar que a matriz gerada por esse carregamento 

apresenta 4 dimensões (4-D): 512 x 512 x 1 x i, onde as duas primeiras 

correspondem ao tamanho da imagem; a terceira ao seu canal, escala de 

cinza, apresentando um único valor de intensidade por pixel; e o i condiz com a 

quantidade de slices presentes no exame, que pode variar. Essa apresentação 

se dá pelo fato de um exame de TC do tórax apresentar uma elevada 

quantidade de imagens, como descrito na Seção 2.2.2., sendo cada uma delas 

um slice. 

 
Figura 4.3: Comparação das coordenadas entre (a) a visualização do exame e (b) arquivo XML. 

 
Fonte: produzido pela autora. 

 
Figura 4.4: Organização dos arquivos DICOM. (a) Informações disponíveis no metadata, (b) 

Carregamento fora de ordem com ajuste de contraste padrão e (c) Carregamento ordenado com 
base no SliceLocation. (Exame LIDC-IDRI-0044) 

 
 

Fonte: produzido pela autora. 
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Um aspecto singular do modelo proposto é o fato deste se iniciar com a 

utilização de imagens inalteradas em DICOM. O MATLAB apresenta, a partir 

da toolbox de Processamento de Imagem, funções específicas para a leitura 

desse formato, que possibilitam acesso ao seu metadata, onde são obtidas 

informações do Dicionário de Dados (Seção 2.2.1). É a partir da extração do 

SliceLocation (0020,1041) que a ordenação correta do exame é feita, uma vez 

que o carregamento inicialmente é executado fora de ordem: o arquivo 

‘000001.dcm’ não corresponde necessariamente ao primeiro slice, por exemplo 

(Figura 4.4). 
 

4.3.2 Pré-processamento 

Após o carregamento do exame, técnicas de pré-processamento foram 

utilizadas com o objetivo de melhorar o contraste e eliminar estruturas 

indesejadas. Para tanto, métodos de alargamento por contraste e suavização 

aprimoraram a imagem com base no objetivo geral do trabalho. É importante 

enfatizar que essas técnicas e as seguintes foram executadas em todas as 

imagens (slices) do exame.  

 

4.3.2.1 Alargamento por Contraste 

Tendo como ponto de partida imagens que se assemelham ao caso 

apresentado pela Figura 4.5, é possível observar que as imagens originais (16 

bit), cujo intervalo de intensidade é de -32.768 a 32.767, apresentam baixo 

contraste com histograma centralizado, descrito na Seção 3.2.1. Por 

conseguinte, a faixa de distribuição de intensidades prevista em seu 

histograma deve ser alargada, objetivando um espaçamento mais uniforme 

para o aprimoramento da imagem.  

No sistema Horos v3.3.5 (2018), o alargamento previsto para pulmão em 

TC é estabelecido pelo intervalo de -200 a 1200 HU. Isso significa que 

intensidades com valores acima de 1200 serão brancas e abaixo de -200, 

pretas (Figura 4.6(a)).  Concomitantemente, o intervalo previsto por Knipe e 

Murphy (2019) é de -150 a 1350 HU (Figura 4.6(b)). Entretanto, a proposta do 

presente trabalho estabelece um limite mínimo de 51% e máximo de 53%, 

resultados obtidos empiricamente, com o intuito de reduzir a quantidade de 



 49 

estruturas indesejadas e facilitar os próximos processos como a segmentação 

(Figura 4.7). Por fim, a imagem é convertida de modo que seu menor valor é 

assumido como 0 e seu maior como 1, permitindo a execução dos próximos 

passos. 

 
Figura 4.5: (a) Imagem original e (b) Histograma da imagem original (Exame LIDC-IDRI-0044, 

slice 74). 

 
 

Fonte: produzido pela autora. 

 

Figura 4.6: Intervalo de contraste para TC para análise em pulmão. (a) Sistema Horos v3.3.5 (2018) 
e (b) Knipe e Murphy (2019). 

 
 

Fonte: produzido pela autora. 
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Figura 4.7: Imagem após limites de 51% e 53% serem estabelecidos à esquerda e seu histograma à 
direita. 

 
Fonte: produzido pela autora. 

 
4.3.2.2 Suavização 

A aplicação de filtros também contribui para a remoção de ruído e 

estruturas indesejadas. Utilizou-se neste trabalho o filtro de mediana, citado por 

Makaju (2017) na fase de pré-processamento para segmentação de nódulos 

pulmonares e indicada por Gonzalez e Woods (2010) para eliminar ruído sal e 

pimenta. Esse, apesar de não apresentar visualmente mudanças significativas 

(Figura 4.8), quando retirado do processo, ocasiona perdas na segmentação. 

Não obstante à existência de filtros de suavização como o de Wiener, 

referenciado por Anitha e Sridhar (2010), o filtro de mediana possui 

implementação mais simples e cumpre seu propósito. 
 

Figura 4.8: Imagem resultante da Figura 4.6(a) após aplicação do filtro de mediana. 

 
 

Fonte: produzido pela autora. 

 

4.3.3 Segmentação 

Para o presente trabalho, a segmentação se desenvolve ao longo de 

diversas etapas que se interligam. A primeira segmentação é feita pelo método 

de limiarização simples com limiar de 0,2 (Figura 4.9), o qual, em conjunto com 



 51 

o processo descrito na Seção 4.3.4, objetiva a segmentação e identificação do 

slice referencial do nódulo, conceito apresentado na próxima seção.  

Contudo, a segmentação por meio do processo de crescimento de 

região também será executada mais à frente (Seção 4.3.5), com o ponto de 

semente automaticamente gerado, possibilitando a identificação e 

segmentação dos demais slices aos quais o nódulo pertence. 

 
Figura 4.9: Imagem resultante da Figura 4.8 após limiarização com fator de 0.2. 

 
 

Fonte: produzido pela autora. 

 

4.3.4 Processamento Restritivo de Nódulo Pulmonar – Slice de Referência 

(PRNP-SR) 

A partir das características radiológicas descritas na Seção 2.2.2, foi 

desenvolvida uma nova metodologia visando a segmentação nodular de 

maneira mais específica. Por meio de 5 restrições de características que os 

nódulos devem obedecer, foi possível obter os slices de referência de cada 

nódulo, sua segmentação e características.  

Com o objetivo de preparar as imagens para a primeira restrição e 

procedimentos seguintes, os pixels são rotulados de acordo com sua 

conectividade-8 após a limiarização, procedimento também utilizado por Anitha 

e Sridhar (2010). Uma vez rotulados, são geradas as quantidades de pixel por 

rótulo. A Figura 4.10(a) descreve esse procedimento, de maneira que o slice 74 

do exame 0044 apresenta 21 regiões que foram segmentadas e rotuladas. 

Cada região contém uma quantidade de pixels, valor referente à sua área como 

mostrado na Figura 4.10(a). A região rotulada pelo valor 3, por exemplo, 

apresenta área de 115 pixels. Na Figura 4.9(b) é possível observar a que 

região se refere esse rótulo. 
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Figura 4.10: (a) Rótulos do slice 74 por sua quantidade de pixels e (b) Apontamento do rótulo 3 no 

slice. (Exame LIDC-IDRI-0044). 

 
 

Fonte: produzido pela autora. 
 

A denominada 1ª Restrição elimina todas as regiões segmentadas que 

possuam área maior que 1000 pixels e menor que 85. Essa restrição, ao 

contrário das seguintes, objetiva principalmente reduzir de forma mais 

grosseira o número de regiões de cada slice. Isso se fez necessário devido ao 

tempo de processamento que seria gasto com regiões claramente incoerentes 

com o objetivo do trabalho. 

O passo seguinte se refere ao particionamento das regiões de cada slice 

em uma imagem diferente. Isso possibilita o reconhecimento e extração das 

características individuais de maneira mais simples e intuitiva, possibilitando a 

identificação precisa da região com a qual se está trabalhando. Essa questão, 

é facilitada pela 1ª Restrição a medida que aquela diminui o número de 

imagens geradas. As regiões do slice 74, por exemplo, foram reduzidas de 21 

para apenas 3, como apresentado na Figura 4.11, onde apenas os pixels de 

rótulo 3, 8 e 13 permaneceram gerando 3 imagens diferentes. O rótulo 0 não 

gera uma imagem, tendo em vista que sempre corresponde ao fundo 

(background). 

Uma vez separadas as regiões em imagens diferentes, foi possível 

extrair o diâmetro de cada região/imagem e realizar a 2ª Restrição. Tendo em 

vista que o diâmetro, no contexto de PDI, refere-se ao maior eixo de um lado a 

outro da fronteira (Seção 3.4.), seu cálculo foi realizado a partir da comparação 
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entre as conexões verticais x horizontais x diagonais. O segmento que 

apresentou maior número de conexões foi considerado o diâmetro. É por esse 

motivo, também, que caso houvessem mais de uma imagem no mesmo slice, 

erros seriam gerados, visto que uma região influenciaria no cálculo da outra. 

 
Figura 4.11: Particionamento das regiões em imagens após 1ª Restrição. (a) Estruturação das 

informações de cada slice, (b) Região de rótulo (label) igual a 3, (c) Região de rótulo 8 e (d) Região 
de rótulo 13. (Exame LIDC-IDRI-0044). 

 
 

Fonte: produzido pela autora. 

 

Sob a perspectiva de analisar nódulos acima de 8 mm (2ª Restrição), foi 

essencial converter a medida encontrada de pixel para mm. Para tanto, foi 

utilizado o valor dado pelo PixelSpacing (0028,0030) disponível em seu 

metadata (Seção 2.2.1), como mostrado na Figura 4.4(a). De acordo com a 

documentação do protocolo DICOM, esse elemento é composto por dois 

valores, o primeiro corresponde à distância vertical (entre linhas) entre o centro 

de um pixel ao centro do pixel vizinho, e o segundo à mesma distância na 

horizontal (entre colunas), ilustrado na Figura 4.12. É importante ressaltar que 

para o somatório de pixels conectados diagonalmente, seu valor foi obtido de 

acordo com o cálculo da diagonal do retângulo.  
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Figura 4.12: Representação dos valores de PixelSpacing do protocolo DICOM. 

 
 

Fonte: produzido pela autora 
 

A 3ª Restrição, por sua vez, estabelece uma relação de proximidade do 

formato da região do slice referencial do nódulo a um círculo. A Razão de 

Circularidade possibilita essa análise sem a necessidade de conversão 

dimensional (Seção 3.4). Valores na faixa de 0,85 a 1,2, obtidos 

empiricamente, indicam permanência da região no processo. Na Figura 4.13, 

destacado de vermelho, são mostrados valores de diâmetro e razão de 

circularidade incoerentes com as restrições 2 e 3, e, portanto, a região 

referente a esses valores é eliminada do resto do processo. 

 
Figura 4.13: Apresentação das características (diâmetro (em mm), área (em pixel) e razão de 

circularidade) das regiões remanescentes. (a) Mostra caso do slice 74 e (b) Mostra em destaque 
(rótulo 13) valores incoerentes com as características de um nódulo. (Exame LIDC-IDRI-0044).

 

Fonte: produzido pela autora. 

A 3ª Restrição corroborou principalmente para a eliminação de regiões 

muito presentes como a apresentada na Figura 4.14 abaixo, as quais possuem 
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área e diâmetro coerentes, porém não possuem formato condizendo com a 

definição de nódulo (Seção 2.2.2). 
 

Figura 4.14: Região incoerente para o formato de nódulo. (a) Imagem e (b) Valor da razão de 
circularidade da imagem (Exame LIDC-IDRI-0064, slice 06, posição -45.50). 

 
 

Fonte: produzido pela autora. 

 

Em seguida, para a 4ª Restrição, foram atribuídos os valores de 

intensidade do slice, após o alargamento por contraste, à região segmentada 

(Figura 4.15), para que assim, fosse possível realizar a análise. Nesse caso, a 

mediana das intensidades presentes na região foi utilizada como limiar 

determinante. Tendo em vista a presença de intensidades mais elevadas em 

regiões que não caracterizam nódulos, a faixa de 0,25 a 0,37 foi utilizada para 

eliminação da região, caso se encontrasse fora deste intervalo. 

 
Figura 4.15: Regiões de rótulo (a) igual a 3 e (b) 13 e suas respectivas medianas de intensidade. 

 
Fonte: produzido pela autora. 

 

Por fim, analisou-se as conectividades no eixo z entre as imagens dos 

slices remanescentes. Dessa maneira, a 5ª e última Restrição considera nódulo 

um conjunto de duas ou mais imagens conectadas em Z (Figura 4.16) como 
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determinado pela seleção dos exames na Seção 4.3.1. Definiu-se então slice 

de referência (SR) como a faixa axial do exame de TC em que o nódulo 

analisado possui maior diâmetro (Figura 4.17). 
 

Figura 4.16: Esquema de conectividade no eixo z. 

 
Fonte: produzido pela autora. 

 
Figura 4.17: (a) Esquema de seleção dos nódulos encontrados e (b) Slice de referência de um dos 

deles. (Exame LIDC-IDRI-0044, Nódulo 01, SR 74) 

 
Fonte: produzido pela autora. 

 

4.3.5 Processamento Restritivo de Nódulo Pulmonar – Crescimento de Região 

(PRNP-CR) 

Uma vez selecionado o SR, a segmentação do nódulo nos demais slices 

será realizada com base nele como descrito pela Figura 4.18. Foi assumido 
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que, por ser uma estrutura tridimensional, o nódulo analisado pode estar 

presente tanto em slices acima quanto abaixo do SR. Por esse motivo, os 

procedimentos descritos a seguir e pelo diagrama se estendem para ambas as 

direções. 
 

Figura 4.18: Fluxograma do PRNP-CR proposto. 

 
 

Fonte: produzido pela autora. 

 

Em seguida, é gerada uma imagem apenas com a região de SS 

conectada às coordenadas (𝑥, 𝑦) e sua área é verificada. Caso a região possua 

menos de 1000 pixels, seu centroide é calculado e é estabelecido como ponto 

semente (Figura 4.19). O processo de crescimento por regiões é realizado a 
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partir desse ponto na imagem pós pré-processamento do slice considerado SS, 

e o limiar é de 0.1. 

 
Figura 4.19: Definição do ponto semente para regiões com área inferior à 1000 pixels. 

 
Fonte: produzido pela autora. 

 

Regiões de área muito elevada podem sugerir união de outras estruturas 

ao nódulo, como a pleura. E assim, o centroide da nova região que será 

utilizado como ponto semente, poderá estar deslocado para fora do nódulo. 

Dessa maneira, para áreas acima de 1000 pixels é gerada uma nova imagem 

de interseção entre as regiões do SR e do SS. A partir do centroide desta nova 

região é definido o ponto semente e o limiar de parada passa a ser 0.03 (Figura 

4.20). Contudo, se a interseção apresentar mais de uma região, o ponto 

semente será obtido pelo centroide da região de maior área. 

 
Figura 4.20: Definição do ponto semente para regiões com área superior à 1000 pixels. 

 
Fonte: produzido pela autora. 
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Por fim, o SS torna-se SR e a região gerada após o crescimento passa a 

ser sua região de referência. O processo descrito ocorre até que não haja mais 

conectividade entre o centroide de SR com alguma região de SS, 

estabelecendo o fim do nódulo. Para verificações abaixo do SR, seu valor é 

acrescido de 1 para obtenção de SS, e subtrai 1 para verificações acima. 

As segmentações foram então introduzidas ao exame tanto no contraste 

definido pelo presente trabalho, como pelo contraste dos parâmetros de auto 

ajuste, evidenciadas nas Figuras 4.21 e 4.22. Os resultados foram 

armazenados de maneira que é possível obter as informações tanto das 

segmentações como das características de cada nódulo de maneira simples e 

intuitiva. 

 
Figura 4.21: Segmentação completa de nódulo pulmonar. (a) Exame em contraste de limites 

definidos pela estratégia algorítmica e (b) Exame auto ajuste. (Exame LIDC-IDRI-0044, Nódulo 02) 

 
Fonte: produzido pela autora. 

 

Figura 4.22: (a) Zoom em região segmentada (b) em exame de contraste definido pela estratégia 
algorítmica e em (c) exame em auto ajuste. (LIDC-IDRI-0044 | Nódulo 01) 

 
Fonte: produzido pela autora. 
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5 RESULTADOS 

5.1 RESULTADOS GERAIS APÓS PRNP 

 

Para o presente trabalho foram analisados 8 exames disponíveis na 

base LDCI-IRDI, os quais totalizaram 11 nódulos e 1.079 imagens. A Tabela 

5.1 demonstra como cada restrição estabelecida pelo método PRNP-SR 

reduziu a quantidade de regiões por imagens analisadas. É possível perceber 

como 1ª Restrição, de forma mais expressiva, contribuiu para a eliminação de 

áreas mais brutas, incondizentes com os nódulos, diminuindo 

consideravelmente a quantidade de regiões. Por outro lado, as demais 

restrições refinaram a seleção dos slices de referência e identificação dos 

possíveis nódulos.  

 

Tabela 5.1: Quantidade de slices e regiões de cada exame. 

  Total 1a Restr. 2a e 3a Restr. 4a Restr. 5a Restr. 
Exame Slices Regiões Slices Regiões Slices Regiões Slices Regiões Nódulos 

LDCI-0260 144 4474 74 135 20 27 8 8 2 
LDCI-0186 137 5816 137 298 31 45 7 7 1 
LDCI-0064 133 9386 76 145 18 24 8 8 2 
LDCI-0054 133 14645 125 285 18 19 5 5 1 
LDCI-0050 139 5348 100 149 18 21 5 5 1 
LDCI-0044 147 3043 53 106 27 36 8 8 2 
LDCI-0043 113 7532 61 152 17 21 6 6 1 
LDCI-0024 133 10239 91 242 10 14 3 3 1 

                    
Total 1079 60483 717 1512 159 207 50 50 11 

Média 134,88 7560,38 89,63 189,00 19,88 25,88 6,25 6,25 1,38 
Regiões/ Slices 56,05 2,11 1,30 1 - 

Fonte: produzido pela autora. 

 
A estratégia algorítmica foi dividida em oito sessões descritas no Quadro 

5.1. Foram executadas 3 performances para o cálculo do tempo de 

processamento vinculado a cada uma das sessões para cada um dos exames. 

Apesar do tempo da Seção A, responsável pelo carregamento do exame, ser 

diretamente proporcional à quantidade de slices, isso não procedeu para o 

tempo total de processamento (Figura 5.1).  

O tempo médio total foi de 155,41 ± 41,98 s, no qual as Seções A e D 

combinadas representaram mais de 70% desse tempo. Esses dados 
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corroboram juntamente com a Figura 5.1 para a importância dada à 1ª 

Restrição, tendo em vista que o tempo de D poderia ser proporcionalmente 

75% maior. 
 

Quadro 5.1: Descrição das seções do algoritmo proposto. 

Seção Descrição 
A Carrega exame e coloca-o em ordem 
B Aprimoramento das imagens, limiarização e 1a restrição 
C Separa as regiões em imagens 

D 
Cálcula do diâmetro de cada região 
Binariza as imagens e extrai características 
2ª e 3ª Restrições 

E 
Insere intensidade original na região segmentada  
Extrai mediana das intensidades 
4ª Restrição 

F 
Checa conectividade 
5ª Restrição 

G Slice de referencia 

H 
Crescimento por Região 
Extrai características dos nódulos encontrados 

Fonte: produzido pela autora. 

 
Figura 5.1: Tempo de processamento por seção para cada exame por quantidade de slices. 

 
Fonte: produzido pela autora. 

 

Ao final da execução do PRNP-CR foram obtidos os valores de maior 

diâmetro e área de cada nódulo, bem como os valores referentes à razão de 

circularidade e à mediana das intensidades presentes no SR após o PRNP-SR. 
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A partir desses resultados, discriminados na Tabela 5.2, foi possível gerar o 

Figura 5.2 e demonstrar de maneira prática a relação proporcional entre 

diâmetro e área, uma vez que os valores de circularidade se aproximam aos de 

um círculo. 
 

Tabela 5.2: Descritores extraídos dos SR de cada exame. 

Exame NódID diâm. 
(mm) 

área 
(pixel) Circularidade Intensidade  

(mediana) 

LDCI-0260 
1 15,2734 270 0,8771 0,3244 
2 13,2812 268 0,9983 0,3259 

LDCI-0186 3 10,9570 193 0,9240 0,3137 

LDCI-0064 
4 20,7520 247 0,8789 0,2771 
5 31,2500 911 1,0367 0,2992 

LDCI-0054 6 14,8438 222 1,0105 0,3320 
LDCI-0050 7 32,9590 616 0,8806 0,3419 

LDCI-0044 
8 8,9493 115 1,1422 0,3358 
9 25,3125 755 0,8621 0,3312 

LDCI-0043 10 13,6450 207 0,8968 0,2931 
LDCI-0024 11 12,2070 149 1,1472 0,2778 

      
Média 18,1300 359,3636 0,9686 0,3138 

Fonte: produzido pela autora. 

 
Figura 5.2: Maior diâmetro e área de cada nódulo. 

 
Fonte: produzido pela autora. 

 

270 268
193

247

911

222

616

115

755

207
149

15,27
13,28 10,96

20,75

31,25

14,84

32,96

8,95

25,31

13,64

12,21

0,00

5,00

10,00

15,00

20,00

25,00

30,00

35,00

0

100

200

300

400

500

600

700

800

900

1000

1 2 3 4 5 6 7 8 9 10 11

área (pixel) diâm. (mm)



 63 

5.2 COMPARATIVO COM OS LAUDOS FORNECIDOS  

 

Por meio da análise radiológica fornecida pelo arquivo XML, foi possível 

estabelecer parâmetros de comparação para o algoritmo proposto. Foram 

extraídas as fronteiras dadas por cada radiologista para cada um dos nódulos 

analisados, permitindo gerar imagens referentes as suas segmentações 

manuais e comparar algumas das características obtidas, como o diâmetro 

(Figura 5.3). Além disso, foram adquiridos resultados referentes às 

características radiológicas descritas na Seção 4.1. 
 
Figura 5.3: Contorno da segmentação manual dos quatro radiologistas em vermelho, azul, verde e 

preto. Segmentação proposta em amarelo. 

 
Fonte: produzido pela autora. 

 
 Uma vez que a divisão do arquivo disponível é feita através de quatro 

seções, uma para cada radiologista, e não por nódulo, foi necessário 

desenvolver uma solução algorítmica que realizasse a leitura do arquivo e 

refizesse essa divisão (Figura 5.4). Tendo em vista que uma estrutura 

encontrada no exame pode ser identificada como nódulo por 1, 2, 3 ou 4 

radiologistas, deu-se prioridade àquelas identificados por todos para as 

comparações que se seguiram. 
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Figura 5.4: Divisão por análise de cada radiologista versus divisão por nódulo. 

Fonte: produzido pela autora. 
 

A Figura 5.5 reflete as características radiológicas definidas pela 

laudagem de cada nódulo identificado e segmentado pelo algoritmo, utilizando 

o Quadro 4.1 como referência para suas respectivas escalas. Essas 

características configuram assim, as condições de escolha dos nódulos a que o 

algoritmo proposto abrange. A textura, por exemplo, condiz com nódulos 

sólidos e a esfericidade apresenta valores de aparência arredondada, 

corroborando para a faixa da razão de circularidade escolhida.  

 

Figura 5.5: Média de cada características radiológicas presente no laudo de cada nódulo. 

 
Fonte: produzido pela autora. 
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 Para obtenção do diâmetro, por sua vez, para cada um dos slices que o 

nódulo analisado estava presente pela segmentação manual foi calculado o 

seu maior eixo, de forma que, para cada um dos radiologistas foi selecionado o 

slice de maior diâmetro para comparação. Para cada nódulo, o resultado da 

média dos 4 diâmetros (um de cada radiologista) foi utilizado como comparativo 

para o valor de maior diâmetro encontrado após o PRNP-CR. Para tanto, foram 

calculados os erros absoluto, relativo percentual e quadrático de cada nódulo e 

seus valores médios como apresentado na Tabela 5.3. O cálculo desses erros 

é dado por: 

 

 𝐸𝑟𝑟𝑜	𝑎𝑏𝑠𝑜𝑙𝑢𝑡𝑜 = |𝑥 − �̅�| ( 5.1 ) 

 
𝐸𝑟𝑟𝑜	𝑟𝑒𝑙𝑎𝑡𝑖𝑣𝑜 =

|𝑥 − �̅�|
|𝑥|  ( 5.2 ) 

 
𝐸𝑟𝑟𝑜	𝑞𝑢𝑎𝑑𝑟á𝑡𝑖𝑐𝑜 = p

|𝑥 − �̅�|
|𝑥| q

2

 ( 5.3 ) 

 
Tabela 5.3: Comparação entre diâmetros máximos obtidos com os diâmetros máximos médios dos 

laudos. 

Exame NodID PRNP 
(mm) XML (mm) Erro absoluto 

(mm) Erro relativo Erro 
quadrático 

LDCI-0260 
1 15,27343 16,2695 0,9961 6,12% 0,0037 
2 13,28124 17,0849 3,8037 22,26% 0,0496 

LDCI-0186 3 10,95703 16,2031 5,2460 32,38% 0,1048 

LDCI-0064 
4 20,75195 24,4141 3,6621 15,00% 0,0225 
5 31,25000 30,5176 0,7324 2,40% 0,0006 

LDCI-0054 6 14,84375 20,3125 5,4688 26,92% 0,0725 
LDCI-0050 7 32,95898 32,4585 0,5005 1,54% 0,0002 

LDCI-0044 
8 8,94932 12,6343 3,6850 29,17% 0,0851 
9 25,31250 30,2365 4,9240 16,29% 0,0265 

LDCI-0043 10 13,64496 18,9341 5,2891 27,93% 0,0780 
LDCI-0024 11 12,2070 15,7978 3,5908 22,73% 0,0517 

             
Médias 18,1300 21,3512 3,4453 18,43% 0,0450 

Fonte: produzido pela autora. 

 
Por outro lado, também foram utilizadas as informações de tamanho 

disponibilizadas pela Aquisição de Imagens de Câncer (TCIA, do inglês The 

Cancer Imaging Archive) da lista de 2011. Nela, o diâmetro é apresentado 

como uma aproximação, considerando o nódulo uma entidade esférica a partir 
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do volume obtido pelos laudos radiológicos. As comparações estão descritas 

na Tabela 5.4, onde é possível observar uma diminuição do erro relativo de 

18,43% para 11,74%, em comparação com a tabela anterior. 

 
Tabela 5.4: Comparação entre diâmetros máximos obtidos com os diâmetros fornecidos pela TCIA. 

Exame NodID PRNP Lista 3 
TCIA 

Erro  
absoluto 

(mm) 
Erro relativo Erro quadrático 

LDCI-0260 
1 15,2734 14,1690 1,1044 7,79% 0,0061 
2 13,2812 14,0720 0,7908 5,62% 0,0032 

LDCI-0186 3 10,9570 12,3490 1,3920 11,27% 0,0127 

LDCI-0064 
4 20,7520 18,2960 2,4560 13,42% 0,0180 
5 31,2500 26,7860 4,4640 16,67% 0,0278 

LDCI-0054 6 14,8438 15,7430 0,8993 5,71% 0,0033 
LDCI-0050 7 32,9590 24,4550 8,5040 34,77% 0,1209 

LDCI-0044 
8 8,9493 10,7920 1,8427 17,07% 0,0292 
9 25,3125 24,8620 0,4505 1,81% 0,0003 

LDCI-0043 10 13,6450 15,9610 2,3160 14,51% 0,0211 
LDCI-0024 11 12,2070 12,2670 0,0600 0,49% 0,0000 

       
Médias 18,1300 17,2502 2,2072 11,74% 0,0220 

Fonte: produzido pela autora. 

 

Por fim, para cada slice de referência final do algoritmo proposto, foram 

analisadas as variáveis de verdadeiro positivo (VP), verdadeiro negativo (VN), 

falso positivo (FP) e falso negativo (FN) de cada pixel com base na análise dos 

radiologistas para aquele mesmo slice. Com isso, foi possível obter os 

parâmetros de sensitividade, especificidade e acurácia para cada slice que 

apresentasse maior diâmetro de cada nódulo para cada radiologista (Tabela 

5.5), de modo que suas médias foram de 62,7888%, 99,9930% e 99,9272%, 

respectivamente. O cálculo desses parâmetros é dado por: 

 

 𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑑𝑎𝑑𝑒 =
𝑉𝑃

𝑉𝑃 + 𝐹𝑁 ( 5.4 ) 

 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 =
𝑉𝑁

𝑉𝑁 + 𝐹𝑃 ( 5.5 ) 

 
𝐴𝑐𝑢𝑟á𝑐𝑖𝑎 =

(𝑉𝑁 + 𝑉𝑃)
(𝑉𝑁 + 𝑉𝑃 + 𝐹𝑁 + 𝐹𝑃) 

( 5.6 ) 

 

 



 67 

Tabela 5.5: Resultados de cada SR final dos nódulos segmentados. 

Exame NódID VN VP FN FP Sens. Esp. Acurácia 

LDCI-0260 

1 
261792 212 96 44 68,8312% 99,9832% 99,9466% 
261840 204 48 52 80,9524% 99,9801% 99,9619% 
261751 205 137 51 59,9415% 99,9805% 99,9283% 

2 

261761 267 115 1 69,8953% 99,9996% 99,9557% 
261748 268 128 0 67,6768% 100,0000% 99,9512% 
261767 265 109 3 70,8556% 99,9989% 99,9573% 
261702 268 174 0 60,6335% 100,0000% 99,9336% 

LDCI-0186 3 

261658 158 328 0 32,5103% 100,0000% 99,8749% 
261921 151 65 7 69,9074% 99,9973% 99,9725% 
261898 154 88 4 63,6364% 99,9985% 99,9649% 
261830 151 156 7 49,1857% 99,9973% 99,9378% 

LDCI-0064 

4 

261755 246 142 1 63,4021% 99,9996% 99,9454% 
261736 247 161 0 60,5392% 100,0000% 99,9386% 
261662 247 235 0 51,2448% 100,0000% 99,9104% 
261681 241 216 6 52,7352% 99,9977% 99,9153% 

5 

261065 796 168 115 82,5726% 99,9560% 99,8920% 
261010 793 223 118 78,0512% 99,9548% 99,8699% 
261000 812 233 99 77,7033% 99,9621% 99,8734% 
261091 789 142 122 84,7476% 99,9533% 99,8993% 

LDCI-0054 6 

261767 205 172 0 54,3767% 100,0000% 99,9344% 
261815 205 124 0 62,3100% 100,0000% 99,9527% 
261807 203 132 2 60,5970% 99,9992% 99,9489% 
261819 203 120 2 62,8483% 99,9992% 99,9535% 

LDCI-0050 7 

261166 600 362 16 62,3701% 99,9939% 99,8558% 
261164 599 364 17 62,2015% 99,9935% 99,8547% 
261303 590 225 26 72,3926% 99,9901% 99,9043% 
261388 558 140 58 79,9427% 99,9778% 99,9245% 

LDCI-0044 

8 

261918 115 111 0 50,8850% 100,0000% 99,9577% 
261937 114 92 1 55,3398% 99,9996% 99,9645% 
261938 115 91 0 55,8252% 100,0000% 99,9653% 
261948 115 81 0 58,6735% 100,0000% 99,9691% 

9 

261048 754 341 1 68,8584% 99,9996% 99,8695% 
261092 755 297 0 71,7681% 100,0000% 99,8867% 
261057 755 332 0 69,4572% 100,0000% 99,8734% 
261180 743 209 12 78,0462% 99,9954% 99,9157% 

LDCI-0043 10 

261777 201 160 6 55,6787% 99,9977% 99,9367% 
261773 207 164 0 55,7951% 100,0000% 99,9374% 
261696 207 241 0 46,2054% 100,0000% 99,9081% 
261680 207 257 0 44,6121% 100,0000% 99,9020% 

LDCI-0024 11 

261869 144 130 1 52,5547% 99,9996% 99,9500% 
261883 145 116 0 55,5556% 100,0000% 99,9557% 
261880 145 119 0 54,9242% 100,0000% 99,9546% 
261922 135 77 10 63,6792% 99,9962% 99,9668% 

         

Média 261616,16 337,07 172,58 18,19 62,7888% 99,9930% 99,9272% 
Fonte: produzido pela autora. 

 



 68 

6 CONCLUSÃO 

Diante do fato do câncer de pulmão ser considerado um dos tipos de 

câncer mais agressivos, com maior taxa de mortalidade, seu diagnóstico 

precoce é de extrema importância. Contudo, uma vez que os nódulos 

pulmonares apresentam um extenso diagnóstico diferencial, esse processo é 

dificultado. O levantamento das características radiológicas de estruturas que 

possam representar neoplasias pulmonares é de suma importância para a 

administração correta de cada caso. 

Nesse contexto, o presente trabalho desenvolveu um CAD que 

realizasse a varredura em exames de TC e identificasse, segmentasse e 

extraísse características de nódulos pulmonares sólidos acima de 8 mm. Essa 

ferramenta busca auxiliar o profissional da saúde a visualizar nódulos com 

esses parâmetros e obter suas características de forma simples e intuitiva. 

Apesar da semelhança existente entre outras estruturas, como vasos, e 

os nódulos, o método proposto apresentou resultados satisfatórios de 

identificação e segmentação. Obteve altos índices de especificidade e acurácia 

em relação aos laudos feitos manualmente. Isso demonstra como a estratégia 

algorítmica não detecta falsos candidatos a nódulo.  

Por outro lado, os índices de sensitividade (62,79%) e de diferença dos 

diâmetros (18,43%) são evidenciados pela presença de uma “borda” 

envolvendo a segmentação, como é possível observar na Figura 4.22(c). 

Acredita-se que essa diferença poderá ser diminuída e a sensibilidade 

aumentada ajustando os parâmetros de alargamento por contraste e 

limiarização, tendo em vista que essa “borda” é bastante sutil na Figura 4.22(b). 

Além disso, outros parâmetros, como o limiar de parada do PRNP-CR 

para regiões conectadas com a pleura, devem ser melhor explorados. Para 

trabalhos futuros, é sugerida a definição de limiares adaptativos objetivando 

abranger outros tipos de nódulos, de maneira a não restringir o slice de 

referência a regiões circulares desconexas de outras estruturas. 

Explorar o crescimento de um nódulo ao longo do tempo, e assim, extrair 

informações como seu tempo de duplicação, são essenciais para o fechamento 

de um correto diagnóstico. Possibilitar essa identificação e acompanhamento 

não foram possíveis tendo em vista que o banco de imagens disponibiliza 
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apenas exames pontuais. Entretanto, esse é um aspecto que poderá ser 

explorado futuramente. 

Por fim, a classificação deverá ser realizada com base nas 

características radiológicas disponibilizadas nos laudos. Com isso, o sistema 

agirá como um 5º radiologista, contribuindo significativamente para a redução 

do tempo do diagnóstico manual. 
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