
UNIVERSIDADE FEDERAL DO RIO GRANDE DO NORTE 

CENTRO DE TECNOLOGIA 

DEPARTAMENTO DE ENGENHARIA BIOMÉDICA 

 

 

 

 

 
Trabalho de Conclusão de Curso 

 

 

 

 

 

MASKFY - ALGORITMO PARA IDENTIFICAR INDIVÍDUOS QUE 
ESTÃO EM USO DA MÁSCARA DE PROTEÇÃO RESPIRATÓRIA 

 

Rodrigo Gomes Chocron 

 

 

 

 

 

 

 

 

 

 

 
Natal/RN 

2021



II  

UNIVERSIDADE FEDERAL DO RIO GRANDE DO NORTE 

CENTRO DE TECNOLOGIA 

DEPARTAMENTO DE ENGENHARIA BIOMÉDICA 

 

 

 

 

 

 

 

MASKFY- ALGORITMO PARA IDENTIFICAR INDIVÍDUOS QUE 
ESTÃO EM USO DA MÁSCARA DE PROTEÇÃO RESPIRATÓRIA 

 
 

Trabalho de conclusão de curso apresentado ao 

Departamento de Engenharia Biomédica da 

Universidade Federal do Rio Grande do Norte 

para obtenção do título de Graduado em 

Engenharia Biomédica. 

Graduando: Rodrigo Gomes Chocrón  

Orientadora: Profa. Dra. Heliana Bezerra Soares  

 

 

 

 

 

 

 
Natal/RN  

2021 



III  

UNIVERSIDADE FEDERAL DO RIO GRANDE DO NORTE 

CENTRO DE TECNOLOGIA 

DEPARTAMENTO DE ENGENHARIA BIOMÉDICA 

 

 

 

 

 
MASKFY - ALGORITMO PARA IDENTIFICAR INDIVÍDUOS QUE 

ESTÃO EM USO DE MÁSCARA DE PROTEÇÃO RESPIRATÓRIA 
 
 
 

 
Banca Examinadora do Trabalho de Conclusão de Curso: 

 

Profª. Dra. Heliana B. Soares 

UFRN - Orientadora 

_________________________ 

Profa. Dra. Caroline D. V. Wanderley  

UFRN - Avaliadora Interna 

_________________________ 
 

Profa. Dra. Adriana Cláudia Câmara da 
Silva 

IFRN - Avaliadora Externa 

_________________________ 

 

 

 

 
 

Natal/RN  

2021 



IV  

DEDICATÓRIA 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

A todos aqueles que me apoiaram na 

trajetória acadêmica, aos meus familiares 

e meus amigos que sempre 

compartilharam comigo as alegrias, 

dúvidas e dificuldades no curso. 

 

 



V  

AGRADECIMENTOS 
 

Primeiramente quero agradecer à minha família que sempre acreditou em mim, me 

apoiando e dando toda a base necessária para concluir este curso. Em especial aos meus pais, 

que me apoiaram incondicionalmente no decorrer destes anos na Universidade.  

Aos meus amigos e companheiros que conheci durante a Engenharia Biomédica e 

C&T, especialmente aos meus amigos Pedro e Guilherme que sempre foram importantes 

nos meus estudos nos mais variados departamentos da UFRN, sempre com muitas 

brincadeiras e trazendo animação. 

Aos meus amigos Isa, Vinicius, Chiara, Henrique e Nathan pelo apoio para além da 

universidade, e por proporcionar momentos de alegria e fornecer suporte em vários 

momentos da minha vida. 

À minha namorada que sempre me acompanhou e incentivou em todos os momentos 

me dando carinho e apoio, sempre acreditando em mim e no meu potencial, mesmo em meio 

as dificuldades. 

À Universidade Federal do Rio Grande do Norte por todas as oportunidades de 

extensão e pesquisa no decorrer do curso, pela qualidade de ensino e por ter sido ambiente 

de experiências inesquecíveis.  

A todos os professores que se desdobraram para manter a qualidade de ensino no 

aspecto remoto em especial aos meus professores que me guiaram e ensinaram no decorrer 

dos cursos Engenharia Biomédica e C&T. 

Á minha orientadora Heliana Bezerra que aceitou o desafio de me orientar em um 

semestre atípico e sempre demonstrou prestatividade e preocupação em sala de aula, além 

de todas as orientações acadêmicas e pela confiança em mim para a realização deste trabalho. 

 

 

 

 

 

 

 

 

 



VI  

SUMÁRIO 
DEDICATÓRIA ................................................................................................................ IV 

AGRADECIMENTOS ....................................................................................................... V 

LISTA DE FIGURAS .................................................................................................... VIII 

LISTA DE TABELAS ........................................................................................................ X 

LISTA DE ABREVIAÇÕES, SIGLAS E SÍMBOLOS ................................................. XI 

RESUMO ......................................................................................................................... XII 

ABSTRACT .................................................................................................................... XIII 

1. INTRODUÇÃO ............................................................................................................... 1 

1.1. OBJETIVOS .............................................................................................................. 3 

1.1.1. OBJETIVOS ESPECÍFICOS .......................................................................... 3 

2. AS MÁSCARAS DE PROTEÇÃO RESPIRATÓRIA ................................................ 5 

3. REVISÃO BIBLIOGRÁFICA ....................................................................................... 9 

3.1. PROCESSAMENTO DIGITAL DE IMAGENS (PDI) ......................................... 9 

3.1.1. FILTRAGEM ESPACIAL ............................................................................. 12 

3.1.2. PROCESSAMENTO MORFOLÓGICO DE IMAGENS ........................... 13 

3.2. REDES NEURAIS ................................................................................................... 16 

3.3. ALGORITIMO DE VIOLA-JONES ..................................................................... 17 

3.3.1. LEITURA DAS IMAGENS POSITIVAS E NEGATIVAS ......................... 18 

3.3.2. ATRIBUTOS SEMELHANTES A HAAR ................................................... 19 

3.3.3. IMAGEM INTEGRAL ................................................................................... 22 

3.3.4. ADAPTIVE BOOST (ADABOOST) ................................................................ 23 

3.3.5. CLASSIFICAÇÃO EM CASCATA .............................................................. 25 

3.3.6. APRIMORAMENTO DA TÉCNICA ........................................................... 26 

3.3.7. CARACTERISTICAS DA FACE .................................................................. 28 

3.4. SEGMENTAÇÃO POR TONS DE PELE ............................................................ 29 

3.5. PONTOS DE CANTO ............................................................................................ 31 

4. O ALGORITMO MASKFY ......................................................................................... 33 

4.1. BANCO DE IMAGENS .......................................................................................... 33 

4.2. FERRAMENTA DE DESENVOLVIMENTO ..................................................... 34 

4.3. ESTRATÉGIA ALGORÍTIMICA ........................................................................ 34 

4.3.1. ESPELHAMENTO AUTOMÁTICO ............................................................ 35 

4.3.2. DETECÇÃO DE FACES EM VISTAS LATERAIS ................................... 36 



VII  

4.3.3. IDENTIFICAÇÃO DOS ATRIBUTOS FACIAIS ....................................... 37 

4.3.4. VERIFICAÇÃO SECUNDÁRIA ................................................................... 38 

4.3.4.1. SELEÇÃO DAS REGIÕES DA FACE ......................................................... 38 

4.3.4.2. SEGMENTAÇÃO POR TONS DE PELE .................................................... 39 

4.3.4.3. SELEÇÃO DA REGIÃO MASCARADA ..................................................... 40 

4.3.4.4. VERIFICAÇÃO DAS CARACTERÍSTICAS DA REGIÃO ...................... 42 

5. RESULTADOS E DISCUSSÃO .................................................................................. 43 

6. CONCLUSÕES ............................................................................................................. 47 

6.1. TRABALHOS FUTUROS ...................................................................................... 48 

7. REFERÊNCIAS BIBLIOGRÁFICAS ........................................................................ 50 



VIII  

LISTA DE FIGURAS 
 

Figura 1.1: Estrutura do Coronavírus....................................................................................02 

Figura 3.1: Representação de uma Imagem Digital...............................................................08 

Figura 3.2: Esquemas do cubo de cores do sistema RGB......................................................08 

Figura 3.3: Representação de vizinhança. (a) Vizinhança-4. Pixel central em verde e pixels 
da vizinhança-4 em azul, (b) Vizinhos diagonais. Pixel central em verde e pixels vizinhos 
diagonais em vermelho e (C) Vizinhança-8 .........................................................................09 

Figura 3.4: Representação de adjacência..............................................................................10 

Figura 3.5: Representação de conectividade. (a) Caminho-4 em amarelo e (b) Caminho-8 em 
vermelho...............................................................................................................................10 

Figura 3.6: Elementos estruturantes......................................................................................12 

Figura 3.7: Exemplo do processo de erosão..........................................................................13 

Figura 3.8: Exemplo do processo de dilatação......................................................................13 

Figura 3.9: Exemplo de fechamento.....................................................................................14 

Figura 3.10: Exemplo do modelo perceptron para duas classes de padrão............................15 

Figura 3.11: Etapas do algoritmo de Viola-Jones..................................................................16 

Figura 3.12: Atributos Haar..................................................................................................18 

Figura 3.13: Funcionamento dos atributos semelhantes a Haar.............................................19 

Figura 3.14: Processo de extração dos atributos semelhantes a Haar....................................19 

Figura 3.15: Imagem integral................................................................................................20 

Figura 3.16. Representação de uma imagem e sua conversão em imagem integral...............21 

Figura 3.17: Funcionamento do algoritmo em cascata do algoritmo de Viola-Jones............24  

Figura 3.18: Atributos semelhantes a Haar. (a) Recursos de borda, (b) Recursos de linha, (c) 
Recursos de contorno central e (d) Recurso diagonal............................................................25  

Figura 3.19: Atributo semellhante a Haar do tipo 2...............................................................26 

Figura 3.20: Características do nariz.....................................................................................27 

Figura 3.21: Atributos Haar na região da face. (a) Atributo Haar sobreposto ao olho, (b) 
Atributo Haar sobreposto ao nariz e (c) Atributo Haar sobreposto à boca.............................28 

Figura 3.22. Pontos de canto em uma imagem.....................................................................30 

Figura 4.1: Fluxograma da estratégia criada.........................................................................33 

Figura 4.2: Exemplo de espelhamento automático em indivíduo sem máscara.....................34 

Figura 4.3: Exemplo de espelhamento automático em indivíduo com máscara....................34 



IX  

Figura 4.4: Identificação do nariz e boca em indivíduo sem máscara....................................36 

Figura 4.5: Identificação do nariz e boca em indivíduo com máscara...................................36 

Figura 4.6: Região da face em vista lateral............................................................................37 

Figura 4.7: Região da face em vista frontal...........................................................................37 

Figura 4.8: Segmentação por tons de pele em indivíduo sem máscara..................................38 

Figura 4.9: Segmentação por tons de pele em indivíduo com máscara................................ 38 

Figura 4.10: Detecção dos pontos de canto nas imagens. (a) Em indivíduo sem máscara e (b) 
Em indivíduo com máscara...................................................................................................39 

Figura 4.11: Seleção da região abaixo do primeiro e último ponto identificado. (a) Em 
indivíduo sem máscara e (b) Em indivíduo com máscara......................................................39 

Figura 4.12: Região abaixo do primeiro e último ponto identificado. (a) Em indivíduo sem 
máscara e (b) Em indivíduo com máscara.............................................................................40 

Figura 5.1: Exemplos de imagens de indivíduos sem máscara..............................................41 

Figura 5.2: Exemplos de imagens de indivíduos com máscara..............................................41 

Figura 5.3: Imagens com resultados incorretos.....................................................................43 

Figura 5.4: Imagens com resultados incorretos.....................................................................43 



X  

LISTA DE TABELAS 
 

Tabela 5.1: Matriz de confusão.............................................................................................42 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



XI  

LISTA DE ABREVIAÇÕES, SIGLAS E SÍMBOLOS 
 

Adaboost – Adaptive Boost 

ANVISA – Agência Nacional de Vigilância Sanitária  

DWD – Dark-White-Dark 

EPI – Equipamentos de proteção individual 

ISC – Infecções do sítio cirúrgico  

JPEG – Joint Photographic Experts Group 

OMS – Organização Mundial da Saúde  

PDI – Processamento digital de imagens 

PI – Processamento de imagens  

RGB – Red, green, blue 

SARS-CoV-2 – Síndrome respiratória aguda grave de coronavírus 2 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



XII  

CHOCRÓN, Rodrigo Gomes. MASKFY- Algoritmo para identificar indivíduos que 

estão em uso de máscara de proteção respiratória. Trabalho de Conclusão de Curso, 

Graduação em Engenharia Biomédica, Universidade Federal do Rio Grande do Norte, 67 p., 

2021. 

 

 

RESUMO 
 

No ano de 2020 eclodiu mundialmente a pandemia do Sars-CoV-2, 

popularmente conhecido como Coronavírus. Esta pandemia contaminou mais de 

11 milhões de pessoas e levou a óbito mais de 341 mil somente no Brasil até o 

presente momento. Dentre as várias medidas de prevenção encontra-se a 

máscara de proteção respiratória que se mostrou um método não-farmacêutico 

eficaz no combate à disseminação desta doença. Ademais, o uso de máscaras de 

proteção respiratória tem sido essencial em ambientes hospitalares como um meio 

eficaz de evitar contaminações e manter o ambiente estéril. Este cenário 

emergencial do Coronavírus mobilizou pesquisadores do mundo todo na criação 

de metodologias, equipamentos, softwares, dispositivos, dentre outros que 

buscassem desacelerar ou mitigar a propagação deste vírus. Acerca destes 

métodos, a visão computacional aliada ao processamento digital de imagens se 

mostrou eficaz em diversos campos de combate a esta doença. Dessa forma, este 

trabalho desenvolveu o algoritmo denominado MASKFY auxiliando na 

identificação de indivíduos com o uso da máscara facial de proteção individual. 

Dentre as metodologias utilizadas no algoritmo desenvolvido estão a avaliação de 

atributos faciais por meio do algoritmo de Viola-Jones e as técnicas de 

processamento digital de imagens. A análise de desempenho da metodologia 

proposta foi realizada em 223 imagens, sendo 115 de indivíduos com máscara e 

108 sem máscara, obtendo sucesso em 95% das imagens avaliadas.  

 
Palavras-chave: máscaras de proteção respiratória, visão computacional, Sars-

CoV-2, processamento digital de imagens, viola-jones.  
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ABSTRACT 
 

 In the year 2020 the pandemic of Sars-CoV-2, popularly known as 

Coronavirus, broke out worldwide. This pandemic has infected more than 11 million 

people and has led to the death of more than 341,000 in Brazil alone to date. Among 

the various preventive measures is the respiratory protection mask, which has 

proved to be an effective non-pharmaceutical method in combating the spread of 

this disease. In addition, the use of respiratory protection masks has been essential 

in hospital settings as an effective means of preventing contamination and 

maintaining a sterile environment. This emergency scenario of Coronavirus 

mobilized researchers from all over the world in the creation of methodologies, 

equipment, software, devices, among others that sought to slow down or mitigate 

the spread of this virus. Regarding these methods, computer vision combined with 

digital image processing has proven effective in several fields to combat this 

disease. Thus, this work developed the algorithm called MASKFY, assisting in the 

identification of people using the individual protection face mask. Among the 

methodologies used in this algorithm are the evaluation of facial attributes by the 

Viola-Jones technique and digital image processing techniques. The performance 

analysis of the proposed methodology was carried out on 223 images, of which 115 

were individuals with a mask and 108 without a mask, achieving success in 95% of 

the evaluated images. 

 

Key words: protective face mask, computer vision, Sars-CoV-2, digital image 

processing, viola-jones 
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1. INTRODUÇÃO 
 
Em 2020, a Organização Mundial da Saúde (OMS) declarou a pandemia da 

síndrome respiratória aguda grave de coronavírus 2 (SARS-CoV-2), ou 

simplesmente Covid-19, esta doença contaminou cerca de 108 milhões indivíduos 

e levou à óbito mais de 2,5 milhões. Dentre seus principais sintomas estão a febre, 

cansaço e tosse seca, dores, congestão nasal, dor de cabeça, conjuntivite, dor de 

garganta, diarreia, perda de paladar ou olfato, erupção cutânea na pele ou 

descoloração dos dedos das mãos ou dos pés (ORGANIZAÇÃO PAN-

AMERICANA DE SAÚDE, 2021). 

Lima, De Sousa e Lima (2020) descrevem em sua análise que a origem deste 

vírus foi ligada ao Mercado Huanan em Wuhan, onde havia a suspeita de que uma 

fonte animal estava presente nessa localização a partir desta premissa foram 

analisadas 10 amostras de SARS-CoV-2 coletadas no local de origem, sendo 

observados 99,98% de identidade genética entre as amostras, sugerindo um novo 

tipo de beta-CoV. Foi constatado que o SARS-CoV-2 compartilha 79,5% de sua 

sequência genética com o SARS-CoV e tem 96,2% de homologia com um CoV de 

morcegos. Devido à semelhança de SARSCoV-2 com SARS-CoV de morcegos, foi 

suposto que os morcegos tenham sido os hospedeiros originais. 

Wiersinga et al. (2020) descreve que a família do coronavírus, composta por 

grandes vírus de RNA de fita simples, envelopados, são encontrados em humanos 

e outros mamíferos, como cães, gatos, galinhas, gado, porcos e pássaros e são 

responsáveis por causar doenças respiratórias, gastrointestinais e neurológicas. O 

SARS-CoV-2 tem como alvo células, como células epiteliais nasais e brônquicas e 

pneumócitos, por meio da proteína de pico estrutural viral. 

A Figura 1.1 representa a estrutura do vírus causador da SARS-CoV-2, este 

micro-organismo tem um diâmetro de 60 nanômetros a 140 nanômetros e pontas 

distintas, variando de 9 nanômetros a 12 nanômetros, dando aos vírus a aparência 

de uma coroa solar. Por meio da recombinação e variação genética, os coronavírus 

podem se adaptar e infectar novos hospedeiros (WIERSINGA et al. ,2020).  
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Figura 1.1.Estrutura do Coronavirus 

 
Fonte: Adaptado de Lima; De Sousa; Lima (2020) 

 

As principais formas de transmissão desta enfermidade são através de 

gotículas, contato e pelo ar, situações cotidianas como conversar, respiração, tosse 

e espirros podem culminar na contaminação. Apesar de se assimilar com uma gripe 

regular a Covid-19 possui uma alta incidência de casos assintomáticos que podem 

transmitir o vírus, e possui uma taxa de infectividade maior que as epidemias 

anteriores o que resulta em uma alta proporção de transmissibilidade (WANG, 

2020).  

Acerca desta pandemia, foi urgente reforçar e educar os indivíduos as medidas 

de biossegurança ao redor do mundo. Entende como biossegurança um conjunto 

de ações voltadas para a prevenção, minimização ou eliminação de riscos que 

possam comprometer a saúde do homem (PENNA, 2010). Dentre os principais 

equipamentos de proteção individual (EPI), temos as máscaras de proteção 

respiratória, utilizada para evitar a inalação de aerossóis infecciosos. 

Estes fenômenos mobilizaram cientistas do mundo todo na criação de 

estratégias para combater esta doença e garantir que os indivíduos utilizem 

máscaras. Dentre elas encontram o uso da visão computacional com uma grande 

capacidade de resolver problemas na saúde e corroborar com esta luta. De acordo 

com Ma (2021), os sistemas artificiais baseados na visão, estão sendo amplamente 

utilizados para orientar as máquinas a perceber e compreender seus arredores 

para uma melhor tomada de decisão, e têm desempenhado um papel significativo 

na era da automação global e da inteligência artificial. 

Neste interim, a área do Processamento Digital de Imagens foi vislumbrada 
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como uma técnica que poderia ser usada para ajudar na análise de imagens. Este 

campo vem se mostrando útil na análise de diversos tipos de imagens e vídeos, 

obtidas em vários equipamentos como câmeras digitais, celulares, tomógrafos, 

ressonância magnética, dentre outros. Técnicas computacionais úteis para 

caracterizar regiões de interesse e obter informações importantes para o processo 

de decisão humana. 

Ademais, vários procedimentos podem ser realizados para manipulação de 

imagens dentre eles temos a segmentação de imagens. A segmentação de 

imagens descrita por Gonzalez e Woods (2010), como uma das tarefas mais difíceis 

no processamento de imagens e essencial para a maior parte das aplicações de 

reconhecimento automático de padrões e análise de cena. Tem como objetivo 

principal o de subdividir uma imagem, de região espacial R, em n sub-regiões ou 

objetos que a compõe. Existem diversas técnicas de segmentação que podem ser 

aplicados separadamente ou até em conjunto para obter o resultado desejado.  

Atualmente, as câmeras de vigilância estão presentes na maioria dos ambientes 

supracitados, muitas vezes para garantir a segurança da população. Estas câmeras 

têm potencial de realizar capturas sequenciais de imagens que podem ser 

utilizadas para ou auxílio na análise da obrigatoriedade deste EPI e ainda, emitir 

alertas de segurança para avisar a importância deste dispositivo. 

Diante do exposto, este trabalho propôs uma estratégia algorítmica para 

identificar se o indivíduo está fazendo uso ou não da máscara de proteção, como 

uma forma de ajudar no combate da doença para quem usa evitando ser 

contaminado, como também para o próximo. 

 

1.1. OBJETIVOS 

 
Este trabalho teve como objetivo o desenvolvimento do algoritmo MASKFY 

para identificar indivíduos que estão em uso da máscara de proteção respiratória. 

 

1.1.1. OBJETIVOS ESPECÍFICOS 

 
• Compreender a importância do uso de máscaras no combate da síndrome 

respiratória aguda grave de coronavírus 2 (SARS-CoV-2)  

• Compreender a importância equipamento de biossegurança; 
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• Pesquisar as bases de imagens de faces com e sem máscaras na literatura; 

• Compreender a linguagem de programação a ser aplicada no trabalho 

(MATLAB®); 

• Analisar as técnicas de processamento digital de imagens para 

segmentação e extração de características; 

• Compreender o algoritmo Viola-Jones; 

• Desenvolver uma estratégia algorítmica para extração de características 

significativas das imagens; 

• Analisar e testar os resultados obtidos pelo algoritmo. 
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2. AS MÁSCARAS DE PROTEÇÃO RESPIRATÓRIA 
 

O debate acerca da importância do uso das máscaras de proteção 

respiratórias está recorrente, visto como um dos principais EPI’s utilizados em 

hospitais, laboratórios e outros ambientes que manipulam amostras biológicas ou 

químicas. Todavia, nos últimos tempos a utilização destas máscaras tem tomado 

grandes proporções por ser uma medida eficaz de proteção contra o Covid-19 e 

se tornar obrigatória e recomendável em diversos ambientes sociais. Neste tópico 

abordaremos a relevância deste dispositivo para a proteção da população, tanto 

em epidemias, quanto em ambientes hospitalares.  

As primeiras ocorrências de infeção pelo novo coronavírus apareceram em 

dezembro de 2019, na cidade de Wuhan na China, logo em seguido o SARS-CoV-

2 foi identificado como o agente viral causador da doença COVID-19. A sua rápida 

propagação a nível mundial levou a Organização Mundial da Saúde (OMS) a 

declarar a 11 de março de 2020, a infeção COVID-19, uma pandemia mundial 

(BEECHING, 2020). Dentre os principais aspectos epidemiológicos do SARS-

CoV-2, foi descoberto que pode ser transmitido por inalação ou contacto direto 

com gotículas de saliva de indivíduos infectados, e que os doentes infetados 

podem ser assintomáticos e transmitir a doença. Sendo assim, percebe a 

importância para impedir esta progressão com diagnóstico precoce, isolamento e 

outras medidas que garantam a segurança da população e assim, conseguir o 

controle da doença. 

Nesta esfera, devido a pandemia de Sars-Cov-2, o uso da máscara de 

proteção respiratória pela população em geral surgiu como uma das principais 

medidas de proteção da comunidade. Este EPI se tornou imposto ou aconselhável 

em vários países em ambientes como shoppings, restaurantes, meios de 

transporte dentre outros. Antes destas circunstâncias a máscara já era 

amplamente utilizada em alguns países do leste asiático devido à frequência de 

epidemias e a alta densidade populacional que provoca aglomerações, trazendo 

riscos de infecções (WANG, 2020).  

Como uma intervenção não farmacêutica, o uso de máscara está sendo um 

método efetivo de prevenção de diversas doenças infecciosas respiratórias (World 

Health Organization Writing Group, 2006). Este trabalho interpreta como máscara, 
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qualquer instrumento que proteja a boca e nariz provendo uma proteção para 

diminuir a transmissão direta de agentes infecciosos podendo ser descartável, 

cirúrgicas, dentre outras como descreve a Standardization administration of China 

(2016). 

Por ser uma prática recente em países ocidentais, vários modelos 

matemáticos foram desenvolvidos para colaborar, incentivar e subsidiar a 

recomendação de máscaras. Dentre estes modelos temos aqueles que 

analisaram o impacto epidemiológico destes dispositivos como o desenvolvido por 

Worby e Chang (2020), que concluiu que o uso de máscaras pelo público foi 

essencial para reduzir a transmissão comunitária do vírus especialmente se 

combinados com distanciamento social. 

Um estudo realizado Gonçalves et al. (2021), mostrou a partir de análises 

de 271 casos e 1.396 controles ajustados para idade, sexo, raça, escolaridade, 

renda, tamanho da família e momento da pandemia, que os indivíduos que 

relataram adesão moderada a maior ao distanciamento social tiveram entre 59% 

e 75% menor chance de se infectar, em comparação com aqueles que relataram 

pouca adesão e que o uso de máscaras reduz em 87% a chance de ser infectado 

pelo coronavírus (SARS-CoV-2). Foi concluído a partir deste estudo que maior 

distanciamento social e o uso de máscaras quando fora de casa proporciona maior 

proteção contra a SARS-CoV-2. 

Estas máscaras de proteção respiratória podem ser de diversos tipos como: 

as máscaras de algodão ou de tecido, cirúrgicas, máscaras N95 dentre outras. Em 

seu artigo Ueki (2020), realiza uma comparação entre a eficácia destas máscaras 

e descobriu que todas estas possuem efeito protetivo na transmissão por 

gotículas/aerossóis infecciosos de SARS-CoV-2. 

Nesta esfera vale ressaltar a obrigatoriedade do uso deste EPI em diversos 

ambientes, como laboratórios, centros cirúrgicos e hospitais. A Agência Nacional 

de Vigilância Sanitária (ANVISA), recomenda o uso das máscaras em diversos 

procedimentos hospitalares (BRASIL, 2017). Contudo se sabe que a equipe 

cirúrgica de um hospital deve passar por um procedimento chamado 

paramentação cirúrgica, antes de entrar no centro cirúrgico. De acordo com Brasil 

(2017), a paramentação cirúrgica estabelece uma barreira microbiológica contra a 

penetração de microrganismos no sítio cirúrgico do paciente, que podem ser 
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oriundos dele mesmo, dos profissionais, produtos para saúde, ar ambiente e 

promover proteção da equipe acerca de sangue e fluidos dos pacientes. 

Assim como grande parte dos equipamentos, existe uma forma e um 

ambiente a ser utilizado, ou seja, devem ser instruídos a equipe seu uso 

adequado. Este equipamento de proteção individual deve cobrir totalmente a boca 

e nariz e deve ser utilizada ao entrar na sala cirúrgica se o instrumental estiver 

exposto ou se cirurgia estiver em andamento, a fim de impedir a contaminação da 

área cirúrgica, bem como do instrumental cirúrgico por microrganismos originados 

do trato respiratório superior da equipe cirúrgica como relata Brasil (2017). 

Ademais, em um estudo realizado por Dumville et al. (2018), ele explica que as 

infecções do sítio cirúrgico (ISC), contribuem para o aumento da lotação dos 

estabelecimentos de saúde, aumentando o tempo de hospitalização, o custo do 

atendimento, a mortalidade e a morbidade. 

Um fator importante, acerca deste EPI, são suas variações e 

especificidades de uso, isto é, para cada ocasião e procedimento haverá um tipo 

de máscara mais adequada. Em ambientes hospitalares Lacerda et al. (2014), 

explica que a máscara cirúrgica deve ser usada em procedimentos em que se 

manipula material estéril como a instalação de cateter venoso central, punção 

liquórica e aspiração traqueal, já a máscara do tipo respirador N95 empregada em 

casos de precauções por aerossóis principalmente quando for entrar em contato 

com pacientes acometidos por tuberculose pulmonar, sarampo, varicela e herpes-

zóster.  

Como citado anteriormente existem diversos tipos de máscaras, como as 

conhecidas por respiradores particulados, as máscaras cirúrgicas e as máscaras 

de tecido. As especificidades de uso deste EPI’s serão descritas a seguir. 

A máscara do tipo respiradores particulados possuem eficácia mínima de 

95% na filtração de partículas com até 0,3 µm, como exemplo, as máscaras N95, 

N99, N100, PFF2 ou PFF3 e são recomendadas para profissionais de saúde 

durante a realização de procedimentos geradores de aerossóis, como a intubação, 

ventilação mecânica não-invasiva, ressuscitação cardiopulmonar dentre outros 

procedimentos similares relatado no estudo realizado por De Souza (2020). 

De Souza (2020) explica que as máscaras cirurgicas possuem indicação 

mais ampla, isto inclue os profissionais de saúde que prestam assistência a menos 
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de um metro dos pacientes, e quando estes não forem realizar procedimentos 

geradores de aerossol.  

E por fim, temos as máscaras produzidas com tecido. Apesar de escassos 

os estudos acerca deste tipo de máscara as mesmas estão sendo indicadas para 

as pessoas que precisam sair de casa para realização de atividades essenciais 

(ida a supermercados, farmácias e transportes públicos), a fim de reduzir a 

incidência de contaminação que leve à COVID-19. Dentre os materiais foi 

recomendado a utilização de tecidos de poliéster, algodão, seda natural e chiffon, 

por já terem apresentado em alguns estudos promissores, níveis de bloqueio de 

vírus em aerossóis como explica o estudo feito por De Souza (2020). 
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3. REVISÃO BIBLIOGRÁFICA  
 
3.1. PROCESSAMENTO DIGITAL DE IMAGENS (PDI) 

 
O campo do processamento digital de imagens (PDI) diz respeito ao 

processamento de imagens digitais por meio de um computador digital, sendo essa 

imagem composta por um número finito de elementos e cada um deles com sua 

localização e valor específico como explica Gonzalez e Woods (2010). 

Atualmente, grande parte dos equipamentos do nosso dia a dia como 

smartphones, câmeras de vigilâncias, câmeras infravermelhas, utiliza alguma 

estratégia de PDI. Segundo Gonzalez e Woods (2010) os principais objetivos para 

realizar o PDI, está relacionada as suas duas vertentes como: o melhoramento 

visual das informações para auxiliar a interpretação humana e facilitação do 

processamento dos dados no tocante a armazenamento, transmissão e 

representação. 

Alguns conceitos são essenciais para entender como funciona o PDI, dentre 

eles temos o de imagem digital. Gonzalez e Woods (2010) definem uma imagem 

como uma função bidimensional, 𝑓(𝑥, 𝑦) , em que x e y são coordenadas espaciais 

e sua amplitude 𝑓 em qualquer par de coordenadas chamadas de intensidade, 

quando estes valores de intensidade e das coordenadas x e y são quantidade finitas 

e discretas denominamos de uma imagem digital.  

Outro conceito importante para a compreensão da imagem está relacionado ao 

chamado pixel. Uma imagem digital, composta por elementos finitos com 

localização e valor específico, onde este elemento foi intitulado de pixel. Para este 

trabalho foi utilizado imagens coloridas, onde cada pixel formado por três 

componentes (um vetor com três elementos), variando de acordo com o 

sistema/modelo de cor utilizado (GONZALEZ; WOODS, 2010). A Figura 3.1 ilustra 

a representação de uma imagem digital.  
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Figura 3.1: Representação de uma Imagem Digital. 
 

 

 

 

 

 
 

 

 
Fonte: (NEVES, 2009) 

 

Gonzalez (2009) explica que o objetivo de um modelo de cores está na maneira 

de facilitar a especificação das cores em alguma forma padronizada, amplamente 

aceita. Em termos de processamento digital de imagens, um dos modelos 

orientados para hardware mais utilizados na prática, o modelo RGB (red, green, 

blue — vermelho, verde, azul) presente em monitores coloridos e uma ampla classe 

de câmeras de vídeo em cores. No modelo RGB, cada cor aparece em seus 

componentes espectrais primários de vermelho, verde e azul.  

Na Figura 3.2, pode ser observado as cores primárias nos três vértices dos 

eixos do sistema cartesiano e as secundárias (mistura das cores primárias) que são 

o ciano, magenta e amarelo estão em outros três vértices. Já os pontos ao longo 

da diagonal principal, que liga os dois vértices restantes (preto e branco), 

representam os valores de cinza da imagem (GONZALEZ; WOODS, 2010).  

 
Figura 3.2: Esquema do cubo de cores do sistema RGB. 

 

 

 

 

 

 

 
Fonte: (GONZALEZ; WOODS, 2010) 

 
Existem ainda algumas relações básicas entre os pixels essenciais para o 
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PDI. Uma das principais relações está em sua vizinhança. Gonzalez e Woods 

(2010) exemplifica que um pixel de p na coordenada (x, y) tem quatro vizinhos 

horizontais e verticais cujas coordenadas, são dadas por: 

 
(𝑥 + 1, 𝑦), (𝑥 − 1, 𝑦), (𝑥, 𝑦 + 1), (𝑥, 𝑦 − 1)    (3.1) 

 
Este conjunto de pixels chamado de vizinhança-4 de p (Figura 3.3 (a)). Os 

quatro vizinhos diagonais (Figura 3.3 (b)) de p têm coordenadas: 

 
(𝑥 + 1, 𝑦 + 1), (𝑥 + 1, 𝑦 − 1), (𝑥 − 1, 𝑦 + 1), (𝑥 − 1, 𝑦 − 1) (3.2) 

 
O conjunto da vizinhança-4 e dos vizinhos diagonais de p denominado de 

vizinhança-8 de p (Figura 3.3 (c)).  

 

Figura 3.3. Representação de vizinhança de um pixel. (a) Vizinhança-4, (b) 
Vizinhos diagonais e (c) Vizinhança-8. 

 

a)  (x-1,y)  b) (x-1,y-1)  (x-1,y+1) c) (x-1,y-1) (x-1,y) (x-1,y+1) 

 (x,y-1) (x, y) (x+1,y)   (x, y)   (x,y-1) (x, y) (x+1,y) 

  (x+1,y)   (x+1,y-1)  (x+1,y+1)  (x+1,y-1) (x+1,y) (x+1,y+1) 
 

Fonte: produzido pelo autor 
 
 

Outro conceito relevante são os de adjacência, caminho e conectividade, os 

quais passam a analisar e comparar a relação entre pixels. Gonzalez e Woods 

(2010) explica que a partir de um conjunto de valores de intensidade V de interesse, 

a adjacência entre os pixels p e q existe quando ambos pertencem a V e q for 

encontrado na vizinhança estabelecida de p. Nesse sentido, para que p e q sejam 

adjacentes-4, deve estar na vizinhança-4 de p e para serem adjacentes-8, devem 

estar na vizinhança-8 de p. Utilizando uma imagem binária de modo que V = {1}, 

por exemplo, ilustrado na Figura 3.4, a relação de adjacência-4 entre o pixel de cor 

verde e o amarelo, a de adjacência-8 entre o pixel verde e o vermelho e a relação 

de não-adjacência entre o de pixel verde e o azul. 
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Figura 3.4: Representação de adjacência. 

 1  

 1 0 

  1 
Fonte: produzido pelo autor 

 
Já o caminho de um pixel p com coordenadas (x, y) ao pixel q com 

coordenadas (s, t) são descritas como uma sequência de pixels distintos com 

coordenadas: 

(𝑥!, 𝑦!), (𝑥", 𝑦"), … , (𝑥#, 𝑦#)    (3.3) 

 
onde (𝑥!, 𝑦!) = (𝑥, 𝑦), (𝑥#, 𝑦#) = (𝑠, 𝑡) e os pixels (𝑥$ , 𝑦$) e (𝑥$%", 𝑦$%") são 

adjacentes para 1 ≤ 𝑖	 ≤ 𝑛 sendo n, o comprimento do caminho definido por 

Gonzalez e Woods (2010). Existem caminhos -4 e -8 dependendo da adjacência 

especificada. Consequentemente, afirmar que dois pixels p e q são conexos 

quando existe um caminho possível entre eles, de maneira que cada pixel do 

caminho seja adjacente do seguinte (GONZALEZ; WOODS, 2010). Na Figura 

3.5(a) ilustra os elementos com conectividade 4 e com um caminho-4, enquanto a 

Figura 3.5(b) apresenta os elementos de conectividade 8 e que um caminho-8. 

 
Figura 3.5. Representação de conectividade. (a)Caminho-4 em amarelo e (b) 

Caminho-8 em vermelho. 
 

 
Fonte: produzido pelo autor 

 

3.1.1. FILTRAGEM ESPACIAL  

 
Um dos conceitos mais relevantes na área de processamento digital de 

imagens consiste na filtragem espacial. O domínio espacial se refere ao próprio 

plano da imagem, e seus métodos de processamento de imagens (PI), onde nesta 

categoria são aqueles que lidam diretamente com os pixels. A filtragem espacial 

realiza operações na vizinhança de cada pixel de uma imagem. Os processos no 
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domínio espacial de uma imagem podem ser definidos por: 

 
𝑔(𝑥, 𝑦) = 𝑇[𝑓(𝑥, 𝑦)]     (3.4) 

 
sendo 𝑓(𝑥, 𝑦), a imagem de entrada,	𝑔(𝑥, 𝑦), a imagem de saída, e T um operador 

em 𝑓 definido em uma vizinhança do ponto (𝑥, 𝑦) (GONZALEZ; WOODS, 2010). 

Gonzalez e Woods (2010) descreve o procedimento que ocorre da seguinte 

maneira. Suponha que a vizinhança seja um elemento quadrado de tamanho 3x3 

e que o operador T busca calcular a intensidade média da região, definimos a 

origem da vizinhança em uma certa coordenada, e nessa posição calcula a soma 

do elemento com seus vizinhos-8 e divide por 9, para assim obter a intensidade 

média de seus pixels. Em seguida, a origem da vizinhança se desloca para o pixel 

seguinte e este procedimento acontece em toda a imagem. Geralmente, este 

processo inicia no canto superior esquerdo da imagem e avança pixel por pixel em 

uma varredura horizontal. 

A este procedimento descrito da filtragem espacial, na qual a vizinhança 

acompanhada de uma operação chamada filtro ou máscara espacial.  

Há ainda duas definições essenciais para a compreensão deste 

procedimento, chamadas de correlação e convolução. A correlação consiste em 

deslocar um filtro pela imagem e calcular a soma dos produtos em cada posição, 

já a convolução funciona da mesma forma, sendo que este filtro será rotacionado 

em 180º (GONZALEZ; WOODS, 2010). 

Por fim, temos o termo filtro ou kernel de convolução que são utilizados para 

expressar um filtro espacial, mas não necessariamente este filtro será utilizado para 

uma convolução, isto é, na realização de uma operação de convolução de uma 

máscara com uma imagem, o procedimento realiza o descolamento e soma dos 

produtos. Os conceitos descritos serão essenciais para o desenvolvimento do 

trabalho (GONZALEZ; WOODS, 2010). 

 
3.1.2. PROCESSAMENTO MORFOLÓGICO DE IMAGENS 

 
Gonzalez (2009) conceitua a morfologia matemática como uma ferramenta, 

baseada na teoria dos conjuntos, para extrair componentes das imagens que são 

úteis na representação e na descrição da forma de uma região. Deste modo, a 
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morfologia põe à disposição uma metodologia útil e potente para resolução de 

vários problemas de processamento de imagens. Existem diversas operações 

morfológicas, neste trabalho serão descritas apenas as utilizadas no 

desenvolvimento da estratégia algorítmica.  

Um componente essencial no processamento morfológico são os 

elementos estruturantes, conceituados como “pequenos conjuntos ou sub 

imagens usadas para examinar uma imagem buscando propriedades de 

interesse” (GONZALEZ, 2009). Alguns exemplos são ilustrados na Figura 3.6 dos 

elementos: 

 
Figura 3.6. Elementos estruturantes. 

 
 
 
 

 
Fonte: Produzido pelo autor 

 
3.1.2.1. Erosão  

 
Para imagens binárias, a Erosão (⊝) de uma imagem A por um elemento 

estruturante B definida pela Equação 3.5:  

 
𝐴⊝ 𝐵 = {𝑥𝜖𝐴: 𝐵& ⊂ 𝑋}     (3.5) 

 
O elemento estruturante varre a imagem efetuando a comparação da 

região atual com o elemento estruturante (Equação 3.5). Todos os pixels do 

quadrado em que a equação considera verdadeira são afetados pelo elemento 

estruturante. Ou seja, o tamanho do quadrado reduz em todos os lados na 

quantidade de pixels que o elemento estruturante possui (PRODOSSIMO, 2013). 

Os principais efeitos da erosão sobre as imagens são: diminuir partículas 

ou ruídos, até mesmo eliminá-los caso sejam menores do que o elemento 

estruturante; aumentar regiões que representam buracos; e separar algumas 

partículas próximas (FACON,1996). A Figura 3.7 apresenta o exemplo deste 

processo. 
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Figura 3.7. Exemplo do processo de erosão. 
 
 

 

 

 

Fonte: Produzido pelo autor 

 
3.1.2.2. Dilatação  

 
A Dilatação de uma imagem binária A por um elemento estruturante B 

denotada pela Equação 3.6: 

 
𝐴⊕ 𝐵 = {𝑥	𝜖	𝐴: 𝐵& ∩ 	𝑋 ≠ 0}    (3.6) 

 

Este processo consiste em deslocar a reflexão do elemento estruturante B 

em x, obtendo como resultado o conjunto de todos os deslocamentos onde a 

interseção de 𝐵& e 𝐴 inclui ao menos um elemento diferente de 0 (FILHO, M.; NETO, 

V.; 1999). Ao contrário da erosão, uma operação de diminuição ou afinamento, a 

dilatação “aumenta” e "engrossa" os objetos em uma imagem binária (GONZALEZ, 

2009), representada pela Figura 3.8. 

 
Figura 3.8. Exemplo do processo de dilatação. 

 
Fonte: Produzido pelo autor 

 
3.1.2.3. Fechamento 

 
O fechamento de A por B dado pela dilatação de A por B, seguido pela 

erosão do resultado por B. O fechamento do conjunto A pelo elemento estruturante 

B, indicado por A • B, apresentado na Equação 3.7. 

 
𝐴 ∙ 𝐵 = (𝐴⊕ 𝐵)⊖ 𝐵     (3.7) 
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Para Gonzalez (2009) o fechamento tende a suavizar contornos além de 

fundir as descontinuidades estreitas e alonga regiões finas, elimina pequenos 

buracos e preenche as lacunas em um contorno (Figura 3.9). 

 
Figura 3.9. Exemplo de fechamento. 

 
Fonte: (MARQUES; NETO,1999) 

 
3.2. REDES NEURAIS 

 
O reconhecimento de objetos consiste na análise a partir de padrões que 

ele apresenta, com isto, para compreender o algoritmo de Viola-Jones, etapa 

importante neste trabalho, foi necessário descrever os conhecimentos básicos 

acerca das redes neurais. Atualmente, com a revolução das estratégias dos 

sistemas de informática as redes neurais têm agregado um grande valor a este 

campo e ainda auxiliado no processo de decisão e classificação para muitos dados.  

Gonzalez e Woods (2010) explica que as redes neurais são baseadas em 

conceitos biológicos como os de neurônios, estes são análogos aos elementos 

básicos de computação não linear e são conectados em redes como se acredita 

ser organizado no cérebro humano. Estas redes são primordialmente usadas para 

o desenvolvimento adaptativo dos coeficientes das funções de decisão por meio de 

sucessivas apresentações de conjuntos de padrões de treinamento (GONZALEZ; 

WOODS, 2010). 

Posteriormente aos estudos das redes neurais foram desenvolvidas as 

chamadas máquinas de aprendizagem ou Perceptrons. Os Perceptrons tiveram 

grande importância para a ciência devido a sua metodologia de treinamento. Esta 

máquina quando treinada com conjuntos de treinamento linearmente separáveis 
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convergiria para uma solução em um número finito de passos iterativos.  

De acordo com Gonzalez e Woods (2010), um Perceptron aprende uma 

função de decisão linear que dicotomiza dois conjuntos de treinamento separáveis, 

a resposta dessa máquina se baseia na soma ponderada de suas entradas, como 

demonstra a Equação 3.8. 

 

𝑑(𝑥) = 	∑ 𝑤$𝑥$ +𝑤#'"#
$("      (3.8) 

 

Os coeficientes 𝑤$ são chamados de peso e modificam as entradas antes de 

serem somadas e introduzidas no elemento de limiarização. A função que mapeia 

a saída da soma na saída final se chama de função de ativação. Quando o 

elemento 𝑑(𝑥) > 0 o elemento de limiarização faz com que a saída do Perceptron 

seja +1, pertencendo assim a classe 𝑤$, caso contrário, ou seja, 𝑑(𝑥) < 0, a saída 

será -1 (Figura 3.10). 

 

 

Figura 3.10. Exemplo do modelo Perceptron para duas classes de padrão. 

 
Fonte: (Gonzalez; Woods, 2010) 

 
3.3. ALGORITIMO DE VIOLA-JONES 

 
Atualmente, existem diversas formas de se trabalhar como imagens e vídeos 

por meio da visão computacional. O campo do processamento digital de imagens 

possui variadas metodologias para trabalhar com estes dados. Dentre as principais 

estão estratégias que denominamos de aprendizado de máquina. Monard (2003) 
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define aprendizado de máquina como uma área da Inteligencia Artificial tendo como 

objetivo o desenvolvimento de técnicas computacionais sobre o aprendizado, bem 

como a construção de sistemas capazes de adquirir conhecimento de forma 

automática. 

Neste cenário que emerge a estratégia algorítmica denominada de Viola-Jones 

(VIOLA; JONES, 2001). Esta estratégia utiliza uma estrutura de detecção de objeto 

visual capaz de processar imagens de forma rápida, com altas taxas de detecção 

e em tempo real. Também bastante utilizada para classificar atributos faciais como: 

nariz, boca, olhos e faces. Suas principais etapas estão ilustradas na Figura 3.11. 
 

Figura 3.11. Etapas do algoritmo de Viola-Jones. 

 
Fonte: Produzida pelo autor 

 

3.3.1. LEITURA DAS IMAGENS POSITIVAS E NEGATIVAS  
 

O treinamento do classificador em cascata requer um conjunto de amostras 

positivas e um conjunto de imagens negativas, ou seja, o classificador precisa do 

fornecimento de um conjunto de imagens positivas com regiões de interesse 

especificadas para serem usadas como amostras positivas (MATHWORKS, 2021). 

Um algoritmo de aprendizado máquina necessita ser ensinado quais os resultados 

devem ser considerados verdadeiros e falsos. As imagens positivas são aquelas 

as quais as características serão computadas com o objetivo de buscar 

semelhanças em outras imagens, já as negativas servem para diferenciação das 

características que não devem ser encontradas na imagem. Por exemplo, para a 

criação de um detector de nariz, o algoritmo computará as imagens de narizes 

como positivas e imagens de carro como negativa, o algoritmo será baseado 

nessas imagens para a criação de um detector eficaz. 
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3.3.2. ATRIBUTOS SEMELHANTES A HAAR 
 

Antes de compreender o que são atributos semelhantes a Haar, se faz 

necessário conhecer as wavelets. Gonzalez e Woods (2010) explica que as 

transformadas wavelets são baseadas em pequenas ondas de frequência variada 

e duração limitada, elas ainda constituem as bases para a teoria da multirresolução 

que se concentra na representação e análise de sinais em mais de uma resolução. 

Sua principal vantagem consiste na detecção de características não identificadas 

na resolução original que podem ser facilmente percebidas em outra resolução.  

Uma das principais motivações para o estudo de processamento em 

multiresolução esta na análise de imagens que apresentam contrastes e tamanhos 

destoantes. Matematicamente, as imagens possuem diversas intensidades com 

estatisticas e variações locais que resultam de diferentes combinações de 

caracteristicas abrubtas como bordas e regiões contrastantes, isto é, o histograma 

local de uma imagem pode variar significativamente dependendo da região que 

será analisada como explica Gonzalez e Woods (2010). 

As funções de Haar têm sido usadas desde 1910, quando foram introduzidas 

pelo matemático húngaro Alfred Haar (HAAR,1909). A função Haar, sendo um par 

de pulsos retangulares ímpar, denominada a wavelet ortonormal, isto é, unitário e 

ortogonal simultaneamente, mais simples. Nesse ínterim, várias definições das 

funções de Haar e várias generalizações foram publicadas e usadas. Graças às 

suas características úteis e possibilidade de fornecer uma análise local de sinais, 

as funções Haar parecem muito atraentes em muitas aplicações como, por 

exemplo, codificação de imagens, extração de bordas e design lógico binário 

(STANKOVIĆ, 2003). 

Em seu trabalho, Viola e Jones (2004) utilizam atributos ao invés de trabalhar 

com pixels diretamente visto que o sistema baseado em recursos opera de maneira 

mais rápida do que um sistema baseado em pixels. Os atributos, utilizados por 

Papageorgiou et al. (1998), foram as funções básicas de Haar, por sua capacidade 

de promover a avaliação das bordas e cantos e relacioná-las a certas regiões da 

imagem. 

Paul Viola e Michael Jones (2001) foram os primeiros a desenvolver um 

algoritmo robusto em tempo real baseado em recursos do tipo Haar. As 
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características do tipo Haar são baseadas na mesma ideia das wavelets Haar e 

têm a seguinte forma genérica (BARCZAK; DADGOSTAR, 2005):  
 

𝑓 = ∑ (𝑤$	𝑥	𝑆$)#
$("      (3.9) 

 
As regiões das funções Haar são de mesma dimensão e forma e são horizontal 

ou verticalmente adjacentes. O valor de um recurso de dois retângulos, dado pela 

diferença entre a soma dos pixels em duas regiões retangulares. Um recurso de 

três retângulos calcula a soma dentro de dois retângulos externos subtraídos da 

soma em um retângulo central. Finalmente, um recurso de quatro retângulos 

calcula a diferença entre pares diagonais de retângulos (VIOLA; JONES, 2004). Na 

Figura 3.12 temos alguns exemplos destes atributos. 
 

Figura 3.12. Atributos Haar. 

 
Fonte: Adaptado de KAUR; SHARMA (2017) 

 

Um atributo semelhante a Haar funciona de maneira semelhante a um filtro 

de convolução. A identificação destes atributos em uma imagem ocorre da seguinte 

forma. Traçando um paralelo entre o filtro e o atributo, como se um atributo 

semelhante a Haar possuísse valores de -1 na região branca e +1 na região preta 

e este realizará um processo de convolução na imagem para detectar a presença 

de regiões que se assemelham a este atributo. Cada atributo resulta em um valor 

delta calculado por subtrair a soma dos pixels na região branca e dos pixels na 

região preta, quanto maior o valor, maior a semelhança destes atributos com a 

região analisada. Na Figura 3.12, estes atributos são sobrepostos em uma imagem 

de treinamento, o primeiro recurso serve para medir a diferença de intensidade 

entre a região dos olhos e uma região na parte superior das bochechas, já o 

segundo para comparar as intensidades nas regiões dos olhos com a intensidade 

em toda ponte do nariz. 
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Figura 3.13. Funcionamento dos atributos semelhantes Haar. 

 

Fonte: (VIOLA; JONES, 2004). 

 

Considerando o atributo do tipo 2 representado na Figura 3.11, este atributo 

irá percorrer a imagem verificando regiões semelhantes a ele, e por fim retornar 

somente aqueles que apresentam os maiores valores. Inicialmente este atributo, 

representado por uma matriz de tamanho 1x2, percorrerá a imagem. Na segunda 

análise será aumentará de tamanho para uma matriz 2x2, mantendo as mesmas 

caracteristicas na coluna, e percorrerá novamente a imagem e assim 

sucessivamente. O algoritmo de Viola-Jones utiliza uma subjanela de tamanho 

24x24 para a análise destes atributos, que será feita para todos os recursos até 

atingir o tamanho final da subjanela. A Figura 3.14 descreve parcialmente este 

procedimento.  

Figura 3.14. Processo de extração de atributos semelhantes ao Haar. 
 

 

 

 

 

 

 
 

 

 

 

Fonte: (PRODOSSIMO, 2013) 

No fim deste processo, quando combinados todos os tamanhos, formas e 

posições dos atributos ele terá obtido cerca de 160.000 valores. Sendo assim, 
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quando um padrão for identificado, será possível replicá-los para a detecção de 

objetos e consequentemente serão capazes de identificar os atributos faciais.  

 

3.3.3. IMAGEM INTEGRAL  

 

Outra técnica apresentada por Viola e Jones (2004) foi uma representação 

intermediária para a imagem chamada de imagem integral. Seu uso está justificado 

pelo fato de seus recursos retangulares poderem ser calculados rapidamente nas 

imagens. A imagem integral na coordenada x, y contém a soma dos pixels acima e 

à esquerda de x, y descrita na Equação 3.10: 

 

𝑖𝑖(𝑥, 𝑦) = 	∑ 𝑖&!*&,,!*, (𝑥′, 𝑦′)     (3.10) 

 

onde ii (x, y) equivale a imagem integral e i (x, y), a imagem original. 

Sendo assim as somas dos pixels podem ser computadas a partir de quatro 

referências de matriz que delimitam o retângulo. A soma dos pixels dentro do 

retângulo D pode ser calculada com base nas quatro referências de matriz. O valor 

da imagem integral no local 1 será a soma dos pixels no retângulo A no local 2, A 

+ B, no local 3, A + C e no local 4, A + B + C + D (VIOLA; JONES, 2004) como 

exemplifica a Figura 3.15: 
 

Figura 3.15. Imagem integral. 

 
Fonte: (VIOLA; JONES, 2004). 

 

O procedimento da soma das regiões pretas e brancas analisadas pelos 

atributos Haar, que normalmente acontece com grande custo computacional, foi 
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facilitada pela imagem integral. Com base na Figura 3.14 suponha uma região 

branca de um atributo Haar, em vez de calcular a soma dos seus pixels 

representado pelas regiões A, B, C e D a imagem integral já nos fornece este pela 

leitura dos cantos da imagem como indicado pelo ponto 4 na Figura 3.14. A Figura 

3.16 repreenta a conversão de uma imagem em sua imagem integral.   

 

Figura 3.16. Representação de uma imagem e sua conversão em imagem 
integral.  

 

 
Fonte: Badgerati (2010). 

 

Uma das principais razões para seu custo computacional ter reduzido, foi que 

ao invés de somar todos os pixels dentro de uma janela retangular, o algoritmo 

usou técnicas de funções de distribuição cumulativa, resultando no cálculo da soma 

local retangular de uma imagem, precisando de no máximo quatro operações 

elementares como explica Wang (2014).  

 
3.3.4. ADAPTIVE BOOST (ADABOOST) 

 
Dado um atributo e um conjunto de imagens positivas e negativas, várias 

abordagens de aprendizado de máquina podem ser utilizadas como funções de 

classificação. O algoritmo de Viola-Jones utiliza uma subjanela de tamanho 24x24 

como meio de avaliação da imagem, que ao ser computada a partir dos atributos 

Haar resultando em cerca 160.000 recursos retangulares a cada uma dessas 

subjanelas (VIOLA; JONES, 2004). 

Adaboost descrito como um algoritmo de aprendizado de máquina que auxilia 

no julgamento dos melhores recursos dentre os 160.000 supracitados. Viola e 

Jones (2004) explica que o algoritmo de aprendizado Adaboost foi usado para 

aumentar o desempenho de classificação de um algoritmo de aprendizado simples. 
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Ele realiza este procedimento combinando uma coleção de classificadores fracos 

para formar um classificador mais forte.  

O classificador chamado fraco consiste em um classificador que não obtém 

resultados satisfatórios quando aplicado. Para que este seja impulsionado, o 

algoritmo solicita resolver uma sequência de problemas de aprendizagem. Após a 

primeira interação de aprendizagem, os exemplos são ponderados novamente para 

enfatizar aqueles que foram classificados incorretamente pelo classificador fraco 

anterior. O classificador forte final assume a forma de um Perceptron, uma 

combinação ponderada de classificadores fracos seguida por um limite (VIOLA; 

JONES, 2004). 

A ideia básica do algoritmo tem como objetivo eliminar os recursos redundantes 

e inúteis. A determinação de cada classificador fraco mais recente, envolve a 

avaliação de cada recurso em todos os exemplos de treinamento, para encontrar o 

recurso de melhor desempenho. Foi estimado esta fase do método de treinamento 

como uma das mais demoradas (QIANG-RONG; HUA-LAN, 2010). 

Supondo que T hipóteses serão construídas cada uma usando um único 

recurso. A hipótese final será a combinação linear ponderada das T hipóteses, onde 

os pesos são inversamente proporcionais aos erros de treinamento (VIOLA; 

JONES, 2004). As ponderações destes classificadores fracos descritos como: 

Dada as imagens (𝑥",𝑦"),...(𝑥#,𝑦#) onde 𝑦$=0, e 1 para os exemplos e positivos 

respectivamente.  

Inicializa-se os pesos 𝑤",$ =
"
-.

 e  𝑤",$ =
"
-/

  para 𝑦$ igual a 0 e 1 respectivamente 

onde m e l são as amostras positivas e negativas nesta ordem.  

Para t =1,...,T: 

1.Ocorre a normalização dos pesos a partir da Equação 3.11: 

𝑊0,$ ←
1",$

∑ 1",%	&
%'(	

     (3.11) 

2.Seleciona o melhor classificador fraco e o seu erro respectivo dado por: 

.∈0= 𝑚𝑖𝑛3,4,5	∑ |𝑤$|	ℎ(𝑥$ , 𝑓, 𝑝, 𝜃) − 𝑦$|$    (3.12) 

3. Define ht (x) = h(x, ft , pt, θt ) onde  ft , pt , and θt são os mínimos de t  

4. Ocorre a atualização dos pesos: 

𝑤0'","	 = 𝑤0,$ . 𝛽0
"%6$    (3.13) 

onde 𝑒$ = 0 se 𝑥$ = 0 for classificado corretamente, 𝑒$ = 0 caso contrário, e 
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𝛽0 =
7"

"%7"
     (3.14) 

5. O classificador forte final C(x) dado por:  

C(x) = 1, se ∑ 𝛼0ℎ08
0(" (𝑥) 	≥ 	 "

-
∑ 𝛼08
0("  e 0, se não.  (3.15) 

para 𝛼0 = 𝑙𝑜𝑔 "
9"

 

  
Na seção sobre redes neurais, foi retratado o funcionamento de um Perceptron 

de duas classes, neste estágio será realizado este procedimento para mais classes. 

Em síntese, nesta etapa haverá uma combinação linear dos classificadores mais 

fracos para ser construído um classificador denominado de classificador forte que 

eliminará os recursos redundantes e inúteis reduzindo o custo computacional do 

algoritmo significativamente. 
  

3.3.5. CLASSIFICAÇÃO EM CASCATA 
 

Esta parte visa detalhar a técnica para o desenvolvimento de uma cascata 

de classificadores, que permite o algoritmo atingir maior desempenho de detecção, 

enquanto reduz tempo de computação e atinge taxas baixas de falsos positivos. A 

principal idéia destes classificadores melhorados será a rejeição de subjanelas 

negativas, e a detecção das positivas.  

Teoricamente, o Adaboost pode ser suficiente para gerar um algoritmo 

generalizante satisfatório. Todavia, se faz necessário um enorme conjunto de 

treinamento negativo para reunir todos os padrões negativos possíveis. De acordo 

com Wang (2014), a probabilidade de um rosto aparecer em uma imagem tem 

pouca relevância para a construção do classificador apresentado, porque requer 

que a taxa empírica de falso negativo e falso positivo se aproxime de zero. A ideia 

de uma cascata de atenção multicamadas foi adicionada para resolver esta 

problemática. O algoritmo deve implantar mais recursos para trabalhar nas janelas 

com maior probabilidade de conter um rosto, gastando o mínimo de esforço 

possível nas outras etapas. 

Os estágios da cascata são construídos por classificadores de treinamento 

usando Adaboost. Começando com um classificador forte de dois recursos, um filtro 

de rosto eficaz pode ser obtido ajustando o limite do classificador forte para 

minimizar falsos negativos. Este classificador pode reduzir significativamente o 
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número de subjanelas que precisam de processamento adicional com poucas 

operações (VIOLA; JONES, 2004). 

Um resultado positivo do primeiro classificador aciona a avaliação de um 

segundo classificador, que também foi ajustado para atingir taxas de detecção 

altas. Um resultado positivo do segundo classificador, aciona um terceiro 

classificador e assim por diante. Um resultado negativo em qualquer ponto leva à 

rejeição imediata da subjanela. A estrutura da cascata reflete o fato de que, em 

qualquer imagem única, a grande maioria das subjanelas são negativas, como tal, 

a cascata tenta rejeitar tantos negativos quanto possível no estágio mais inicial 

provavél (VIOLA; JONES, 2004) (Figura 3.17). 
 

Figura 3.17. Funcionamento do algoritmo em cascata do algoritmo Viola-
Jones. 

 
Fonte: VIOLA; JONES (2004). 

 

Para o número de recursos avaliados ao digitalizar imagens reais será 

necessariamente um processo probabilístico. Qualquer subjanela dada irá 

progredir na cascata, um classificador por vez, até que seja decidido que a janela 

foi negativa ou, em raras circunstâncias, a janela seja bem-sucedida em cada teste, 

assim rotulada como positiva (VIOLA; JONES, 2004). 
 

3.3.6. APRIMORAMENTO DA TÉCNICA  
 
Nos anos posteriores ao desenvolvimento deste algoritmo foram divulgadas 

várias atualizações e melhorias nesta técnica. Dentre as principais foi encontrado 

o aperfeiçoamento realizado pelos pesquisadores Lienhart; Kuranov; Pisarevsky 

(2003). Os autores estendem a estrutura de detecção rápida de objetos descrita 

por Viola e Jones (2001) de duas maneiras importantes: em primeiro lugar, seu 
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conjunto básico e completo de atributos semelhantes a Haar foi estendido por um 

conjunto eficiente de recursos rotacionados a 45°, que adicionam robustez. Em 

segundo lugar, foi provado empiricamente que o Gentle Adaboost supera (com 

relação à precisão de detecção) o discreto e real Adaboost para tarefas de detecção 

de objetos, embora tenha uma complexidade computacional menor, ou seja, requer 

um menor número de atributos para o mesmo desempenho.  

Nestes experimentos, os recursos semelhantes a Haar adicionais aumentaram 

significativamente o poder de expressão do sistema de aprendizagem e, 

consequentemente, melhoraram o desempenho do sistema de detecção de 

objetos. Após algumas restrições foram selecionados quatro recursos de borda, 

oito recursos de linha e dois recursos de contorno central e um de diagonal, 

ilustrados na Figura 3.18. 
 
Figura 3.18. Atributos semelhantes a Haar. (a) Recursos de borda. (b) 

Recursos de linha. (c) Recursos de contorno central. (d) Recurso diagonal. 
 

 
Fonte: Produzido pelo autor 

 

O Adaboost auxilia no julgamento dos melhores recursos dentre os 

classificadores fracos. Entre as suas variantes se encontram o denominado 

Adaboost suave, semelhante ao utilizado no algoritmo de Viola-Jones, no que diz 

respeito à complexidade computacional de uma perspectiva de classificação, mas 

diferem em seu algoritmo de aprendizagem. Os passos deste procedimento 

desenvolvido por Freund (1996) são descritos como: 

 1. Dados N exemplos (𝑥", 𝑦"),...,(𝑥: , 𝑦:) com X 𝜖	𝑅; , 𝑦"𝜖{−1,1} 

 2. Inicie os pesos em 𝑤" = 1/𝑁, 𝑖 = 1, . . . . , 𝑁. 

 3. Repita o processo para m=1,...M 
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 a) Ajustar a função de regressão 𝑓.(𝑥) por mínimos quadrados 

ponderados de 𝑦$ a 𝑥$ com pesos 𝑤$. 

 b) Defina 𝑤$	 ← 𝑤$ 	. 𝑒𝑥𝑝(−𝑦$	.𝑓.(𝑥)) , i = 1, ..., N e pondere  novamente os 

pesos para que ∑ 𝑤$	$ = 1 

 4.O classificador final será igual a ∑ 𝑓.(𝑥).=
.("  

Dessa forma, foi observado que a implementação de atributos semelhantes a 

Haar mais variados e a utilização do algoritmo de treinamento suave Adaboost 

proporcionou melhoria na técnica de Viola-Jones. 
 

3.3.7. CARACTERISTICAS DA FACE 

 
Os atributos faciais são facilmente percebidos sob uma ótica humana, todavia 

quando realizada a partir da visão computacional, pode apresentar diversas 

dificuldades como posicionamento do rosto, variação na iluminação, dentre outros 

fatores. Apesar de haver uma grande variedade de rostos humanos, existem 

algumas características que eles compartilham, e a partir destas que o algoritmo 

de Viola-Jones foi aplicado para realizar esta identificação. 
 

3.3.7.1. OLHOS  
 

Vikram e Padmavathi (2017) explicam que a região do olho, pode ser 

observada como a mais escura em relação a outras partes do rosto. Dessa forma, 

a aplicação dos atributos semelhantes a Haar se torna válida. Estes atributos 

analisam as imagens procurando regiões semelhantes aos seus tipos, a Figura 

3.21 representa o tipo de atributo utilizado para a detectar esta caracteríticas e a 

Figura 3.21 (a) ilustra o sobreposto em uma face.  
 

Figura 3.19. Atributo semellhante a Haar do tipo 2. 

 
 Fonte: Produzido pelo autor 
 

3.3.7.2. NARIZ 
 

O nariz possui três características locais principais que o difere das outras 
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(b) (c) (a) 

regiões do rosto. Segundo Hassaballah (2011) e Maghraby et al. (2014), no nariz 

temos a semelhança dos lados esquerdo e direito quando visto frontalmente, 

propriedade verificável a partir da distância euclidiana entre os dois lados. Em 

segundo lugar, temos a especificidade chamada de propriedade Dark-White-Dark 

(DWD) na qual a parte inferior da região do nariz caracteriza duas narinas escuras 

e uma sub-região clara devido ao reflexo da luz no nariz, ademais as duas narinas, 

as regiões são menores do que a média da sub-região mais leve do meio contendo 

a ponta do nariz. E por fim, as variações observadas na parte inferior e superior, 

isto ocorre no momento que a face rotaciona alguns graus, enfraquecendo as 

propriedades previamente mencionadas, e a única propriedade clara dada pela 

variação entre a parte inferior e a parte superior. A Figura 3.20 ilustra estas 

características e a Figura 3.21 (b) representa a sobreposição de um atributo 

semelhante a Haar nesta região. 
 

Figura 3.20. Características do nariz. 

 
Fonte: Maghraby et al. (2014)  

 
3.3.7.3. BOCA 

 
Assim como o nariz e os olhos, a região da boca também apresenta 

características específicas. A característica que torna possível a percepção da boca 

pelos atributos semelhantes a Haar são os lábios que possuem uma tonalidade 

mais clara que sua região central. A Figura 3.21 (c) representa esta situação. 

Figura 3.21. Atributos Haar na região da face. (a) Atributo Haar 
sobreposto ao olho; (b) Atributo Haar sobreposto ao nariz; (c) Atributo Haar 

sobreposto à boca. 
 
 
 
 

 
Fonte: ARAFAH et.al (2019) 
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3.4. SEGMENTAÇÃO POR TONS DE PELE 
  

Gonzalez e Woods (2010) explicam que a segmentação consiste na subdivisão 

de uma imagem em regiões ou objetos que a compõem, em relação a segmentação 

de imagens baseada em cores os melhores resultados são obtidos por meio da 

utilização dos vetores de cores RGB, este processo objetiva a classificação dos 

pixels como pertencentes ou não a um intervalo específico. A relevância deste 

procedimento está em realçar as regiões de interesse de uma imagem a partir de 

colorações específicas.  

Uma das principais características dos rostos humanos está na coloração da 

sua pele. Segundo Maghraby (2013), um ambiente de fundo regulado, a detecção 

de pele foi capaz de localizar rostos nas imagens, todavia objetos que têm cores 

de tom de pele, podem ser identificadas erroneamente por um detector de pele. O 

processamento de cores por ser mais rápido que o processamento de atributos 

faciais pode ser usado como um processo preliminar para técnicas de detecção de 

rosto (HSU; ABDEL-MOTTALEB; JAIN,2002).  

Inúmeras técnicas de visão computacional foram produzidas para detecção de 

pele. Um detector de pele normalmente transforma um determinado pixel em um 

espaço de cor apropriado e, em seguida, usa um classificador de pele para rotular 

o pixel, seja ele uma pele ou um pixel sem pele (MAGHRABY, 2013).  

Saxen e Al-hamadi (2014) estudaram diversas metodologias para esta 

aplicação, dentre estas podem ser destacadas os métodos baseados em limiares. 

Eles destacaram sua popularidade e número de estudos publicados na literatura 

acerca deste grupo de métodos. Algumas vantagens foram apontadas como o fato 

de não ser necessário treinar um método baseado em limiares e que são 

computacionalmente eficientes e fáceis de implementar. Todavia esta técnica 

apresenta algumas desvantagens como o baixo desempenho em comparação aos 

demais.  

Kovac, Peer e Solina (2003) propõem uma ferramenta baseada em limiares nos 

espaços de cores em RGB para a segmentação de pele. Os limiares propostos 

foram: R > 95; G > 40; B > 20; max(R, G, B) − min(R, G, B) > 15 ; |R − G| > 15 ; 

R>G e R>B. 
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3.5. PONTOS DE CANTO 

 
Existem diversas características em uma imagem que podem ser 

consideradas informações importantes para uma dada análise. A exemplo destas 

características, as bordas de uma imagem, as intensidades de cores, pontos 

isolados, linhas dentre outras características.  

Na área de PDI existem os métodos baseados na detecção de mudanças 

locais abruptas de intensidade. Os três tipos de características de interesse destes 

métodos são os pontos isolados, as linhas e as bordas. De acordo com Gonzalez 

e Woods (2010), os pixels de borda são pixels em que a intensidade de uma função 

imagem muda subitamente, e as bordas são os conjuntos de pixels de borda 

conexos, já a linha pode ser vista como um segmento de borda cuja intensidade do 

fundo de cada lado da linha seja maior ou menor à intensidade dos pixels da linha 

e o ponto isolado consiste em uma linha em que o comprimento e a largura sejam 

um pixel.  

Um dos métodos utilizados para a detecção de pontos isolados foi o baseado 

em recursos. Ma (2021) explica que a detecção de pontos fundamentada em 

recursos se popularizou devido à sua flexibilidade e robustez e à capacidade de 

uma ampla gama de aplicações.  

Em particular, a detecção de recursos pode extrair a estrutura distinta de uma 

imagem, e a descrição de recursos pode ser considerada como um método de 

representação de imagem amplamente usado na codificação e medições de 

similaridade, como classificação e recuperação de imagens. Os métodos de 

correspondência baseados em recursos são geralmente mais eficientes e podem 

lidar melhor com a deformação geométrica (MA, 2021). 

Ma (2021) elucida que os recursos detectados representam estruturas 

semânticas específicas em uma imagem ou no mundo real, dentre eles temos os 

recursos de canto. Um recurso de canto pode, por exemplo, ser definido como o 

ponto de cruzamento de duas linhas retas com as formas de “L”, “T”, “X” ou um 

ponto de alta curvatura de um contorno. A ideia comum de detecção de canto pode 

ser descrita avaliando uma resposta de canto e distinguindo das arestas, planas ou 

outras áreas de imagem menos diferentes (MA, 2021).  

O detector de cantos Harris et al. (1988) foi introduzido com o fim de detectar 
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estes recursos de canto. O objetivo do método de Harris, explicado por Ma (2021), 

encontra nas direções das mudanças de valores de intensidades de cinza mais 

rápidas e mais baixas usando uma matriz de momento de duas ordens ou uma 

matriz de autocorrelação; fazendo com que seja invariável em relação à orientação 

e iluminação e tem repetibilidade e distinção confiáveis. Posteriormente, este 

método de rastreamento foi melhorado por Shi e Tomasi (1994) tornando estes 

recursos mais precisos. A Figura 3.22 ilustra a detecção dos pontos de canto em 

uma imagem.  

Figura 3.22. Pontos de canto em uma imagem. 

 
Fonte: KHANNA (2019). 
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4. O ALGORITMO MASKFY 
 

4.1. BANCO DE IMAGENS 

 

Para este trabalho foi utilizada duas bases de dados sendo estes bancos de 

imagens de faces de indivíduos sem máscara e em diversas poses e de indivíduos 

com máscara. 

Em relação aos indivíduos sem máscara, foi usado o banco de dados 

desenvolvido por Oliveira e Thomaz (2005), em seu trabalho “Captura e 

Alinhamento de Imagens: Um Banco de Faces Brasileiro”. Um conjunto de fotos 

composto por 2500 imagens, capturadas em posições diversas. A máquina 

fotográfica utilizada para a aquisição das imagens foi uma Sony Cybershot digital 

DSC-W1 (5.1 Megapixels). A dimensão das imagens foi de 640 x 480 pixels no 

formato JPEG (Joint Photographic Experts Group). Todas as fotografias foram 

tiradas sem flash e o zoom utilizado foi de 2.4 vezes. Foram obtidas ao todo 14 

modelos de cada voluntário, permitindo variação de perfil, expressão facial e 

iluminação. 

No que concerne aos indivíduos com máscara, foi utilizado a base de dados 

Real-world Masked Face Recognition Dataset (RMFRD) desenvolvido por Wang 

(2020), sua escolha pode ser justificada por ser uma das maiores bases de dados, 

com cerca de 5000 imagens de 525 pessoas, disponíveis com as características 

desejadas. Essa base foi formada a partir de uma ferramenta rastreadora em 

python que realiza busca nas plataformas online. Nesta base foi realizada a 

eliminação manual pelo seu autor de figuras que não atendiam a requisitos do 

banco, mesmo assim possui uma grande variabilidade de imagens, tanto em 

tamanho como em características.  

Apesar da ampla base de imagens, foram empregados alguns critérios de 

exclusão para o seu uso neste trabalho. Dentre os indivíduos foram selecionadas 

imagens com resolução satisfatória, iluminação aceitável, somente com uma 

pessoa. As imagens de pessoas com barbas ou bigodes, com uso de acessórios 

foram eliminadas nesta primeira etapa dos testes. Um dos principais critérios de 

exclusão foi em relação a imagens de indivíduos de corpo completo, muito 

encontrado neste banco de dados, limitando apenas as imagens das faces.  
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Após esta análise, foram selecionadas 117 imagens de indivíduos com 

máscaras e 107 imagens de 9 indivíduos sem máscaras em diversas posições para 

a execução dos testes.  

 

4.2. FERRAMENTA DE DESENVOLVIMENTO 

 

Como plataforma operacional para desenvolver este algoritmo foi utilizado o 

software MATLAB®. Este software possui uma linguagem de alto nível própria de 

programação (SOLOMON, 2011). A principal razão para o seu uso está respaldada 

por um conjunto de funções, denominadas toolboxes, que foram e são 

desenvolvidas por especialistas de uma determinada área (QIDWAI e CHEN, 

2009). Essas funções especializadas propiciam o acesso do usuário a um conjunto 

abrangente de algoritmos de referência e aplicativos em diversas áreas 

(MATHWORKS, 2019). Nesse cenário, o desenvolvimento do presente trabalho se 

deu nesse ambiente computacional, tendo em vista a facilidade provida por sua 

linguagem de alto nível, suas toolboxes, com ênfase para área de Processamento 

de imagem amplamente e sua popularidade no meio acadêmico, provendo uma 

grande quantidade de informações relevantes na literatura. 

 

4.3. ESTRATÉGIA ALGORÍTIMICA 

 

Para a elaboração do referido trabalho foi desenvolvido uma estratégia 

algorítmica capaz de analisar imagens coloridas (RGB) de indivíduos e identificar 

se estes estão usando o equipamento de proteção individual ou não. O algorítmo 

implementado nesse estudo foi criado baseado na necessidade da indicação desta 

informação para sistemas de segurança, como um alerta e uma forma de ajudar na 

educação quanto a responsabilidades social. Em conjunto com os cuidados básicos 

de higiene e distanciamento e isolamento social recomendados pelas autoridades 

de saúde, a utilização desse equipamento protetivo não foi dado tomado apenas 

como um cuidado pessoal, mas um compromisso com a saúde de todas as pessoas 

que nos cercam. A Figura 4.1 apresenta um fluxograma do algoritmo proposto 

sendo detalhado posteriormente.   
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Figura 4.1. Fluxograma da estratégia criada.  
  

 
Fonte: produzido pelo autor. 

 
 

4.3.1. ESPELHAMENTO AUTOMÁTICO  

 

Após a seleção da imagem, o algoritmo passa para etapa de espelhamento 

automático. Esta fase foi fundamental devido ao algoritmo conseguir detectar com 

uma maior precisão as faces de perfis da vista lateral esquerda, em relação à vista 

lateral direita. 
Para realizar essa fase, a imagem original foi dividida em duas metades. Foi 

percebido após a divisão das imagens de vista lateral direita que a região ocular 
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estava localizada na metade direita da imagem. Assim foi aplicada a função 

vision.CascadeObjectDetector na metade direita da imagem. Esta função tem como 

objetivo de detectar objetos em cascatas utilizando o algoritmo Viola-Jones, na 

identificação das características do rosto, nariz, olho, boca e até mesmo a parte 

superior do corpo das pessoas. Se esta função identificar o olho na metade direita 

da imagem, será espelhada a imagem em relação ao seu eixo y resultando na 

imagem final (Figura 4.2) e (Figura 4.3).  

 

Figura 4.2. Exemplo de espelhamento automático em individuo sem 
máscara. 

 
Fonte: Produzido pelo autor. 

 

Figura 4.3. Exemplo de espelhamento automático em individuo com 
máscara. 

 
Fonte: Produzido pelo autor. 

 

4.3.2. DETECÇÃO DE FACES EM VISTAS LATERAIS  

 

Na etapa de detecção de faces foi utilizado a função 

vision.CascadeObjectDetector com o objetivo de identificar faces em vista lateral.  

O uso de acessórios, como a máscara, na região da face pode vir a dificultar 

a leitura destes atributos. Um outro ponto relevante foi no mecanismo de 

identificação de boca e nariz, não sendo efetivo para faces em sua vista lateral, 
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prejudicando o rendimento da técnica em análise. 

Conforme descrito anteriormente, o algoritmo diminui sua eficácia se a face 

está em vista lateral, sendo assim, foi necessário a criação de uma variação na 

estratégia para essas imagens. A função vision.CascadeObjectDetector foi a que 

melhor atendeu aos requisitos para discriminar as imagens com estas 

características. Todavia, esta função também selecionou algumas características 

de vistas frontais o que gerou a necessissidade de um parâmetro que abrangesse 

as especificidades destas imagens.  

Portanto foi necessário criar dois procedimentos de verificação. O primeiro 

procedimento foi a partir da avaliação da presença de caracteristícas faciais, como 

o nariz e a boca, com a função vision.CascadeObjectDetector e o segundo a partir 

da análise de intensidade da região provável para a máscara obtida através dos 

pontos de canto e com a verificação dos atributos faciais com a função 

vision.CascadeObjectDetector. Ao finalizar esta etapa a função citada identifica 

essas faces em vista lateral, caso o resultado seja falso, o algoritmo passa para 

verificação dos atributos de boca e nariz, caso verdadeiro será realizado o segundo 

procedimento descrito anteriormente. 

 

4.3.3. IDENTIFICAÇÃO DOS ATRIBUTOS FACIAIS 

 

Nesta etapa o algoritmo verificará a presença do nariz e da boca na imagem. 

A máscara foi descrita como um dispositivo que protege a região nasal e oral e 

consequentemente cobre esta região deixando-a imperceptivel por dispositivos de 

captura de imagem, ou seja, se um algoritmo tentar verificar a presença de traços 

do nariz e da boca em um sujeito com máscara, não o conseguirá.  

A estratégia nesta etapa utilizará a função vision.CascadeObjectDetector. 

Primeiramente foi criado um detector que examina a imagem a procura da região 

da boca, em seguida foi desenvolvido uma função que explora a imagem buscando 

a região do nariz. Caso o atributo seja encontrado na imagem, estes detectores 

indicarão uma matriz com localização destes atributos, caso contrário não haverá 

valores nesta matriz.  

A hipotése de que os dois detectores sejam nulos demonstra que não foi 

encontrado na imagem o nariz e a boca, esta situação representa o indivíduo com 
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o uso do EPI. Já a suposição que os dois detectores não sejam nulos, ou seja, foi 

identificado a região do nariz e da boca, representa um indivíduo sem máscara. A 

Figura 4.4 e a Figura 4.5 ilustra este procedimento. 

 

Figura 4.4. Identificação do nariz e boca em indivíduo sem máscara. 

 
Fonte: Produzido pelo autor. 

 

Figura 4.5. Identificação do nariz e boca em indivíduo com máscara. 

 
Fonte: Produzido pelo autor. 

 

4.3.4. VERIFICAÇÃO SECUNDÁRIA  

 
4.3.4.1. SELEÇÃO DAS REGIÕES DA FACE 

 
Esta etapa busca selecionar as regiões da face do sujeito, seja em vista 

lateral, seja em vista frontal. Com o objetivo de discriminar a vista frontal da face foi 

utilizado o método proposto por Lienhart; Kuranov; Pisarevsky (2003) descrito 

anteriormente na seção 3.3.6. Já para as faces de vista lateral foi aplicado o 

algoritmo padrão de Viola-Jones. Este processo buscou eliminar informações 

irrelevantes para a análise como as roupas e a região do pescoço. 

Neste estágio foi criado um descritor de faces em vistas frontais e laterais. O 

detector percorre a imagem à procura de faces em vista lateral ou em vista frontal, 

se localizada algumas destas, retornará uma matriz com a sua localização e em 
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seguida, esta região será selecionada (Figura 4.6 e Figura 4.7). Outra opção 

desenvolvida, caso o algoritmo não encontre faces com estas particularidades, 

deverá seguir a estratégia com a imagem original. 

 

Figura 4.6. Região da face em vista lateral. 

 
Fonte: Produzido pelo autor. 

 

Figura 4.7. Região da face em vista frontal. 

 
Fonte: Produzido pelo autor. 

 

4.3.4.2. SEGMENTAÇÃO POR TONS DE PELE  

 
Na etapa de segmentação foi classificado os pixels com a intensidade da cor 

da pele da região selecionada. Para esta análise, foi utilizado uma estratégia 

adaptada de Kovac, Peer e Solina (2003). Esta foi apropriada no uso da técnica de 

processamento morfológico do tipo fechamento, com um elemento estruturante de 

forma quadrada para melhorar seus resultados. Dessa forma, na maioria das 
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imagens analisadas as regiões das máscaras não foram identificadas (Figura 4.8 e 

Figura 4.9). 

 

Figura 4.8. Segmentação por tons de pele em indivíduo sem máscara. 

 
Fonte: Produzido pelo autor. 

 

Figura 4.9. Segmentação por tons de pele em indivíduo com máscara. 

 
Fonte: Produzido pelo autor. 

 

4.3.4.3. SELEÇÃO DA REGIÃO MASCARADA  

 

Neste estágio foi analisado qual seria a melhor estratégia para segmentar a 

região com a maior probabilidade da presença do EPI, ou seja, a região do nariz e 

da boca. Para este fim, foi utilizado a técnica de detecção de pontos de canto. Esta 

técnica busca detectar os cantos da imagem usando o algoritmo de autovalor 

mínimo e retorna o objeto o cornerPoints. A função detectMinEigenFeatures usa o 

algoritmo desenvolvido por Shi e Tomasi (1994) para encontrar estes valores. A 

aplicação desta função requer que as imagens estejam em tons de cinza, sendo 

assim, antes de aplicá-la a imagem foi realizada a conversão do modelo de cor. A 
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Figura 4.10 apresenta a seleção destes pontos.  

 

Figura 4.10. Detecção dos pontos de canto nas imagens. (a) Em indivíduo 
sem máscara e (b) Em indivíduo com máscara. 

 

(a)                                             (b) 
Fonte: Produzido pelo autor. 

 

Foi percebido nas imagens que o primeiro ponto a ser identificado coincide 

com a região da ponta do nariz para imagens de vista lateral e com as orelhas para 

imagens de vista frontal. Estes atributos foram relacionados com a presença da 

máscara da seguinte forma: a ponta do nariz e as orelhas, pelo fato em que a região 

abaixo delas são onde as pessoas usam este EPI. Já o último ponto identificado na 

imagem, foi importante por ser onde finaliza a região da cabeça. Sendo assim, foi 

mapeada as coordenadas do primeiro e do último ponto, e selecionada a região 

abaixo destes (Figura 4.11). 

 

Figura 4.11. Seleção da região abaixo do primeiro e último ponto 
identificado. (a) Em indivíduo sem máscara e (b) Em indivíduo com máscara 

 
(a)                                               (b) 

Fonte: Produzido pelo autor 
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Logo em seguida essas regiões são recortadas da imagem para análise 

posterior como ilustrado na Figura 4.12. 

 

Figura 4.12. Região abaixo do primeiro e último ponto identificado. (a) Em 
indivíduo sem máscara e (b) Em indivíduo com máscara. 

 
(a)                                                        (b) 

Fonte: Produzido pelo autor 
 

4.3.4.4. VERIFICAÇÃO DAS CARACTERÍSTICAS DA REGIÃO  

 
No estágio final foi analisada a região segmentada na etapa anterior, uma 

das características observadas foi que nos indivíduos que faziam o uso da máscara 

de proteção respiratória, a região apresentou uma maior área com a tonalidade 

preta, já em indivíduos que não faziam o uso havia uma maior área de tonalidades 

em cinza.  

Desse modo, o algoritmo verificou quantos pixels na imagem tem o valor de 

0 (que representa o preto nas tonalidades em cinza) e quantos tem um valor maior 

que 0. Em seguida estas variáveis foram comparadas, caso a variável que 

representa os pixels com valores maiores que 0 for maior que a representada pelos 

valores iguais a 0, foi suposto que o indivíduo não estava utilizando a máscara, 

caso contrário será realizado o processo de análise dos atributos faciais descritos 

na seção 4.3.3, na imagem obtida na etapa de “Seleção da região da face” deste 

processo. 
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5. RESULTADOS E DISCUSSÕES 
 

As imagens de teste no que concerne aos indivíduos com máscara foram 

obtidas em diferentes condições de iluminação e fundos complexos, já para os 

indivíduos sem máscara sua obtenção foi com condições normalizada como 

descritos anteriormente. Para o presente trabalho foram analisadas o total de 223 

imagens, sendo 108 imagens de 9 sujeitos sem máscaras em diversas posições 

(Figura 5.1) e 115 imagens de pessoas com máscaras de variadas estampas e em 

diversos ambientes (Figura 5.2). 

 

Figura 5.1. Exemplos de imagens de indivíduos sem máscara. 

 
Fonte: Produzido pelo autor. 

 
Figura 5.2. Exemplos de imagens de indivíduos com máscara.  

 
Fonte: Produzido pelo autor. 

 
Como instrumento de análise dos resultados foi utilizado a chamada matriz de 

confusão. Monard e Baranauskas (2003) conceituam matriz de confusão como uma 

técnica dada pela hipótese h oferecendo medidas efetivas do modelo de 
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classificação. Ao mostrar o número de classificações corretas versus as 

classificações preditas para cada classe, sobre um conjunto de exemplos T. Na 

Tabela 5.1 os dois erros possíveis são denominados falso positivo (FP) e falso 

negativo (FN), onde TP apresenta o número de exemplos positivos classificados 

corretamente e TN consiste no número de exemplos negativos classificados 

corretamente.  
 

Tabela 5.1. Matriz de Confusão. 

 
Com máscara Sem máscara 

Com máscara 109 6 

Sem máscara 5 108 

 

Com base na Tabela 5.1 descrita, foi calculado outras variáveis como: acurácia 

e a taxa de erro para cada classe. A acurácia pode ser dada por: 

Acurácia		 = 	 !"#!$
!"#%"#!$#%$

    (5.1) 

As taxas de erro por classe e a taxa de erro total são calculadas através das 

equações: 

𝑇𝑎𝑥𝑎	𝑑𝑒	𝑒𝑟𝑟𝑜	𝑑𝑎	𝑐𝑙𝑎𝑠𝑠𝑒 = 	 %$
!"#%$

                        (5.2) 

𝑇𝑎𝑥𝑎	𝑑𝑒	𝑒𝑟𝑟𝑜	𝑑𝑎	𝑐𝑙𝑎𝑠𝑠𝑒 = 	 %"
%"#!$

                       (5.3) 

𝑇𝑎𝑥𝑎	𝑑𝑒	𝑒𝑟𝑟𝑜	𝑡𝑜𝑡𝑎𝑙 = 	 %"#%$
	

$'()*+	,+,-.	/)	-(+0,*-0
                (5.4) 

 

sendo FN os falsos negativos, FP os falsos positivos, TP os exemplos positivos 

classificados corretamente e TN os exemplos negativos classificados 

corretamente. 

Com os testes realizados pelo algoritmo MASKFY foi obtido uma acurácia de 

95%. Em relação as taxas de erro o cálculo 4,4% e 5,2% para as classes sem 

máscara e com máscaras respectivamente. E por fim, o erro total calculado foi de 

4,8%.  

Dentre as imagens sem máscara, as falhas podem ser justificadas pela não 

identificação do olho pelo algoritmo na etapa do espelhamento automático, 
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provocado pela oclusão ou mesmo pelo uso do acessório, neste caso os óculos. 

(Figura 5.3).  

 

Figura 5.3. Imagens com resultados incorretos. 

 
Fonte: Produzido pelo autor 

Para os indivíduos com máscaras, foi analisada a etapa da segmentação por 

tons de pele, no qual foi detectado regiões semelhantes a estas colorações nas 

regiões do fundo da imagem ou até mesmo na própria máscara como apresentado 

na Figura 5.4. 

 

Figura 5.4. Imagens com resultados incorretos. 

 
Fonte: Produzido pelo autor 

As contribuições do algoritmo denominado MASKFY na identificação de 

pessoas com máscaras ou sem máscaras foram: 

1. Uma nova metodologia para o espelhamento automático descrito na seção 

4.3.1;  

2. A segmentação por tons de pele adaptada usada na estratégia descrita na 

seção 4.3.4.2; 

3. A criação de uma estratégia para identificar sujeitos com máscara e sem a 

máscara de maneira efetiva demonstrado na seção 4.0.  
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Como descrito previamente o uso das máscaras vai além da proteção em 

situação de epidemia, este EPI definido como essencial e obrigatório em qualquer 

laboratório ou estabelecimento de saúde como hospitais e clínicas, que lidam 

diariamente com materiais químicos e biológicos.  

A utilização deste EPI tem se mostrado eficaz contra a contaminação por 

diversas substâncias e micro-organismos nos ambientes descritos anteriormente e 

em ambientes com aglomerações em casos de epidemia, como corroboram os 

estudos de Kimman et al. (2008) observando que a rota primária de transmissão de 

agentes infecciossos nos laboratórios foi por meio de partículas de aerossóis. A 

partir deste estudo foi concluído a relevância deste equipamento como uma barreira 

eficaz frente a estes particulados. 

Em sua metanálise, Liang et al. (2020) descreve que a razão pela qual a 

máscara tem sua eficácia contra o combate de infecções virais, como o seu 

mecanismo de proteção física, impedindo que o trato respiratório entre em contato 

com o vírus externo, reduzindo assim o risco de infecções respiratórias por vírus. 

Acerca desta situação foi comprovado que o risco de infecção por influenza, SARS 

e COVID-19 foi reduzido em 45%, 74% e 96% pelo uso de máscaras, 

respectivamente (Offeddu, 2017; Jefferson, 2008). 

Em sua pesquisa Jefferson et al. (2011) concluiu a partir de 67 estudos que a 

utilização de máscaras foi uma das importantes barreiras na transmissão de vírus 

respiratórios. Em corroboração a esta ideia, Barasheed et al. (2016) analisou a 

utilização e eficácia das máscaras integrando 12.710 amostras de mais de 50 

países no mundo, e descobriu que usar máscaras em locais lotados pode reduzir o 

risco de infecções respiratórias em até 20%. 

Outrossim, Wang (2020) destacou a importância do uso de máscaras de 

proteção respiratória que se mostrou eficaz na redução de casos e transmissão do 

Covid-19. As máscaras cirúrgicas são de caráter obrigatório em salas de operação 

de hospitais visto que, há evidências que comprovam que seu uso seja útil para 

diminuir a carga biológica no ambiente da sala de operações (OGO, 2020).  

 Ademais, sabemos que um dos grandes problemas em laboratório não está 

nas tecnologias disponíveis para eliminar os riscos e sim no comportamento dos 

profissionais em relação as medidas de biossegurança, como explica Penna 

(2010). Com base nestes princípios foi viabilizada uma estratégia para que a 
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análise dos indivíduos em uso de máscara de proteção respiratória fosse feita de 

maneira mais ágil por sistemas de segurança, permitindo a quem os comanda 

alertar os sujeitos identificados a importância da sua utilização. 
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6. CONCLUSÕES 
 

Diante do fato de que o uso de máscaras de proteção respiratória está sendo 

cada vez mais comum na população, tanto em ambientes onde sua utilização seja 

de caráter obrigatório, quanto em ambientes comuns em momentos de epidemia, 

alertar a população o seu uso foi imprescindível para evitar a contaminação por 

diversas partículas ou agentes patológicos. Com esta finalidade estratégias devem 

ser criadas para incorporar os sistemas de segurança nos ambientes com o 

propósito de proteção aos indivíduos e a população no geral. 

Levando em consideração esse contexto, o trabalho apresentou um sistema 

capaz de identificar estas características relevantes nas imagens dos bancos de 

dados utilizados nos testes, através das técnicas de PDI aplicadas em conjunto 

com a nova estratégia criada com o algoritmo Viola-Jones, a segmentação por tons 

de pele, avaliação das características de canto. 

Este trabalho buscou auxiliar na identificação de pessoas com a utilização de 

máscara para a literatura cientifica. Sua relevância se fundamenta na necessidade 

da criação de sistemas que realizem esta identificação automática nos ambientes 

hospitalares e públicos. Foram alcançados os objetivos propostos no trabalho com 

resultados satisfatórios em 95% das imagens. 

Foi percebido também que a posição de captura e angulação das fotos pode 

influenciar a detecção das características e das propriedades, o que dificulta na 

identificação das máscaras pelo algoritmo. Outro ponto relevante, foi em relação as 

variações de estampas dos tecidos das máscaras e a presença de pelos faciais 

perto da boca diminuindo a precisão do algoritmo.  

O desenvolvimento do presente estudo possibilitou a criação do MASKFY, 

uma estratégia para a análise de imagens com o objetivo de auxiliar a apuração de 

indivíduos com máscaras. Por fim, também abordou a importância do uso deste 

EPI e a relevância das técnicas de PDI para a resolução de problemas na área 

epidemiológica.  

 

6.1. TRABALHOS FUTUROS 

 

Os trabalhos futuros devem direcionar as estratégias para o desenvolvimento 
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de metodologias para imagens rotacionadas e capturadas em diversos ângulos, e 

de indivíduos com acessórios ou com máscaras com tecidos diferentes e 

estampadas, além de imagens com regiões do fundo semelhante a cor da pele. 

Também observou a necessidade de buscar a melhoria do percentual de acerto da 

estratégia criada e a adaptação do sistema para imagens de indivíduos de corpo 

completo. 
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