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RESUMO  

 

Um dos tumores percussores de maior letalidade entre adultos e idosos, são os tumores 
de gliomas, segundo o CBTRUS, gliomas constituem 78% dos casos de tumores 
malignos. Seu aspecto difuso sobre o sistema nervoso central causa necrose no tecido 
cerebral, e sua rápida expansão compete com o espaço do cérebro dentro da caixa 
craniana, levando a baixa perspectiva de vida quando são descobertos em fase de alto 
grau. Dessa forma, foi desenvolvido uma estratégia algorítmica capaz de segmentar o 
glioma em sua localidade correta e extrair características com base nos cálculos de área, 
perímetro, compacidade e circularidade nas imagens de ressonância magnética, utilizando 
técnicas de processamento de imagens. Uma análise comparativa dos resultados obtidos 
pelo algoritmo em relação ao modelo gerado pelo especialista da base de dados foi 
realizada, obtendo resultados importantes, com uma taxa de sensibilidade 76% na 
segmentação e extração das características dos tumores, 67,08% no plano axial, 80,44% 
no plano sagital e 76,62% no plano coronal. As soluções obtidas foram promissoras, onde 
em alguns casos a segmentação pelo algoritmo se mostrou mais adequado ao glioma que 
os métodos convencionais usados pelos especialistas.  
  

 

Palavras-chave: Tumor cerebral, Glioma, ressonância magnética, Processamento digital 

de imagens, Segmentação. 
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DANTAS, William Marcos. Segmentation and feature extraction by digital image 

processing techniques in cerebral gliomas. Conclusion Work Project, Biomedical 

Enginnering Bachelor Degree, Federal University of Rio Grande do Norte, 72p., 2022. 

ABSTRACT 

 

One of the most lethal precursor tumors among adults and the elderly are glioma tumors, 
according to the CBTRUS, gliomas constitute 78% of cases of malignant tumors. Their 
diffuse aspect over the central nervous system causes necrosis in the brain tissue, and 
their rapid expansion competes with the brain's space within the cranial vault, leading to 
poor life prospects when they are discovered in the high-grade stage. Thus, an algorithmic 
strategy was developed capable of segmenting the glioma in its correct location and 
extracting features based on area, perimeter, compactness and circularity calculations in 
magnetic resonance images, using image processing techniques. A comparative analysis 
of the results obtained by the algorithm in relation to the model generated by the database 
specialist was performed, obtaining important results, with a sensitivity rate of 76% in 
the segmentation and extraction of tumor characteristics, 67.08% in the axial plane, 
80.44% in the sagittal plane and 76.62% in the coronal plane. The solutions obtained were 
promising, where in some cases the segmentation by the algorithm proved to be more 
suitable for the glioma than the conventional methods used by specialists. 
 

 

Keywords: Brain tumor, Glioma, Magnetic resonance, Digital image processing, 

Segmentation.
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1. INTRODUÇÃO 

As tecnologias digitais, juntamente com as novas descobertas das ciências médicas, 

vêm inovando e impulsionando a qualidade da saúde nos tempos atuais. Muito disso se leva 

na evolução da compreensão da anatomia do corpo humano, e na busca de manter o 

organismo funcionando bem e saudável. No auxílio dessa investigação, quando necessário 

análise da saúde dos órgãos vitais, os exames por ressonância magnética têm oferecido 

respostas cada vez mais precisas, especialmente por sua resolução temporal e espacial 

(Armony et al, 2012). 

  A concisão das imagens de ressonância magnética (IRM) tem facilitado a vida de 

médicos e enfermos, por ser um exame não invasivo, possuindo um caráter versátil, podendo 

ser utilizado para análise de diferentes órgãos e tecidos, entre eles, o cérebro. Assim, as IRMs 

se tornam uma ferramenta importante no acompanhamento do desenvolvimento cerebral, 

inclusive em eventuais manifestações de doenças, como no surgimento de tumores. Apesar 

disso, os registros feitos a partir das imagens por especialistas da área, detém tempo e por 

vezes tange a certeza sobre os dados, dessa forma, surge como alternativa para esses 

impasses, a automatização dessa tarefa ao se pensar na importância sobre a localização e na 

dimensão das regiões de interesse, e a relevância desses dados a um diagnóstico final sobre 

a estrutura estudada (Despotović, 2015). 

O cérebro, por ser a parte central de comando sobre o corpo humano, tem sido objeto 

de estudo por vários pesquisadores em todo o mundo. A forma como se comporta na presença 

de patologias como tumores cerebrais possui posição de destaque, em vista que, sua presença 

acarreta agravamentos na saúde de um indivíduo e pode levar a óbito.  

As células da glia, são essenciais ao sistema nervoso central (SNC), sendo em alguns 

de seus aspectos estão relacionadas as características bioquímicas e estruturais (Zhang, 

2001). Tais tumores competem o espaço com o cérebro dentro da caixa craniana e levam a 

necrose do tecido, sendo um dos tipos mais comuns de tumores, representando 33% dos 

tumores originados no SNC (Holdhoff, 2017). Os gliomas, por sua vez, se subdividem em 

vários grupos e são caracterizados pelo seu extenso avanço que se penetra pelo parênquima 

circundante do SNC, sendo classificado como um tumor difuso, levando a um prognóstico 

variável (Wesseling e Capper, 2016). 

Os gliomas possuem heterogeneidade, evidenciada pelo seu formato e aspecto, sendo 

possível relacionar suas características a um diagnóstico mais preciso. Porém, devido a sua 
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heterogeneidade, a análise sobre as IRMs pode ser prejudicada, uma vez que as informações 

precisam ser rotuladas por um grupo limitado de neuro-radiologistas, adicionando 

complexidade à tarefa, e elevando o tempo de entrega de um resultado adequado ao paciente 

(Wesseling e Capper, 2016). 

Assim como as IRMs vem melhorando a forma da análise de um diagnóstico tumoral, 

alguns softwares de processamento de imagens estão auxiliando o custoso trabalho em 

coletar dados, extrair características importantes, agrupar as que mais se assemelham, 

interpretar os resultados obtidos, entre outros (Schmid e Meyer-Bäse, 2014). Reduzindo 

assim, o tempo e eventuais erros a qual a percepção humana pode estar mais sujeita.  

Isso se deve a limitação visual do ser humano ao espectro eletromagnético, no qual as 

imagens geradas por ressonâncias magnéticas apresentam informações que só podem ser 

processadas por um computador. Com a disposição de softwares e algoritmos de 

processamento digitais de imagem, estes conseguem cobrir quase que inteiramente toda a 

banda do espectro (Woods e Gonzalez, 2008), revelando informações que podem ser úteis 

no momento de compor um prognóstico, como exemplo na segmentação de um tumor de 

glioma no cérebro. 

Com acesso a boa parte do espectro eletromagnético, um expressivo número de dados 

pode ser interpretado com o uso de técnicas que consigam extrair deles informações 

fundamentais, que descrevam e evidenciem o objeto de estudo. Se tratando de análise de 

imagens de ressonância magnéticas, técnicas de pré-processamento de imagens são 

utilizadas para aprimorar as imagens e dar destaque a região de interesse. Para isso, diminuir 

os ruídos, suavizar a imagem e ajustar a escala de cinza são alguns métodos que, podem 

separar uma imagem de difícil interpretação em uma imagem mais clara visualmente, onde 

a análise dos dados aparecem mais definidas (Gonzalez, 2009).  

Se tratando de IRMs de gliomas cerebrais, estratégias podem ser criadas para a 

segmentação e extração de características do objeto alvo. Considerando que um tumor de 

glioma invade circuitos neurais e afeta sua dinâmica e que se apresenta no interior do cérebro 

(Liu et al, 2022), os dados importantes estão presentes no sistema nervoso central. Dessa 

forma, o processamento digital de imagens pode ser aplicado nas estruturas que compõem o 

cérebro nas imagens, através de um algoritmo que seja capaz de aprimorar e evidenciar a 

localização do glioma presente no cérebro.  

Portanto, esse trabalho apresenta uma nova metodologia de segmentação de tumores 

glioma em imagens de ressonância magnética, extraindo as características significativas da 

região de interesse, utilizando técnicas de processamento de imagens, de modo que o 
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resultado obtido fosse a melhor aproximação do modelo manual feito por um especialista 

disponível na base de dados utilizada. Diminuindo, dessa forma, o tempo e esforço na análise 

da imagem, auxiliando nas necessidades neuro-oncológicas, particularmente no 

acompanhamento do desenvolvimento de gliomas cerebrais 

 

1.1. OBJETIVOS 

1.1.1. OBJETIVO GERAL 

Desenvolver uma estratégia algorítmica para segmentação e extração de 

características significativas de gliomas cerebrais em imagens de ressonância magnética 

através de técnicas de processamento digital de imagens, para auxiliar no diagnóstico neuro-

oncológico. 

 

1.1.2. OBJETIVOS ESPECÍFICOS 

Para a implementação deste trabalho foi necessário a realização dos seguintes pontos: 

• Compreender sobre o tumor de glioma, sua origem, estrutura e diagnósticos. 

• Entender os aspectos importantes na identificação e localização de tumores cerebrais.  

• Estudar e selecionar técnicas de processamento digital de imagens que melhor se 

ajustem ao propósito.  

• Estudar técnicas de segmentação. 

• Estudar técnicas de extração de características. 

• Selecionar uma base de dados 

• Escolher a linguagem de programação a ser utilizada  

• Modelar a estratégia a ser aplicada no trabalho 

• Implementar a estratégia criada  

• Analisar visualmente as características das imagens 

• Realizar testes com os resultados obtidos 

• Comparar os resultados obtidos com o modelo apresentado na base de dados realizado 

pelo especialista de forma manual 

1.2. ESTADO DA ARTE 

Swiebocka-Wiek (2016) desenvolveu um algoritmo capaz de realizar o 

descascamento de crânio em imagens de ressonância magnética. O método proposto se 

baseia na aplicação de operações morfológicas e filtragem de imagens, sendo dividido em 
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cinco etapas: 1) A aplicação da limiarização mista, para limitar a imagem do crânio do fundo 

e remover ruídos em segundo plano; 2) extração do cérebro usando operações morfológicas; 

3) verificação entre a correlação da borda da máscara do cérebro com a imagem original; 4) 

extração dos descritores regionais e a 5) comparação com outros trabalhos encontrados na 

literatura. 

Selvakumar et al. (2012), com o intuito de oferecer assistência ao diagnóstico de 

tumores cerebrais em imagens de ressonância magnética, elaborou um sistema com 

finalidade de extrair o tumor cerebral sem grandes perdas. O algoritmo implementado fez 

uso de filtros, limiarização, segmentação por kmeans e a lógica fuzzy para análise do tumor. 

Os resultados são comparados com outros algoritmos, sendo mais precisos que os demais. 

Reddy et al. (2021) fez uso das técnicas de processamento de imagens com o objetivo 

de definir o tamanho de tumores cerebrais em imagens de ressonância magnética. Dentre os 

métodos aplicados fez uso de filtros passa-alta, mediana para melhorar o contraste da 

imagem, testou a segmentação wathershed com o intuito de delimitar a região do tumor na 

imagem. Os resultados relatados, obtiveram as dimensões exatas com relação a área e o 

diâmetro dos tumores, levando a uma escolha rápida e adequada para o tratamento do tumor. 

Nandi (2015), com proposta de solucionar o desafio de diminuir o tempo e aumentar 

a precisão na identificação o tumor cerebral em imagens biomédicas, utilizou técnicas de 

processamento e de segmentação. Para esse estudo foram usadas as técnicas de: 1) 

Limiarização, para a detecção do tumor com intensidades mais claras; 2) Transformações 

por bacias hidrográficas, para separar as intensidades do tumor do restante da imagem; 3) 

Kmeans para a segmentação de células doente de células normais; 4) Operadores 

morfológicos como, erosão, dilatação, abertura e fechamento, com o conjunto dessas 

técnicas foram possíveis destacar informações apenas da área do cérebro afetada; e 5) Filtros 

passa-alta e mediana para remoção de ruídos de baixa e ruídos e preservação das bordas. A 

imagem de saída resultou em uma amostra clara das células tumorais do restante da imagem. 

 Hunnur et. al. (2017) para evidenciar a gravidade de um tumor cerebral, faz o uso de 

técnicas de processamento de imagens para obter o tumor cerebral em imagens médicas. 

Para tal, cria uma estratégia com: 1) Conversão da imagem em tons de cinza; 2) Filtros de 

mediana para a remoção de ruídos; 3) Limiarização, com intuito da segmentação do tumor; 

4) Aplicação de operações morfológicas invertíveis com intuído de recuperar informações 

do tumor que foram perdidas; e 5) Descritores regionais para o cálculo da área do tumor. De 

acordo com os resultados, o algoritmo prevê o grau do tumor de acordo com sua área com 

base em características formuladas por especialistas.  
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Anithadevi et. al. (2017) usou o método para extrair dimensões fractais em imagens 

médicas na extração de tecidos lesionados no sistema nervoso central. O método leva o nome 

de Box Counting (BC), que calcula o limite médio por meio da limiarização de imagens, 

sendo assim um conjunto de padrões interativos de um objeto na imagem, geralmente 

aplicados sobre intervalos pequenos entre as texturas, como definidos nas técnicas de 

limiarização múltipla. A partir da imagem limiarizada, o tumor pode ser detectado pela 

contagem de regiões onde há um número de BCs autos similares (padrões), e o conjunto 

desses padrões revelam a parte do tecido danificado pela lesão. De acordo com a comparação 

entre os resultados, quanto menores os Box Counting, mais propenso estará ao erro, sendo 

que a partir de dimensões menores que 7x7, a falha na segmentação pode ultrapassar os 15% 

da segmentação real. 

 Mascarenhas (2020), propôs uma segmentação automática de tumores cerebrais em 

imagens de ressonância magnética, através da detecção das coordenadas do tumor e a 

realização da média de suas áreas. A estratégia utilizada se divide em: 1) Equalização do 

histograma na imagem de ressonância magnética; 2) Limiarização, ajustando a intensidade 

da imagem; 3) Binarização, para a separação do background da imagem e o primeiro plano; 

4) Segmentação pelo método de detecção de coordenadas, removendo o crânio do cérebro; 

5) Operação morfológica erosão, para segmentar as áreas do interior do cérebro; e 6) Média 

dos descritores regionais, onde interativamente, regiões menores que a média das áreas são 

excluídas, restando assim apenas a área do tumor. As médias percentuais nas segmentações 

tumorais variaram de 81,81% a 91,83%. 

 

1.3. ORGANIZAÇÃO DO TRABALHO 

Para a realização do trabalho, estudos foram necessários para partir de uma base 

sólida para a metodologia. A seção 2 descreve o cenário etiológico, a linha cronológica dos 

tumores glioma, os sintomas, os tratamentos possíveis modalidades de diagnóstico e sua 

incidência. Da mesma forma, serão evidenciados o funcionamento e a geração das imagens 

de ressonância magnética, e como os tumores se comportam nessas imagens.  Na seção 3 

apresenta as técnicas de processamento de imagens utilizadas e suas abordagens. Na seção 

4, detalha as etapas do algoritmo desenvolvido. Na seção 5, aborda os resultados e discussões 

obtidos pela estratégia implementada. E por fim, na seção 6 exibido as conclusões e trabalhos 

futuros.   
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2. FUNDAMENTAÇÃO TEÓRICA 

A classificação de tumores cerebrais, com o passar dos anos, se modela de acordo 

com novas pesquisas na área, juntamente com os avanços nos aparelhos e nos softwares, 

lançando novos paradigmas aos médicos neurorradiologistas que competem essas 

informações a formulação dos diagnósticos e tratamentos das neoplasias cerebrais (Osborn 

et al, 2022).    

2.1.  TUMORES CEREBRAIS 

Para o auxílio desse conhecimento constante e necessário, a Organização Mundial da 

Saúde (OMS), atualiza os dados com relação a classificação de tumores do sistema nervoso 

central (SNC) (Osborn et al, 2022). A última atualização na classificação de tumores foi 

publicada em 2021, e com ela foram evidenciados novos termos na taxionomia e 

recomendações. Segundo a classificação, os principais tumores podem ser classificados de 

acordo ao apresentado na Tabela 1:  

Tabela 1. Tipos de tumores cerebrais 
Nº Nome do tumor 
1 Gliomas 
2 Glioneuronais 
3 Tumor do plexo coróide 
4 Embrionários 
5 Pineais 
6 Tumores dos nervos cranianos e paraespinhais 
7 Meningioma 
8 Mesenquimais não meningoteliais 
9 Melanócitos 
10 Hemotilinfóides 
11 Tumores de células germinativas 
12 Tumores da região selar 
13 Metástases para o SNC 

Fonte: Adaptado de Osborn et al, 2022 
 

A diferenciação desses tumores apresenta em seus aspectos histológicos, 

moleculares, genéticos e em mutações que podem sofrer, podendo ser benignos ou malignos 

de acordo com sua taxionomia. Podem, ainda, se caracterizar como tumores primários, que 

surgem no cérebro ou tumores secundários, que podem se espalhar pelo corpo causando 

metástase. Assim, cada tipo de tumor varia entre sua forma, localidade e expansão no tecido 

afetado, sendo cada um desses parâmetros determinantes quanto a função do organismo que 

pode ser afetada com o crescimento da neoplasia e a lesões sobre o tecido cerebral como 

demonstrado na Figura 1 (Mayo Clinic, 2022). 
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Figura 1. Tumores cerebrais Gliomas difusos do tipo adulto 

 
Fonte: Adaptado de Osborn et al, 2022 

 

Sendo assim, um dos fatores que podem predizer a presença de um tumor cerebral 

está associado com os sintomas que o paciente pode sofrer, como: frequentes e fortes dores 

de cabeça, náuseas e vômitos sem explicação, visão turva, perda gradual de movimentos, 

esforço para falar, cansaço, confusão mental, mudança de personalidade, convulsões, 

problemas na audição, entre outros (Mayo Clinic, 2022).    

As causas dos tumores cerebrais estão relacionadas. Quando o mal funcionamento 

dos cromossomos resultam em uma proliferação desordenada de células do sistema nervoso 

central, e esses fatores são associados a uma carga genética carregada pré-disposta pelo 

paciente, ou a exposição de radiações, se forma um tumor. Dessa maneira, a presença e 

expansão de um tumor cerebral pode resultar em consequências adversas, como na invasão 

e lesão do tecido no SNC, no aumento da pressão intracraniana, acúmulo de fluidos, bloqueio 

de líquidos e sangramentos no interior do cérebro, sendo percussores que podem levar a 

morte do paciente (Cleveland Clinic, 2022). 

Em virtude dos sintomas que possam surgir nas graves consequências que podem 

levar o tumor cerebral, se faz necessário a busca de um profissional da saúde que possa 

diagnosticar, e promover um tratamento adequado ao tipo de neoplasia acometida ao 

paciente. Sendo assim, o diagnóstico pode ser feito a partir dos sintomas que o paciente possa 

relatar, exames físicos, exame por imagem, biópsia, punção lombar e testes especializados, 

sejam na verificação do sangue ou em substâncias de origem de tumores (Cleveland Clinic, 

2022).  

Com um diagnóstico bem-sucedido, os tratamentos podem variar de acordo com o 

grau do tumor identificado, como a realização de cirurgia cerebral, onde são feitas a 

ressecção das regiões afetadas no cérebro. Outras técnicas não invasivas como radioterapia, 
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radiocirurgia, quimioterapia, imunoterapia e recomendações de monitoramentos feitos por 

um neurorradiologista (Cleveland Clinic, 2022). 

 

2.2. GLIOMAS 

As primeiras células de gliomas cerebrais tem início na diferenciação de forma 

neoplástica, ou seja, início de um processo patológico que resulta no desenvolvimento de 

uma neoplasia. Esse início não leva a nenhuma manifestação de sintomas, o tornando oculto 

ao exame de ressonância magnética. Sem a presença de sintomas, o glioma continua seu 

desenvolvimento, porém ao ultrapassar seu estágio oculto, se torna visível ao exame de 

ressonância magnética, apesar de silencioso (Mandonnet et. al. 2014).  

Assim, o glioma continua evoluindo, levando a sintomas mais graves, se difundindo 

de forma instável, especialmente na ausência de um prognóstico antecipado, podendo elevar 

de grau e ser letal ao paciente. A Figura 2, evidencia a linha cronológica do glioma de baixo 

grau, assumindo a prevalência p no estágio GDBG (Glioma de Baixo Grau) silencioso, a 

linha do tempo do glioma pode ser calculada por p/i onde i (incidência) sendo a duração 

média da fase silenciosa pode ser encontrado segundo a Equação (2.1) dada por: 

i = i! + i" + i# + i$     (2.1) 

Figura 2. Linha cronológica do glioma de baixo grau. 

 

 

 

 

 

 

Fonte: Adaptado de (Mandonnet et. al., 2014). 

 

 Em casos que o glioma são descobertos a tempo de um tratamento bem-sucedido, 

exames são realizados, para prever localização e área que está sendo afetada pela sua difusão, 

sendo importantes no acompanhamento pré e pós cirúrgicos. Dessa forma, a Organização 

Mundial da Saúde (OMS) em 2016, revela que o padrão de tratamento ao diagnóstico 

glioblastoma, seria a ressecção máxima do tumor, previamente diagnosticada por imagem 

de ressonância magnética ponderada em T1, de maneira que, nesta ponderação o contraste 

entre tecidos dada de forma otimizada, entre as estruturas densas presentes no encéfalo, 
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recebendo um sinal hiperintenso e os fluidos cerebrais se tornam hipointensos, levando a 

visualização do tumor em maior evidência. está relacionada com uma maior sobrevida do 

paciente e a qualidade de vida dele no pós-operatório e diminui o risco de possíveis mutações 

(Molinaro et a. ,2020).  

O glioblastoma se trata de um tumor cerebral, que acomete principalmente adultos e 

idosos. Se descoberto antecipadamente, pode prolongar a vida do paciente em 14 a 18 meses. 

Sua letalidade está ligada à sua forma maligna, que se evidencia na histologia desse tumor, 

uma vez que sua presença leva células acometidas a perderem suas funções e se 

diferenciarem, se proliferando pelo parênquima cerebral, e provocando a necrose do tecido. 

Um dos diagnósticos sugeridos como padrão ouro, são os que utilizam a ressonância 

magnética nuclear, pois as imagens geradas pelo equipamento, possuem alta qualidade em 

seus dados, que se diferenciam em suas sequências. As sequências se dividem em T1 

marcam a substância branca de forma hipo a isointensa, e em T2/FLAIR marcam regiões de 

edemas vasogênicos sendo visualizado de forma hiperintensa (Sousa et al, 2021). 

Médicos neuro-radiologistas são qualificados e possuem papel chave na equipe de 

diagnóstico e no tratamento de doenças que atingem o cérebro. Com o passar do tempo, as 

tecnologias vêm avançando e mudando a forma dos prognósticos, sendo assim, os neuro-

radiologistas, devem sempre se manter atualizados para proporcionar um atendimento 

adequado ao seu paciente. Um dos tumores que são investigados por esses médicos são os 

gliomas, e segundo a OMS (Organização Mundial da Saúde, 2021), indica diferentes grupos 

de malignidade para esse tumor, sendo gliomas difusos do tipo adulto, gliomas difusos de 

baixo grau do tipo pediátrico, gliomas difusos de alto grau do tipo pediátrico e gliomas 

astrocíticos circunscritos. Cada um deles possuindo critérios que podem resultar em 

diferentes tratamentos e taxas de sobrevida, e os acompanhar deve fazer parte da equipe de 

uma clínica neuro-oncológica. (Osborn et. al. 2022). 

O Central Brain Tumor Registry of the United States (CBTRUS) compôs um estudo 

acerca dos tumores do sistema nervoso central nos Estados Unidos. Os dados populacionais 

são os mais recentes sobre tumores cerebrais primários disponíveis, fornecendo a 

distribuição de marcadores moleculares, histológicos sobre os tumores cerebrais e do SNC 

selecionados. A taxa média de incidência anual, ajustada por idade, de todos os tumores 

cerebrais malignos e não malignos e outros tumores do SNC foi de 24,25%. Foi estimado 

que em 88.190 novos tumores cerebrais malignos e não malignos e outros tumores do SNC 

serão diagnosticados na população dos Estados Unidos até 2021. Entre 2014 e 2018, houve 

83.029 mortes atribuídas a tumores cerebrais malignos e outros tumores do SNC. A taxa de 
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sobrevida relativa de cinco anos após o diagnóstico de tumor cerebral maligno e outros 

tumores do SNC foi de 35,6% para um cérebro não maligno, e para outros tumores do SNC 

a taxa de sobrevida relativa em cinco anos foi de 91,8% (Ostrom et al, 2021). 

 

2.3.    AQUISIÇÃO DE IMAGEM POR RESSONÂNCIA MAGNÉTICA  

O exame por imagem de ressonância magnética (IRM), vem sendo amplamente 

utilizados nas ciências biomédicas, com impacto maior a área das neurociências. Por se 

caracterizar como um exame não invasivo, se torna adequado para a investigação cerebral 

de tumores, sobre sua boa cobertura espacial e temporal nas imagens (Armony et. al. 2012).   

Para realizar o exame, o paciente deve se deitar na mesa da máquina de ressonância 

magnética, a qual o levará para dentro do aparelho quando for iniciado o procedimento. 

Quando iniciado, o magneto e da bobina gradiente terão por rotação, veloz o suficiente para 

produzir um forte campo eletromagnético que capazes de produzir sinais que serão os 

responsáveis por criar as imagens de IRM (Figura 3) (Souza 2010).   

Figura 3. Máquina de ressonância magnética 

 
Fonte: Souza, 2010 

 

Para a aquisição das imagens a máquina de RM, utiliza de pulsos de radiofrequências, 

gerados por um campo magnético poderoso, sendo capaz de alinhar as fases dos spins dos 

prótons de hidrogênio do corpo humano (Figura 4), levando em consideração a frequência e 

o eixo que o pulso pode ser emitido. De posse do gradiente de amostragem dos prótons, para 

gerar a imagem final, ocorre a passagem pelo estágio de decodificação dos prótons, feita 

pela transformada de Fourier. Onde cada decodificação de fase e frequência produz uma 

matriz em escala de cinza, formando assim a imagem de ressonância magnética (Barbosa et. 

al. 2017). 
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Figura 5. Esquema de uma sequência dos pulsos em TR e TE. 

Figura 4. Fundamentos Físicos da ressonância magnética 

 
 
 
 
 
 
 
 

Fonte: Gattass et al, 1993  
 
 

O tempo entre cada um desses pulsos leva o nome de Tempo de Repetição (TR), que 

controla o grau de ponderação em T1, e Tempo de Eco (TE) que controla o grau de 

ponderação em T2, isso configura com tempo em que o sinal leva até chegar à bobina 

receptora da RM (Figura 5). Esses diferentes tempos geram imagens resultantes diferentes, 

pois os átomos de hidrogênio de água e gordura do corpo humano se expressam em faixas 

de frequências desiguais (Barbosa et. al. 2017). 

 

  

 

 

 

 

 

Fonte: Adaptado de (Mazzola, 2020) 

As imagens em sequência de T1 equivalem a um TR alto, onde o sinal da água no 

exame será baixo, e seu contraste passará a ser menor. Em contrapartida, o TE baixo se 

encontra menor, resultando no sinal da gordura mais intenso, dando a ela mais contrate na 

imagem final. Logo, as imagens ponderadas em T2 se configuram com tempo de reação 

muito mais alto que em T1, e o sinal da água será elevado, pois poderá reter o máximo de 

energia do pulso, apresentando maior contraste e sinal de eco baixo o suficiente, para que a 

gordura não seja capaz de reter uma quantidade de energia intensa o bastante para provocar 

um contraste maior na matriz (Mazzola, 2020). 
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2.4. DIAGNÓSTICOS DE GLIOMAS POR IRM 

Para um bom diagnóstico de um tumor glioma, se torna fundamental que seu grau e 

suas características sejam determinados. Sendo a assim, a ressonância magnética (RM), se 

tornou bastante usada no acompanhamento e desenvolvimento do tumor, sem a necessidade 

de algum procedimento invasivo, auxiliando no prognóstico do grau de um glioma. Como 

estudo prospectivo, há necessidade de avaliar o exame de RM, entre exames de má 

qualidade, não seguimento padrão do protocolo e tratamento antes de um exame de RM. 

Para os exames foram utilizadas imagens ponderadas em T1, que demonstraram glioma 

hipointenso e as imagens ponderadas em T2 foram avaliadas como uma região de necrose. 

Desses resultados, o tempo de espera entre o exame e a confirmação histopatológica do 

tumor foi de 15 dias, sendo possível prever com 100% de sensibilidade e especificidade um 

glioma de alto grau, diminuindo os riscos ao paciente (Pardieu et. al. 2020). 

As imagens médicas têm ganhado destaque nessa área, em especial a IRM, que se 

popularizou graças a sua boa resolução espacial e temporal (Armony et al, 2012). Em IRMs 

o sinal emitido do glioma pode ter uma interpretação diferente, dependendo de sua 

ponderação. Em imagens ponderadas em T1, geralmente são utilizados os contrates baseados 

em gadolínio, juntamente com outros protocolos, sendo os mais comumente usados na 

descriminação de gliomas (Skogen et. al. 2016)). 

Para a análise do glioma em IMR, biomarcadores podem ser usados como critérios 

para a classificação e fazer correspondência com as características genotípicas de um glioma 

e sua imagem. Assim, biomarcadores como a localização anatômica dos gliomas se torna 

útil, uma vez que variam entre si (Feraco et. al. 2022).  

As fronteiras do tumor de glioma também podem ser utilizadas, pois a aparência pode 

mudar a forma do tratamento clínico, e sua segmentação. As fronteiras podem ter realces 

diferentes a partir de sequências diferentes, as ponderações em T2 (Figura 6 (a) e (e)), 

sequências FLAIR de (Figura 6 (b) e (f)), ponderação em T1 de (Figura 6 (c) e (g)), e mapa 

ADC (Figura 6 (d) e (h)), cada ponderação revela uma informação nova nas imagens (Feraco 

et. al. 2022). 
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Figura 6. Diferentes localidades de gliomas difusos 

 
Fonte: Adaptado de Feraco et. al. (2022) 

 

Outro ponto de destaque seria o sinal interno emitido pelo glioma, em que a 

discriminação entre sinais homogêneos e heterogêneos podem refinar a identificação de 

tumores difusos. As intensidades têm o potencial de diferenciar calcificações de 

sangramentos intratumoral, como também em áreas de realces. 
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3. PROCESSAMENTO DIGITAL DE IMAGENS  

O processamento digital de imagens (PDI) consiste na formulação do design, do 

desenvolvimento e do aprimoramento da imagem digital (Burger e Burge, 2009). Dessa 

forma, o processamento de imagens faz uso de ferramentas que têm o potencial para 

manipulação das imagens a nível computacional, aprimorando a forma da análise de uma 

imagem. Realizando bem um processamento, a avaliação pode ultrapassar o limite de 

visualização do olho humano, por esse motivo, são bastante utilizados em tarefas que 

necessitem de uma investigação bem apurada, e que efetuem mais do que um aprimoramento 

na imagem.  

Nessa percepção, um processamento também pode controlar a síntese de um objeto 

de estudo, como na redução do ruido em uma imagem, se caracterizando em um 

processamento de baixo nível, segmentação de artefatos, sendo um processamento de nível 

médio, e podendo chegar a uma classificação, mediante desses artefatos, representando um 

processamento de alto nível (Gonzalez, 2009). Dessa maneira, o uso da sobreposição desses 

tipos de processamento, podem resultar na extração e reconhecimento de uma ou mais de 

uma região de interesse, dependendo da forma em que se elabora o desenvolvimento. Para 

as seções seguintes, mesmo com a ampla quantidade de técnicas de PDI que existem, serão 

descritas apenas as aplicadas na estratégia desenvolvida para o trabalho. 

 

3.1. A IMAGEM DIGITAL 

Uma imagem digital se estabelece por uma função bidimensional, usando um número 

finito de elementos nomeados pixels, que são codificados de modo a permitir seu 

armazenamento, transferência, impressão ou reprodução, e seu processamento por meios 

eletrônicos, cada um com localização e valores específicos (Gonzalez, 2009). 

Os valores de intensidade são definidos como quantidades finitas e discretas, logo se 

tratando de uma imagem digital. Por se tratar de funções discretas, uma imagem digital tem 

seu processamento a nível computacional, que são responsáveis pela localização de cada 

pixel onde seu conjunto revela objetos diferentes na imagem (Gonzalez, 2009). 

  O número de elementos em uma matriz, e seus dados armazenados podem determinar 

a resolução espacial e a quantização de cores de uma referida imagem. De maneira que a 

resolução espacial se define como as dimensões de linhas e colunas que formam a imagem 

(Breckon et. al. 2013).   

Uma imagem pode ter diferentes interpretações, se apresentadas em diferentes 

modelos e cores, logo, se dividem como imagens binárias ou lógicas, com representação em 
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2D, com o pixel que corresponde a zero, representando o fundo da imagem e o pixel que 

corresponde a uma imagem em primeiro plano.  

As imagens em escala de cinza, são reproduzidas em imagens 2D, onde cada pixel se 

atribui a um valor numérico, limitada a uma escala de cinza, variando de 0 a 255. Enquanto 

as imagens RGB, por sua vez, se reproduzem em matrizes 3D, onde cada pixel recebe três 

valores numéricos, que equivalem ao canal de imagem vermelho, verde e azul 

respectivamente (Breckon et. al. 2013). A Figura 7, ilustra os tipos e modelos descritos. 

Figura 7. Modelos e cores de imagens: a) representação de uma imagem binária, b) 
imagem em escala de cinza e c) representação da imagem no modelo de cor RGB 

       
  

Fonte: Adaptado de Gonzalez, 2009. 
 

3.2. IMAGEM BINÁRIA 

Muito das operações morfológicas tem um bom resultado quando empregadas em 

imagens binárias. Nessas imagens, cada pixel assume apenas dois possíveis valores, os 

tornando discretos. O valor discreto ou lógico igual a 1, equivale a um pixel em primeiro 

plana na imagem, logo, o segundo valor lógico recebe o valor de 0, sendo considerado um 

pixel de fundo da imagem (Breckon et. al. 2013).  

A binarização de uma imagem não possui configuração de intensidade tendo como 

objetivo as propriedades que podem revelar pela binarização a forma, tamanho e localização 

de objetos em imagem. Assim, o uso de imagens binárias simplifica os processos 

morfológicos. Sendo outra propriedade da binarização, a remoção de ruídos em primeiro 

plano se torna eficaz, pois para haver um objeto binário, seus pixels devem ter vizinhos de 

conectividade 4 (Figura 8) (Breckon et. al. 2013). 

a) b) c) 
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Figura 8. Exemplo da aplicação da binarização na imagem 

 
Fonte: Adaptado de Breckon, 2013 

 

3.3.   PROCESSAMENTO MORFOLÓGICO 

O processamento morfológico matemático, possui sua base na teoria de conjuntos, e 

tem a representação em operações formuladas em elementos estruturantes de um objeto, 

presentes em uma imagem digital, onde cada elemento vai estar conecto a outro se 

pertencerem a um mesmo conjunto de intensidade (Gonzalez, 2009). 

Os elementos estruturantes (ES) são importantes no processamento morfológico, pois 

eles irão modelar a operação morfológica, modificando a imagem de entrada. A saída da 

operação entre imagem e ES, podem definir uma forma, área, fronteira entre outras formas 

de conjuntos, podendo mudar a forma de interpretação da imagem. Dentre as operações 

morfológicas, alguns operadores são base para as demais técnicas do processamento 

morfológico, como nas operações de erosão e dilatação, que podem diminuir ou expandir 

um objeto a partir de um elemento estruturante. Outras técnicas como a abertura, geralmente 

usadas para suavizar e romper descontinuidades e fechamento que em sua aplicação também 

suaviza contornos, no entanto funde descontinuidades (Gonzalez, 2009). 

3.3.1. EROSÃO 

A erosão se trata de uma operação onde o pixel central do ES se situa sucessivamente 

a cada pixel de primeiro plano de uma imagem, de forma que, se os pixels da vizinhança 

forem de valor zero, então o pixel que estiver em primeiro plano se desloca para o fundo 

(Figura 9) (Breckon et. al. 2013).  
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Figura 9. Aplicação do processo morfológico erosão 

 
Fonte: Adaptado de Gonzalez, 2009 

3.3.2. DILATAÇÃO 

A aplicação da dilatação consiste na união de lacunas, onde a convolução da imagem 

com o ES se sobrepõe, aumentando os objetos em uma imagem binária. Na Figura 10, o 

pixel branco representa o background da imagem e pixel mais escuro o objeto em primeiro 

plano.  

Figura 10. Aplicação do processo morfológico dilatação 

 
Fonte: Adaptado de Breckon, 2013 

 O preenchimento de buracos, pode ser definido como um algoritmo da operação 

morfológica dilatação condicionada. Sendo uma operação interativa, onde um ES simétrico 

percorre toda a imagem, preenchendo os buracos delimitados por sua fronteira. O buraco ao 

que lhe diz respeito, deve ser uma área de fundo rodeada de uma fronteira, com todos os 

pixels conectados. A Figura 11, mostra a aplicação do algoritmo, em uma imagem binária 

com número finito de buracos tendo suas fronteiras definidas. 
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Figura 11. Exemplo da aplicação morfológica dilatação condicionada: a) imagem de 
objetos com buracos e b) imagem pós preenchimento de buracos. 

    
a)                                    b) 

Fonte: Adaptado de Gonzalez, 2009 

3.3.3. FECHAMENTO 

A operação de fechamento, se dá pela operação de dilatação seguida pela operação 

de erosão. Esta operação remove pequenos buracos pertencentes ao primeiro plano, funde 

descontinuidades e alonga golfos entre objetos se tratando assim de uma operação dual 

(Gonzalez, 2009). A Figura 12, mostra a aplicação do fechamento por um elemento 

estruturante em foram de disco com raio de pixels, denotado pela atenuação dos objetivos 

escuros. 

Figura 12. Exemplo da aplicação morfológica fechamento: a) imagem original e b) 
imagem pós fechamento 

     
a)                                    b) 

Fonte: Adaptado de Gonzalez, 2009. 

3.4. OPERAÇÕES ARITMÉTICAS 

As operações aritméticas em imagens são calculadas entre cada pixel correspondente 

das imagens, logo, possuem um arranjo matricial. As imagens são dadas como funções, e 

cada par de imagem pode ser feita uma operação aritmética como, a subtração (Equação 3.1) 

(Gonzalez, 2009).  

3.4.1. SUBTRAÇÃO  

Cada uma das operações pode ser usada como uma configuração diferente na imagem 

de interesse, a subtração (Equação 3.1), como exemplo, para realçar as diferenças entre as 

imagens (Gonzalez, 2009) 
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d(x, y) = f(x, y) – g(x, y)    (3.1) 
 

Com base na Figura 13, a imagem de fotografia infravermelho original (a), com 

remoção do bit menos significativo em (b), e a diferença entre as duas resulta em (c), 

realçando detalhes onde não era possível distinguir em (a). 

 

Figura 13. Subtração de imagens para realce de regiões: a) imagem original, b) 
remoção do bit menos significativo e c) imagem pós subtração. 

     

Fonte: (Gonzalez, 2009) 

3.5. SEGMENTAÇÃO 

Classificadores de conjuntos, algoritmos são capazes de identificar padrões em um 

arranjo de descritores. Logo, um conjunto desses descritores serão denominados de classes 

e suas características ou features, irão ser responsáveis em separar cada classe de outra, em 

um processo automático (Gonzalez, 2009).  

Com base nessa classificação de conjuntos, podem se dividir em dois tipos, na 

classificação supervisionada, onde o algoritmo precisa ser treinado para o reconhecimento 

de características e classificação não supervisionada, em que as features, não necessitam de 

rotulagem, e seus grupos formam cluters (Breckon et. al. 2013).   

 

3.5.1. LIMIARIZAÇÃO 

A limiarização propõe uma forma de extrair objetos do fundo de uma imagem, em 

que seus valores de intensidades sejam diferentes, onde seja definido um limiar T, que 

desassocie essas diferentes intensidades. Na Equação (3.2), dada uma imagem, representa 

pela função g(x, y), onde o pixel de intensidade maior que T, este será definida como um 

ponto do objeto, enquanto a intensidade menor ou igual a T, será um ponto de fundo 

(Gonzalez, 2009). 

a) b) c)

) 
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𝑔(𝑥, 𝑦) = *1	𝑠𝑒	𝑓
(𝑥, 𝑦) > 𝑇

0	𝑠𝑒	𝑓(𝑥, 𝑦) ≤ 𝑇                                         (3.2) 

3.5.1.1.     LIMIAR MÚLTIPLO 

Em imagens em tons de cinza, o limiar T pode ser definido de acordo com o 

histograma de uma referida imagem. Dessa forma, ao definir um limiar no limite de um pico 

no histograma, é possível separar um objeto do fundo da imagem (Breckon et. al. 2013). 

Porém, o histograma pode evidenciar limiares múltiplos, que se dá quando o objeto 

de interesse possui mais de uma intensidade dominante (Figura 14). A segmentação por 

limiar pode receber mais de um valor, assim como referido na Equação (3.3), onde uma 

imagem tem dois limiares diferentes representados por 𝑇! e 𝑇", e o objeto de interesse pode 

ser quando aplicado esses limiares (Gonzalez, 2009).  

𝑔(𝑥, 𝑦) = 4
𝑎																𝑠𝑒	𝑓(𝑥, 𝑦) > 𝑇"
𝑏					𝑠𝑒	𝑇! < 	𝑓(𝑥, 𝑦) ≤ 𝑇"
𝑐																𝑠𝑒	𝑓(𝑥, 𝑦) ≤ 𝑇!

      (3.3)   

Figura 14. Exemplo da aplicação do limiar múltiplo em uma imagem: a) imagem 
original, b) histograma da imagem (a) e c) pós-processamento de limiar múltiplo. 

     
                 a)                                                  b)                                                   c) 

Fonte: Adaptado de Gonzalez, 2009 

 

3.5.2. SEGMEENTAÇÃO POR COMPONENTES CONECTADOS 

Um componente conectado, se representa por um conjunto de pixels, onde esses 

estejam conectados a outro conjunto, e quando conectados, são atribuídos a eles uma 

identidade, recebendo um rótulo. Logo, o processo de extração de componentes conectados 

resulta em uma nova imagem. 

Para extração do componente conectado, um algoritmo baseado na morfologia do 

crescimento da região, opera de forma interativa, atribuindo arbitrariamente um pixel de 

primeiro plano de um conjunto conectado, levando a dilatação desse pixel por um ES, o 
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algoritmo, finaliza sua interação quando o componente volta a ser reproduzido, assim, todos 

os pixels do conjunto conectado foram identificados (Figura 15).  

 

Figura 15. Extração de componentes conectados: a) imagem de com objetos não 
identificados e b) identificação dos componentes 

 
 

Fonte: Adaptado de Breckon, 2013 

3.5.3. KMEANS 

O Kmeans, por ser um método não supervisionado, não necessitará de rotulagem de 

dados, em vez disso, o algoritmo explora padrões no aglomerado de dados de entrada, 

formando assim seus clusters. Uma vez, definido o centroide o Kmeans tende a ser executado 

várias vezes até que os k centros sejam identificados, para isso o algoritmo, calcula a 

distância dos seus centros com o os objetos mais próximos. A cada atualização as distâncias 

são minimizadas pelo cálculo do erro quadrático, até que seja percorrida toda a imagem 

atingindo o limite, de seus clusters (Breckon et. al. 2013). 

O Kmeans aplicado em imagem tem o mesmo efeito de classificação, mas possui um 

componente visual mais aguçado, dependendo da saída esperada. Por sua vez, o algoritmo 

não supervisionado, segmenta a imagem cluters que estão em primeiro ou segundo plano, 

assim como objetos, mas em função do limite aplicado à cauterização da imagem (Breckon 

et. al. 2013). A Figura 16, apresenta a aplicação do algoritmo de kmeans, com três clusters. 

Figura 16. Aplicação do Kmeans para segmentação da imagem: a) imagem original e 
b) pós-processamento usando Kmeans 

    
a)                                                       b) 

Fonte: Adaptado de MathWorks, 2022 

a) b) 
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3.6. DESCRITORES REGIONAIS 

Os descritores regionais se referem ao processamento de imagens, onde suas 

propriedades sejam identificadas e ser possível as extrair. Como em uma imagem possui 

elementos finitos, cada um deles deve fazer parte de uma correspondência no seu par de 

coordenadas, para que possam constituir uma forma ou um limite. Logo, têm de ser levado 

em conta os elementos que pertencem a uma região e aos elementos na fronteira nessa região 

(Breckon et. al. 2013).   

Havendo uma região definida e delimitada, são possíveis a extração de algumas 

características dessas regiões, como na sua área (Equação 3.4), perímetro (Equação 3.4), 

compacidade (Equação 3.4) da região e a circularidade (Equação 3.4), sendo assim, úteis 

para extrair informações da imagem (Gonzalez, 2009). Cada um desses descritores além de 

apresentar uma informação sobre um objeto, também podem ser úteis em segmentações, de 

acordo com o descritor de interesse. 

á𝑟𝑒𝑎 = ∑ 𝑝%
&'(                                                    (3.4) 

𝑝𝑒𝑟𝑖𝑚𝑒𝑡𝑟𝑜 = ∑ 𝑛) + 𝑛)*!%
&')                                    (3.5) 

𝑐𝑜𝑚𝑝𝑎𝑐𝑖𝑑𝑎𝑑𝑒 = 		 (,-.&(-/.0)
!

á.-3
                                      (3.6) 

𝑐𝑖𝑟𝑐𝑢𝑙𝑎𝑟𝑖𝑑𝑎𝑑𝑒 = $×3.-3
5×637(8&â(-/.0)!

                                    (3.7) 
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4. ALGORITIMO PARA SEGMENTAÇÃO DE GLIOMAS 

O presente trabalho tem como metodologia, o desenvolvimento de um algoritmo que 

utilizando das técnicas de processamento digital de imagens, capaz de segmentar tumores 

cerebrais de gliomas e extrair suas características, em imagens de ressonância magnética 

ponderadas em T1, aplicado aos planos axial, sagital e coronal.  Todo o processo não 

necessite de nenhuma intervenção humana, auxilia no diagnóstico e no tratamento do 

paciente. O algoritmo foi escrito em linguagem de programação C e Java, e dividido em 

cinco partes: (A) e (B) pré-processamento, (C) segmentação do cérebro, (D) segmentação 

do glioma e (E) Extração de características. A Figura 17 ilustra o diagrama de bloco das 

etapas em cada fase do algoritmo desenvolvido. 

Figura 17. Diagrama de blocos do algoritmo desenvolvido. 

 
Fonte: Autor 
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1.1.   BASE DE DADOS 

A base de dados utilizada são um conjunto de imagens de ressonância magnética 

cerebral ponderadas em T1, que foram obtidas no período de 2005 a 2010, no Nanfang 

Hospital, Guangzhou - China, e no General Hospital, Tianj ing Medical University – China 

(Cheng et. al. 2016).  

Cada uma das imagens estão armazenadas em arquivos do tipo .mat em formato de 

structs, um total de 3064 arquivos, sendo divididas em três tipos de tumores cerebrais: 

meningiomas (708), gliomas (1426) e tumores hipofisários (930). Esses arquivos são 

referentes a 233 pacientes, divididos em três planos de corte, com cada struct composto por 

cinco rótulos: label (1 para meningioma, 2 para glioma e 3 para tumor hipofisário), PDI (ID 

do paciente), image (imagem da ressonância magnética ponderada em T1), tumorBorder 

(vetor com as coordenadas que descrevem a borda do tumor) e tumorMask (imagem binária 

indicando a região do tumor, delimitado manualmente pelos especialistas) assim como 

evidenciado na Tabela 2. Todas as imagens possuem dimensões de 512x512, int16, com a 

imagem de ressonância magnética convertida para o tipo .png (Cheng et. al. 2016). 

 

Tabela 2. Informações da base de dados 
Rótulos Descrição 
Label 1 para meningioma, 2 para glioma, 3 para tumor hipofisário 
PID ID do paciente 
image dados da imagem 
tumorBorder Vetor que armazena as coordenadas de pontos discretos na borda do tumor 
tumorMask Uma imagem binária indicando a região do tumor 

Fonte: Adaptado Cheng et al, 2016 

Da base de dados foram apenas as imagens referentes aos pacientes acometidos por 

gliomas, e todos os planos de projeção das IRMs, como exemplo das imagens utilizadas, na 

(Figura 18), mostra IRMs de glioma, referentes aos planos (a) axial, (b) sagital e (c) coronal, 

respectivamente. 

Figura 18. IRMs referente ao mesmo paciente (id: 101020): a) plano axial, b) plano 
sagital e c) plano coronal 

     
                                        a)                            b)                                c) 

Fonte: Adaptado Cheng et. al. (2016)  
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Para fim de explanação do trabalho, foi escolhido a imagem (a), da Figura 18 para 

ilustrar os resultados de cada etapa do algoritmo implementado. 

1.2.     PRÉ-PROCESSAMENTO - (A) 

Nessa primeira fase serão aplicadas técnicas de processamentos digital de imagens 

(Figura 19), que possam suavizar e fundir descontinuidades, identificar objetos e acentuar a 

borda da imagem, composta pelo crânio e meninges, no intuito de melhorar os objetos 

contido na imagem para a etapa de segmentação do cérebro. 

Figura 19. Diagrama do pré-processamento (A) 

 
Fonte: Autor 

 
1.2.1. PROCESSAMENTO MORFOLÓGICO FECHAMENTO 

O algoritmo tem início na operação morfológica fechamento, aplicada com o 

propósito de fundir descontinuidades e suavizar a imagem de IRM, suprimindo possíveis 

ruídos e detalhes que sejam pouco relevantes para finalidade. Foi usado um elemento 

estruturante em forma de disco, com raio de 7 pixels na imagem original causando 

suavização na imagem (Figura 20).  

Figura 20. Operação morfológica fechamento aplicada a imagem: a) imagem original 
e b) pós fechamento 

    

 

 

 

 Fonte: Autor 

 

a) b) 
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1.2.2. LIMIARIZAÇÃO MÚLTIPLA I 

Com o resultado da operação morfológica fechamento, a próxima fase do pré-

processamento envolve a aplicação da técnica de limiarização.  

Nessa fase, tem intuito em intensificar o pixel com a intensidade mais branca, que 

pela análise da imagem, são encontrados nas bordas e em objetos no interior do cérebro. 

Essa técnica teve como finalidade aplicada em Swiebocka-Wiek (2016) a remoção do crânio 

da IRM. Pelo fato de a intensidade do pixel da borda ser semelhante ou próximo a intensidade 

dos objetos dentro do cérebro, pode tornar complexo a fase de segmentação, logo, dessa 

forma foi necessária a extração da borda. 

A extração teve início com aplicação da limiarização múltipla para definir os limites 

mínimos e máximos referentes a intensidade das bordas do crânio. Nessa análise para definir 

os limiares usados foi selecionado com base na análise do histograma da imagem resultante 

do processo morfológico fechamento (Figura 21 (b)). 

 

Figura 21. Histograma da operação morfológica fechamento: a) imagem aplicado 
fechamento, b) histograma da imagem a) 

    
Fonte: Autor 

Pelo histograma, foi feito o cálculo de média das intensidades da imagem resultante 

do fechamento, sendo 127,5. A partir desse cálculo foi definida uma variação para compor 

os limites para o processamento de limiar múltiplo. Onde essa variação foi determinada na 

fase dos testes do algoritmo, sendo escolhida a variação que mais se ajustou a maioria das 

imagens, com relação a segmentação da intensidade do crânio. Dessa forma, a variação foi 

composta por:    

                                         Limiar mínimo: média - 40                                        (4.1) 

Limiar máximo: média + 10                           (4.2) 

Assim, para os valores desse exemplo com base da Equação 4.1, o limiar mínimo foi 

de 87,5 e pela Equação 4.2, o limiar máximo foi de 137,5. Na aplicação da limiarização, o 

resultado obtido foi representado pela imagem (b) da Figura 22.  

a) b) 
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Figura 22. Aplicação da limiarização múltipla I: a) imagem aplicado fechamento e b) 
pós limiarização I 

    

 

 

 

 

      Fonte: Autor 

 

1.2.3. LIMIARIZAÇÃO MÚLTIPLA II 

A existência de objetos na imagem que não fazem parte da intensidade mais branca, 

precisam ser desassociados da imagem (Figura 23 (a)), nessa condição, uma nova 

limiarização múltipla foi implementada. Como na fase anterior, os limites são definidos pela 

observação das intensidades da imagem no histograma (Figura 23). 

Figura 23. Histograma da limiarização múltipla I: a) pós limiarização I e b) 
histograma da imagem (a) 

    

Fonte: Autor 

Semelhante ao passo anterior, foi realizado um novo cálculo da média, definindo 

como valor para o limiar de 0,5.  

Como o intuito em capturar apenas os pixels mais brancos, o limiar mínimo nessa 

limiarização recebe o valor da própria média do histograma (0,5), e o limiar máximo recebe 

o valor de 1, como analisado pelo histograma como valor máximo possível de intensidade 

(Figura 24 (b)). 

a) b) 

a) b) 
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Figura 24. Aplicação da limiarização múltipla II: a) pós limiarização I e b) pós 
limiarização II 

    
Fonte: Autor 

 

1.2.4. BINARIZAÇÃO 

A binarização foi aplicada para tornar a imagem apenas com valores 0 e 1, revelando 

informações discretas que serão utilizadas na etapa da remoção da borda referente ao crânio 

e tecidos que circundam o cérebro da imagem (Figura 20 (b)). 

Figura 25. Aplicação da binarização: a) pós limiarização II e b) binarização. 

    
Fonte: Autor 

1.3. PRÉ-PROCESSAMENTO - (B) 

Nessa etapa, a o resultado de saída será uma imagem binária, preenchida e erodida, 

a partir da imagem original (Figura 26). Com o objetivo de subtrair a Figura 24 (b) e extrair 

o cérebro do crânio e outros tecidos que não fazem parte do cérebro. 

Figura 26. Diagrama do pré-processamento (B) 

  
Fonte: Autor 

a) b) 

a) b) 
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1.3.1. BINARIZAÇÃO 

Nessa etapa, o processo de binarização foi feito sobre a imagem original de IRM da 

base de dados, para que toda a informação que tenha na imagem esteja em primeiro plano 

(Figura 27 (b)).  

Figura 27. Aplicação da binarização: a) imagem original e b) imagem binarizada. 
    
 
 
 
 
 
 

 

Fonte: Autor 

 

1.3.2. PREENCHIMENTO DE BURACOS 

Essa etapa foi aplicada na imagem binaria resultante do processo anterior, para 

remover os buracos que aparecem, provocando descontinuidade entre as regiões de interesse. 

Foi aplicado a operação morfológica preenchimento de buracos para esse fim, como 

apresentado pela (Figura 28 (b)). 

Figura 28. Operação de preenchimento: a) imagem binarizada e b) pós 
preenchimento de buracos 

 
 

 
 
 
 
 
    

Fonte: Autor a) b) 

a) b) 
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1.3.3.  EROSÃO 

A operação morfológica erosão, foi implementada, pois na etapa seguinte, de 

subtração, durante os testes, evidenciou uma linha remanescente referente a borda do crânio 

(Figura 29), que para a etapa de segmentação, poderia prejudicar nos resultados.  

  
Figura 29. Erro na subtração das imagens 

 
Fonte: autor 

 
Assim, um pequeno elemento estruturante foi usado no algoritmo de erosão e assim, 

remover a linha da borda que restou (Figura 30 (b)). 

Figura 30. Aplicação da erosão: a) pós preenchimento de buracos e b) erosão. 

   
Fonte: Autor 

 

1.4.   SUBTRAÇÃO 

  Nessa etapa foi realizada a subtração (Figura 31) entre as imagens resultantes do pré-

processamento (A) e (B), para remover a maior parte das informações de bordas referente 

ao crânio e tecido que não fazem parte do cérebro (Figura 31 (c)). 

Figura 31. Diagrama de subtração 

 
Fonte: Autor 

a) b) 
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Figura 32. Operação aritmética de subtração entre as Figuras 25 (b) e 30 (b): a) 
resultante do pré-processamento (A), b) resultante do pré-processamento (B) e c) 

imagem pós subtração.  

       
 

Fonte: Autor 

 

1.5. SEGMENTAÇÃO DO CÉREBRO - (C) 

Essa fase tem a finalidade de preencher o cérebro e remover objetos remanescentes 

das etapas anteriores, de forma que apenas o tecido cerebral foi de interesse, pois nessa 

região que se encontra o tumor glioma (Figura 31). 

Figura 33. Diagrama da segmentação cerebral 

 
Fonte: autor 

 
1.5.1. OPERAÇÃO DE PREENCHIMENTO 

Conforme algumas partes do interior do cérebro foram perdidos na fase de subtração 

das imagens, e com o fim de preservar a região cerebral, essa fase tem o objetivo de 

reconstruir as áreas que foram prejudicadas pelos processos anteriores, deformando assim a 

estrutura do cérebro (Figura 34 (b)). 

a) b) 
 

c) 
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Figura 34. Operação morfológica preenchimento: a) imagem da subtração e b) 
imagem pós preenchimento de buracos. 

    
 

Fonte: Autor 

1.5.2. IDENTIFICAÇÃO POR COMPONENTES CONECTADOS 

Nessa fase, os objetos recentes na imagem que não fazem parte da região do cérebro 

devem ser identificados, usando a o algoritmo de segmentação por componentes conectados 

(Figura 35 (b)), para que na próxima fase posam ser removidos.  

Figura 35. Objetos identificados por componentes conectados: a) imagem pós 
preenchimento de buracos e b) identificação dos componentes. 

    
 

Fonte: Autor 
 

1.5.3. CÁLCULO DOS COMPONENTES 

Diante da identificação dos componentes, por serem objetos definidos e delimitados, 

a extração dos descritores regionais foi implementada com o intuito de adquirir as 

caraterísticas significativas da imagem. O descritor utilizado foi da área e para calcular a 

áreas de cada objeto desconectados presente na imagem. Cada área calculada se refere aos 

componentes da Figura 35 (b), indicada na Tabela 3. 

Tabela 3. Array com as áreas de cada componente 

0 1 2 3 4 5 6 
512 75812 183 320 1283 1122 181 

Fonte: Autor 

 

a) b) 
 

a) b) 
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1.5.4.  SELEÇÃO DO COMPONENTE COM MAIOR ÁREA 

Considerando todas as áreas calculadas na fase anterior, selecionando apenas a maior 

área foi possível segmentar o cérebro do restante da imagem (Figura 36), levando como base 

os estudos feitos por Nandi (2015). 

Figura 36. Componente com maior área: a) identificação dos componentes e b) 
extração da maior área 

    
 

Fonte: Autor 

 

1.5.5. APLICANDO A MÁSCARA DO CÉREBRO SOBRE A IRM 

Com a máscara binária referente ao cérebro obtida no passo anterior, foi aplicada 

sobre a imagem original da IRM da base de dados, no intuito de voltar as características 

originais dos cérebros para que possam ser aplicados nos próximos passos (Figura 37 (b)). 

Figura 37. Cérebro segmentado: a) extração da maior área e b) imagem do cérebro 

    
Fonte: Autor 

4.6.   SEGMENTAÇÃO DO TUMOR - (D) 

Nessa etapa, com a nova imagem do cérebro, a segmentação do glioma foi 

implementada com uma qualidade melhor. Assim, foi aplicada as operações morfológicas, 

e o algoritmos de segmentação, para enfim realizar a segmentação do tumor do restante da 

imagem (Figura 38).   

a) b) 
 

a) b) 
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Figura 38. Diagrama da segmentação do tumor 

 
Fonte: Autor 

 

4.6.1. LIMIARIZAÇÃO MÚLTIPLA I 

Nessa etapa, seguindo a lógica semelhante na implementada na fase de segmentação 

do cérebro, a limiarização múltipla foi implementada de forma que, na observação da 

mudança de intensidade do tumor, possa exercer mais destaque ao tumor em relação ao 

tecido cerebral. Desse modo, com base no histograma da imagem da etapa anterior, foi 

aplicado a média das intensidades obtendo 127,5. Assim, são calculados os limiares mínimos 

e máximos com os valores de 87,5 (127,5 – 40) e 137,5 (127,5 + 10) respectivamente. 

Seguindo a mesma estratégia da etapa 4.2.2 (Figura 39).  

 

Figura 39. Histograma da segmentação cerebral: a) imagem do cérebro e b) 
histograma da imagem (a). 

    
Fonte: Autor 

a) b) 
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Na implementação do algoritmo de limiarização múltipla, são utilizados os limiares 

definidos anteriormente pela média das intensidades, resultando da Figura 40 (b). 

 

Figura 40. Aplicação da limiarização múltipla I: a) Imagem do cérebro e b) imagem 
pós limiarização múltipla I. 

    
 

Fonte: Autor 

 

4.6.2. LIMIARIZAÇÃO MÚLTIPLA II 

 Devido ao ruído existe no processo anterior, prejudicando na operação de 

segmentação do glioma, por ainda serem componentes conectados próximo ao tumor, a 

limiarização múltipla, foi aplicada novamente. Dessa maneira, com a média das 

intensidades do histograma (b) na Figura 41, resultou em 0,5, e para os valores dos limiares 

recebem 0,5 para o limite mínimo e 1 para o limite máximo. 

 
Figura 41. Histograma para limiarização múltipla I: a) Imagem pós limiarização 

múltipla I e b) histograma da imagem a) 

            
 

Fonte: Autor 

 

Com a limiarização foi possível reduzir objetos que não são relevantes na 

segmentação, resultando uma boa parte da segmentação do tumor (Figura 42 (b)). 

 

a) b) 
 

a) b) 
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Figura 42.  Aplicação da limiarização múltipla II: a) Imagem pós limiarização 
múltipla I e b) Imagem pós limiarização múltipla II. 

    
Fonte: Autor 

 

4.6.3. SEGMENTAÇÃO POR KMEANS 

A Figura 42, apresenta a nova imagem com alguns artefatos remanescentes, e para 

evidenciar apenas o componente do tumor, foi aplicado o algoritmo de segmentação kmeans 

com dois clusters. Assim, a Figura 43 foi dividida em: a) Pontos em branco na representação 

da área em Branco, imagem b) Pontos em azul na representação da área com maior 

vascularização no tumor e c) Pontos em preto, referente ao background da imagem. 

 
Figura 43. Aplicação do algoritmo kmeans com 2 clusters: a) Imagem pós 

limiarização múltipla II, b) Clusters kmeans e c) Imagem segmentada. 

       
 

Fonte: Autor 
 

4.6.4. OPERAÇÃO DE PREENCHIMENTO 

  Com a imagem de saída do algoritmo de kmeans, o tumor possui buracos em seu 

interior, não demonstrando um resultado considerável na identificação por completo do 

tumor. De maneira que, a operação morfológica preenchimento de buracos, pode ser 

implementado no intuito de recuperar os pixels perdidos nos processos anteriores (Figura 

44 (b)). 

a) b) 
 

a) b) 
 

c) 
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Figura 44. Aplicação da operação de preenchimento no tumor: a) Imagem pós 
kmeans e b) pós preenchimento de buracos. 

    

Fonte: Autor 

4.6.5. APLICAÇÃO DA MÁSCARA DO GLIOMA SOBRE A IRM 

  A última fase de segmentação culmina na saída da imagem final do algoritmo. Para 

finalizar esse processamento, a máscara do glioma recebe uma cor avermelhada, pela 

operação de soma com a imagem original, evidenciando a localização do glioma, sendo a 

imagem final de saída do algoritmo apresentada na Figura 45 (b).  

 
Figura 45. Glioma identificado sobre IRM: a) Pós preenchimento de buracos e b) 

Tumor demarcado sobre a IRM original 

    
 

Fonte: Autor 

 

4.7. EXTRAÇÃO DE CARACTERÍSTICAS (E) 

  Considerando que a imagem com o tumor de glioma segmentado foi alcançada na 

última etapa, foi possível a extração de suas características, onde esses resultados foram 

comparados com as características da segmentação dos tumores definidos pelos 

especialistas, para verificar o potencial do algoritmo implementado (Figura 46).   

a) b) 
 

a) b) 
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Figura 46. Diagrama da extração de características 

 
Fonte: autor 

 
4.7.1. MÁSCARA DO GLIOMA DO ESPECIALISTA 

Para realizar a comparação entre as máscaras de gliomas, tanto das advindas da 

segmentação do algoritmo desenvolvido quanto da imagem segmentada pelos especialistas, 

foi necessário realizar a mesma operação na máscara do especialista disponibilizado pela 

base (Figura 47), com o objetivo de extrair as características para uma futura analogia. 

 
Figura 47. Máscara binária do glioma segmentado por especialista 

 
Fonte: Autor 

 
4.7.2. APLICAÇÃO DE DESCRITORES REGIONAIS 

 Com o objetivo de extrair as informações do tumor, foi aplicado o cálculo para obter 

os descritores regionais. Para isso, foram definidos quatro tipos de descritores com base nas 

informações básicas para o diagnóstico de um tumor cerebral: (1) área, (2) perímetro, (3) 

compacidade e (4) assimetria. Pela literatura, a área pode ser um dos pontos para a avaliação 

do grau de um tumor, enquanto o perímetro revela informações sobre a fronteira do glioma, 

a compacidade mostra quão denso pode ser definido esse tumor, e a assimetria revela sua 

classificação quanto difusão.  
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4.7.3. COMPARAÇÃO 

Após o processamento por descritores regionais, foi verificado a fidelidade do 

algoritmo no processo da segmentação. As características foram extraídas das duas 

máscaras para realizar a comparação do resultado obtido pelo algoritmo criado com a 

máscara disponibilizada pela base de dados, e medida a acurácia dos resultados (Tabela 4).  

 
Tabela 4. Descritores regionais do glioma pelo especialista e algoritmo 

 Especialista (px) Algoritmo (px) 
Área 6289 5129 
Perímetro 298,28 305,65 
Compacidade  14,15 18,21 
Assimetria 0,89 0,69 

Fonte: Autor 
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5.   RESULTADOS E DISCUSSÕES. 

 Para a discussão dos resultados, serão usadas as imagens referentes aos planos axial, 

sagital e coronal respectivamente. 

A etapa do pré-processamento (Figura 48) teve como propósito evidenciar as bordas, 

através das operações morfológicas fechamento, nas limiariarizações múltiplas I e II, e na 

binarização como última etapa. Em cada um dos planos, foi obtido a resposta esperada, com 

bordas (crânio, músculos e tecidos extra cerebrais) em destaque.   

Figura 48. Resultados do pré-processamento 

 
Fonte: Autor 

 

Na fase de processamento (Figura 49), a imagem foi binarizada, completamente 

preenchida e erodida em uma pequena parte de sua fronteira. Dessa forma, em todos os 

planos ocorreram os preenchimentos do objeto de interesse sem falhas.  
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Figura 49. Resultados do processamento 

 
Fonte: Autor 

 
 Os processamentos, nas fases anteriores do algoritmo, tiveram como objetivo 

manipular as imagens para realizar a subtração, e com isso, a retirada do crânio e outros 

tecidos que não fazem parte do sistema nervoso central, restando, apenas a região de 

interesse afetada pelo tumor. O primeiro passo para a segmentação do cérebro, foi a 

subtração das imagens entre os resultantes dos processamentos. No entanto, essa subtração 

criou buracos após sua aplicação dentro da região cerebral, não sendo um método eficaz, 

para o objetivo proposto, mesmo tendo a capacidade de extrair regiões suficientes da 

imagem que não eram essenciais (Figura 50).  

Figura 50. Resultado da subtração entre os processamentos 

 
Fonte: Autor 

Na análise da subtração, em todos os planos restaram pequenos objetos desconecto ao 
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redor do cérebro e regiões nulas no interior. Logo, com a realização das operações de 

preenchimento de buracos, as regiões nulas foram reconstruídas, e pela identificação dos 

componentes conectados em combinação com a extração do componente de maior área, foi 

realizado a segmentação do cérebro entre os três planos usados no algoritmo (Figura 51). 

 
Figura 51. Resultados da segmentação do cérebro 

  
Fonte: Autor 

 
A penúltima fase do algoritmo para segmentação do glioma (Figura 52), consistiu 

na realização de alterações no limiar das estruturas e segmentação por kmeans. Dessa 

maneira, com a média das intensidades adquiridas pelos histogramas, foi possível realizar 

uma segmentação com resultados satisfatório nas imagens a partir da aplicação das 

limiarizações múltiplas I e II. A aplicação do algoritmo kmeans melhorou a etapa da 

segmentação, e a operação morfológica de preenchimento de buracos a reconstrução do 

interior do tumor, sendo esse o resultado final, destacando na IRM inicial. 
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Figura 52. Resultados da segmentação do glioma 

 

Fonte: Autor 

Assim, o tumor segmentado, aparece bem definido na imagem de ressonância 

magnética do paciente, favorecendo uma visualização melhor para o especialista, como a 

localização, revelando sua forma e ilustrando o quão o tumor está espalhado no cérebro do 

paciente. 

Para a última fase do processamento do algoritmo (Figura 53), tanto as máscaras 

binárias do especialista, quanto a referente ao processamento do algoritmo de segmentação, 

foram comparadas com base nos descritores regionais calculado, com a finalidade, de medir 

o potencial do algoritmo desenvolvido, em relação a imagem segmentada pelo especialista.  

 
 

 

 

Figura 53. Resultados da comparação dos descritores regionais 
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 Planos Algoritmo (px) Especialista (px) 
 Axial 5129 6289 

Área Sagital 4663 5023 
 Coronal 2266 2665 
 Axial 298,28 305,65 

Perímetro Sagital 273,06 277,82 
 Coronal 198,69 220,41 
 Axial 17,34 12,15 

Compacidade Sagital 15,9 15,37 
 Coronal 17,42 18,23 
 Axial 0,89 0,69 

Circularidade Sagital 0,7 0,82 
 Coronal 0,72 0,67 

 
Fonte: Autor 

 

Para uma melhor interpretação dos dados a Gráfico 1, demostra o gráfico da taxa de 

diferença entre os resultados dos descritores regionais referentes ao algoritmo criado e a do 

especialista, nos planos axial, sagital e coronal. 

Gráfico 1. Resultados da comparação dos descritores regionais 

 
Fonte: Autor 

 

Foi possível notar o que houve uma maior discrepância entre os descritores de 

circularidade e compacidade, o que revela algumas informações sobre os tumores 

segmentados pelo processamento. Avaliando que as áreas calculadas pela segmentação do 

algoritmo obtiveram um resultado menor em relação a área do especialista, o resultado da 

compacidade apresenta uma resposta melhor. 
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Para a circularidade, que mediu quanto o tumor se assemelha seu formato a um 

círculo, podendo definir quanto o tumor se espalhou sobre o cérebro do paciente. Esse 

descritor depende do tamanho da área do tumor, dado pelo cálculo da circularidade (Equação 

3.7), a área foi multiplicada por 4, o que aumentou as diferenças entre cada descritor de 

circularidade, de maneira que, esse descritor pode receber qualquer formato de objeto desde 

que seja uma região fechada e preenchida. 

Nos perímetros, os resultados do algoritmo foi onde obteve a menor diferença entre 

os descritores com 1,49% no plano sagital, demostrando uma boa relação no processamento 

feito pelo algoritmo e na segmentação dos especialistas.  

E por fim, na medida da área, a diferença causada entre o processamento e 

especialista, foi considerada pelo detalhamento que o processamento na imagem obteve 

(Figura 55). Analisando a imagem final, foi notado que a máscara do tumor do algoritmo 

(Figura 55 (a)), mostra mais informações no formato do tumor, que a máscara advinda dos 

médicos especialistas (Figura 55 (c)). Para esses detalhes foram necessários utilizar menos 

pixels para o descrever a região, levando assim a uma menor área no lado feito pelo 

processamento.    

 
Figura 54. Detalhes entre os gliomas segmentados pelo algoritmo e pelos especialistas: 

a) Tumor no plano axial, b) Tumor segmentado pelo algoritmo e c) Tumor 
segmentado pelo especialista. 

     
                                  a)                                    b)                                    c) 

Fonte: Autor 

Como resultados gerais, para acurácia da segmentação dos gliomas, cada plano foi 

analisado separadamente, com base no gráfico da Gráfico 2. Na mostra dos resultados, 

foram divididos entre sucesso e falha da segmentação do tumor, com base na comparação 

entre a extração de característica do algoritmo e especialistas.  
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Gráfico 2. Segmentação do algoritmo entre os planos da IRMs 

  

Fonte: Autor 

Para o plano axial, das 494 imagens referentes a esse plano, 67,08%, foi obtido 

resultado significativo na segmentação do glioma, e 32,92% resultaram em falha sendo a 

menor taxa de sucesso entre os planos.  

Nas imagens referentes ao plano sagital (439 imagens), o algoritmo apresentou a 

melhor resposta dentre os planos, com 80,44% no sucesso de segmentação e apenas 19,56% 

referente a falhas. Levando em consideração que nesse plano o número de regiões escuras 

em tumores foi menor, dessa forma, as etapas do processamento poderão ser melhoradas e 

ajustadas, e como também na comparação entre os descritores.  

O plano coronal, na base de dados possuía 493 imagens, resultando taxa de 

segmentação mais assertiva, com 76,62% de sucesso e 23,38% resultados em falhas. Nesse 

plano, esses 23,38% revelam uma parte dos gliomas que faziam parte em áreas com 

intensidades escuras, o que resultava em um glioma não aparente ao processamento, 

dificultando a implementação correta das etapas. No entanto, nas imagens referentes aos 

76,62%, as etapas se sobressaíram melhores na segmentação, onde algumas poderão corrigir 

outras, sendo revelado a localidade final do tumor. 

 
%ú(-.0	8-	&(3<-%=	=-<(-%/383=	8-	>(	,?3%0

/0/3?	8-	&(3<-%=	8-	>(	,?3%0
× 100   (5.1) 

 

No intuito de definir um limiar selecionado na segmentação foram analisados os 

gráficos referentes as médias das segmentações nas Figuras 57, 58 e 59, e na diferença das 

áreas (Gráfico 3, 4 e 5). Cada um dos gráficos revelam a proporção das imagens referentes 

a taxa de segmentação (colunas em azul) entre todas as imagens utilizadas no algoritmo. 
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Dessa forma, cada coluna demostra a quantidade de images em um determinado nível de 

segmentação. 

 
Gráfico 3. Distribuição das segmentações no plano axial 

 
Fonte: autor 

 
Gráfico 4. Distribuição das segmentações no plano sagital 

 
Fonte: autor 

 
Gráfico 5. Distribuição das segmentações no plano coronal 

 
Fonte: autor 
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Uma vez que os gliomas segmentados pelo algoritmo com 80% de segmentação, 

sendo esses a relação entre a segmentação pelo especialistas, na maioria dos casos foi obtido 

um ajuste mais refinado das bordas e do formato do tumor que nos tumores identificados 

pelos neuroradiologistas. Da mesma forma, entre essa faixa de 100% a 80%, foram 

encontrados a maior parte dos tumores segmentados no pós-processamento, como 

demostrados nos Gráficos 3, 4 e 5. 
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6.   CONCLUSÕES 

Os diagnósticos e tratamentos de tumores cerebrais necessitam de muitas atribuições 

e competência dos profissionais de saúde responsáveis por essa tarefa. Dentre umas das 

maneiras de diagnóstico para o tumor, as imagens de ressonância magnética são muito 

utilizadas, por sua poderosa resolução em detalhes, sendo muito significativo pelo fato de 

ser um exame não invasivo. No entanto sua complexidade analítica aumenta, sendo 

necessário um tempo para decisão final quanto ao grau de um tumor. Dessa forma, esse 

trabalho utilizou de técnicas de PDI para diminuir essa complexidade, que envolve a 

melhoria do limiar entre as regiões, diminuição de ruídos, fracionamento de objetos e 

detalhes irrelevantes, segmentação da região de interesse, e a extração de características 

referente ao tumor de estudo.   

Os resultados do processamento de imagens envolvendo os operadores morfológicos, 

foram a base para um resultado significativo do trabalho, as limiarizações múltiplas foram 

fundamentais nas eliminações do crânio e músculos que prejudicavam a segmentação 

durante o pré-processamento. Assim como, a identificação e remoção dos componentes 

remanescentes das fases antecedentes, ajudaram a preservar as regiões de interesse, 

compostas por cérebro e o tumor em seu interior. 

Novamente, os limiares múltiplos, colaboraram para a segmentação, em apenas 

alguns ajustes sendo necessários para evidenciar a posição do tumor. Em contrapartida, a 

implementação do algoritmo kmeans foi necessário para aperfeiçoar a segmentação, restando 

apenas o tumor como saída, sendo esse o objeto final, para a aplicação e visualização sobre 

a imagem de ressonância magnética, assim alcançando um dos objetivos, do trabalho.  

Na fase final do algoritmo, foi possível medir a capacidade de segmentação, uma vez 

que, suas características poderão ser extraídas e assim, comparadas as máscaras dos 

especialistas disponibilizadas nas bases de dados. Os números finais, referentes a acurácia 

dos algoritmos foram divididos entre seus planos, de maneira que, um tumor poderia ter 

falha em sua segmentação em um plano, mas em outro pode resultar em sucesso. Levando 

em consideração que no plano axial a taxa de sucesso foi de 67,08%, no sagital foi de 80,44% 

e no coronal de 76,62%.   

Dessa forma, o algoritmo proporcionou resultados promissores, porém, em relação 

as suas falhas, por uma análise detalhada mostra que alguns gliomas que possuíam uma 

região escura, foi a principal causa da não segmentação do glioma. 

Mesmo assim, o algoritmo garantiu resultados comparáveis, com os métodos 

convencionais de segmentação, e em alguns casos mostrou resultados melhores que dos 
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próprios especialistas. Uma boa parte da eficiência do algoritmo está relacionada com a 

realização da limiarização em suas etapas, que permitiu tanto a segmentação do cérebro do 

crânio quanto do glioma do restante do tecido nervoso. E como objetivo final, o comparativo 

com os especialistas foi fundamental para medir a precisão de todo o processamento 

implementado.  

Em todo o algoritmo, foi idealizado como uma forma de auxiliar no diagnóstico e no 

tratamento neuro-oncológico, visibilizando uma segmentação mais apurada e diminuindo o 

tempo de um prognóstico e na espera do resultado para o paciente acometido por um glioma 

cerebral. 

 

6.1.   TRABALHOS FUTUROS  

Para sequência do trabalho, alguns métodos desenvolvidos podem ser melhorados, 

assim como novas estratégias podem ser adotadas para refinar a qualidade da segmentação, 

dessa forma podem ser considerados os seguintes pontos: 

• Melhorar a escolha do limiar. 

• Utilizar mais descritores regionais. 

• Estudos de outras operações morfológicas. 

• Aplicação de redes neurais para extração das características do glioma.  

•   Refinar a estratégia diminuindo a quantidade de passos que foram realizados. 

•   Uso de técnicas de classificação como deep learning. 

•   Melhorar o processo da segmentação utilizando outros filtros. 
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